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Kapitel 1

Einleitung

Diese Arbeit �ndet statt im Rahmen eines Projektes zur Anwendung maschi-
neller Lernverfahren in der Robotik (B-Learn II, ESPRIT P7274). Innerhalb
dieses Projektes soll die Kommunikation des Menschen mit dem Roboter
durch Handlungsanweisungen in der Art

"
Gehe durch die T�ur, dann links,

dann durch die zweite T�ur rechts\ geschehen. Damit soll eine Navigation
des Roboters erm�oglicht werden. Mobile Roboter k�onnen so exibel auf neue
Umgebungen vorbereitet werden, sowohl von exakten Koordinaten als auch
von bestimmten Orten wird abstrahiert. So gibt es zum Beispiel f�ur

"
T�ur\

ein Symbol, das f�ur verschiedene T�uren mit unterschiedlichen Abmessungen
steht. Gegenw�artige Versuche �nden in B�uroumgebungen statt.

In einer Lernphase werden einzelne Handlungsbegri�e wie
"
Gehe durch

die T�ur\, von dem Roboter gelernt. Dazu m�ussen die Handlungsbegri�e aus
den Bewegungsdaten des Roboters und seinen Wahrnehmungen abgeleitet
werden. Da die Kluft zwischen diesen beiden Ebenen zu gro� ist, um sie in
einem Schritt zu �uberbr�ucken, wird eine Hierarchie von Begri�en gelernt, die
die Messungen der externen Sensorik und die elementaren Bewegungsbefeh-
le des Roboters mit den vom Menschen gegebenen Handlungsanweisungen
verbindet. Auf den verschiedenen Stufen der Hierarchie werden verschiedene
Arten von Begri�en gebildet. F�ur eine umfassende Darstellung sei [Klingspor
et al., 1996] empfohlen.

� Aufbauend auf den Sensordaten, die w�ahrend der Aktionen des Robo-
ters aufgenommen werden, liefern Wahrnehmungs-Merkmale in meh-
reren Stufen Merkmale f�ur die Objekterkennung.

� Die elementaren Bewegungungen des Roboters, Fahren, Drehen und

3



4 KAPITEL 1. EINLEITUNG

Stehen, werden mit Hilfe von Ausf�uhrungs- oder Basis-Handlungs-
Merkmalen beschrieben.

� Objekte werden mit einer zugeh�origen Handlung assoziiert. Zur Erken-
nung dessen, was der Roboter in welcher Umgebung getan hat, ist es
deshalb sinnvoll, obige Merkmale zu integrieren in Merkmale zur Ver-
bindung von Wahrnehmung und Handlung. Diese Abstraktionsstufe in
der Hierarchie wird wahrnehmungsintegrierende-Handlungs-Merkmale
genannt.

� Operationale Merkmale an der Spitze der Hierarchie bilden die Schnitt-
stelle zu den von einem Menschen gegebenen Handlungsanweisungen.

Verschiedenste Stufen dieser Hierarchie wurden bereits in anderen Arbei-
ten behandelt, so da� an den Schnittstellen Ergebnisse genutzt, beziehungs-
weise weitergereicht werden. Bei den Wahrnehmungs-Merkmalen wird un-
terschieden zwischen Wahrnehmungen, die zu einem einzelnen Zeitpunkt
stattgefunden haben, und solchen, die w�ahrend einer Bewegung des Ro-
boters eingetreten sind, sich also �uber ein Wahrnehmungszeitintervall er-
strecken. Die zeitpunktorientierten Wahrnehmungen beschreiben Situatio-
nen, in denen der Roboter relativ zu einem Objekt steht. Beispiele hierf�ur
sind

"
vor der t�ur\ und

"
in der Ecke\. Die Zeitintervallwahrnehmungen sind

grunds�atzlich mit einer Handlung verbunden. Begri�e wie
"
durch die t�ur\

oder
"
entlang einer t�ur\ beinhalten, da� der Roboter w�ahrend der Wahrneh-

mung der T�ur durch sie hindurch, beziehungsweise an ihr entlang gefahren
ist. Die einzelnen Abstraktionsstufen der Zeitintervallwahrnehmungen sind
Thema des n�achsten Abschnittes.

1.1 Aufgabenbeschreibung

Das Thema dieser Arbeit enth�alt zwei Aspekte: zum einen die allgemeine
Aufgabenstellung des Lernens von relevanten Merkmalen, welche ein Teil-
gebiet der Forschung auf dem Gebiet des maschinellen Lernens darstellt,
zum anderen die Anwendungsdom�ane, Verarbeitung von Sensordaten eines
mobilen Roboters. Beide Aspekte werden im Folgenden n�aher erl�autert.

Der in dem Projekt eingesetzte Roboter1 besitzt vierundzwanzig rund-
um angeordnete Ultraschallsensoren. In der Richtung, in der sie jeweils ihren

1Der Roboter PRIAMOS wurde and der Universit�at Karlsruhe entwickelt [Dillmann et
al., 1993]
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Ultraschallkegel absenden, messen die Sensoren die Distanz zu dem n�achst-
gelegenen Objekt, sofern es innerhalb einer Reichweite von f�unf Metern liegt.
Die Distanz berechnet sich dabei aus der Zeit zwischen dem Senden bis zum
Eintre�en des von dem Objekt reektierten Signals. Jeder Reihummessung
aller 24 Sensoren wird ein Zeitpunkt zugeordnet. Man erh�alt zu jedem Zeit-
punkt vierundzwanzig Messungen.2

In einem ersten Abstraktionsschritt werden die numerischen Distanzwer-
te in eine symbolische Repr�asentation �uberf�uhrt. Dazu wird ein Repr�asenta-
tionsformalismus eingesetzt, der in der gesamten Begri�shierarchie beibehal-
ten wird. Es handelt sich dabei um Hornklausellogik, einer Einschr�ankung
der Pr�adikatenlogik erster Stufe. Klauseln werden aus Mengen von Literalen
gebildet. Ein Literal ist ein Atom oder ein negiertes Atom. Ein Atom besteht
in der hier benutzten Form aus einem Pr�adikatssymbol und einer Menge von
Termen, die Konstanten oder Variablen sind. Auf der semantischen Ebene
setzt ein so gebildetes Pr�adikat die Terme, eine bestimmte Anzahl von Ob-
jekten, in eine durch das Pr�adikatssymbol beschriebene Relation:

pr�adikatssymbol(Objekt1,...,Objektn)
3

ist ein Pr�adikat der Stelligkeit n. Das Pr�adikatssymbol wird dazu eingesetzt,
Begri�e der Begri�shierarchie zu bezeichnen. Objekte besitzen eine Sorte.

Beispiele f�ur Objekte sind solche von der Sorte
"
Sensor\ oder

"
Zeitpunkt\.

Konstanten bezeichnen jeweils ein bestimmtes Objekt, beispielsweise den
Sensor s6 (kleingeschrieben), Variablen bezeichnen jeweils ein beliebiges Ob-
jekt der entsprechenden Sorte, beispielsweise einen Zeitpunkt T1 (im Fol-
genden gro�geschrieben).

Literale stehen entweder im Klauselkopf, der aus einem positiven Literal
besteht, oder im Klauselk�orper, der aus der Disjunktion mehrerer negativer
Literale besteht. Klauselkopf und/oder Klauselk�orper k�onnen auch leer sein.
In dem Fall, in dem nur der Klauselkopf vorhanden ist, ist das ein gegebenes
Fakt. Eine Klausel mit Q als positivem und Pi als negativen Literalen kann
als Regel geschrieben werden,

Q P1; :::; Pn.

mit deren Hilfe aus den Literalen im Klauselk�orper das Literal im Klau-
selkopf gefolgert werden kann. Pr�adikate, die f�ur Begri�e auf den unteren

2Tats�achlich messen die Sensoren reihum nacheinander, damit nicht ein Sensor die
Signale eines anderen aufnimmt.

3abgek�urzt auch pr�adikatssymbol/n
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Ebenen der Begri�shierarchie stehen, werden im Klauselk�orper, der Pr�amis-
se einer Regel, kombiniert, die daraus Begri�e einer h�ohergelegenen Ebene
der Hierarchie folgert. Die Regeln bilden so eine inferenzielle Hierarchie f�ur
die Begri�e.

Wie die Regeln aussehen ist die Fragestellung des Lernens, insbesondere
welche Begri�e repr�asentiert werden sollen (Merkmalsextraktion) und wie
sie aus den Begri�en niedrigerer Hierarchiestufen gefolgert werden k�onnen.
Die vorliegende Arbeit versucht diese Lernaufgabe f�ur einen Ausschnitt aus
den Zeitintervallwahrnehmungen zu l�osen. Gelernt werden sollen Begri�e
zur Charakterisierung der Wahrnehmungen einzelner Sensoren, sogenann-
te Sensor-Merkmale. Zur Einordnung werden in den folgenden Abschnitten
auch Lernergebnisse der dar�uber- und darunterliegenden Abstraktionsstufen
der Zeitintervallwahrnehmungen der Reihe nach vorgestellt. Die inferenzi-
elle Hierarchie von Begri�en ist erdacht und beschrieben worden in [Mo-
rik/Rieger, 1993] und in [Klingspor et al., 1996].

1.1.1 Basis-Merkmale

Ausgehend von den Messungen werden Basis-Merkmale gebildet. Aufeinan-
derfolgende Messungen, die hinreichend �ahnlich sind, werden zu Intervallen
zusammengefa�t, so da� die Schwankungen der Messwerte in den Intervallen
m�oglichst gering sind. Es werden Begri�e gebildet, die die Eigenschaften der
in einem Intervall enthaltenen Messungen widerspiegeln. Folgende Begri�e
werden gegeben:
keine messung, aufsteigend, absteigend, konstant, aufsteigend sprung, ab-
steigend sprung, keine bewegung, direkt darauf zu, direkt davon weg und et-
was passiert.
Damit werden sechsstellige Fakten gebildet, deren Pr�adikatssymbol die oben
genannten Begri�e sind:

basis-merkmal4(Tr,Or,S,T1,T2,Grad).

Die Sorten der Variablen sind die Nummer einer bestimmten Roboter-
fahrt (bei Tr), die Orientierung des Sensors (Or), die Sensornummer (S),
Anfangs- und Endzeitpunkt (T1/T2) des Zeitintervalls sowie ein Gradient
(Grad), der den Begri� n�aher charakterisiert. Die so gebildeten Merkmale
bilden die unterste Stufe der Zeitintervallwahrnehungen und werden Basis-

4abgek�urzt
"
bf\
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(Wahrnehmungs)-Merkmale5 genannt. Mit Hilfe der enthaltenen Zeitpunkte
lassen sich die Basis-Merkmale �uber die Zeit verkn�upfen, so da� die Wahr-
nehmungen eines Sensors w�ahrend einer bestimmten Fahrt durch eine Se-
quenz von Basis-Merkmalen repr�asentiert werden.

Eine vollst�andige Ausarbeitung zum Thema der Basis-Merkmale, insbe-
sondere die Darstellung einer Lernschleife ist zu �nden in [Wessel, 1995].
Von den Basis-Merkmalen h�angen die Merkmale der h�oheren Ebenen ab.

1.1.2 Sensor-Merkmale

Sensor-Merkmale sind Merkmale f�ur die Wahrnehmungen einzelner Senso-
ren. Aus den Sequenzen von Basis-Merkmalen werden solche herausgesucht,
die Objekte der Umwelt beschreiben. So kann man sich zum Beispiel vorstel-
len, da� f�ur bestimmte Wand- oder Kantenkonstellationen, die Sequenzen
von Basis-Merkmalen immer dieselben sind. In Abbildung 1.1 ist eine Kon-

fallend(Tr,Or,S,T1,T2,Grad1) &

--> s_sprung(Tr,S,T1,T4,diagonal).

fallend(Tr,Or,S,T3,T4,Grad3)

aufsteigend_sprung(Tr,Or,S,T2,T3,Grad2) &

Abbildung 1.1: Sensor-Merkmale

stellation von zwei Kanten gezeigt: Nimmt ein Sensor aufeinanderfolgend
die Basis-Merkmale fallend/6-aufsteigend sprung/6-fallend/6 auf, so ist er
diagonal an zwei W�anden entlanggefahren, die in der Konstellation

"
sprung\

zueinander stehen. In der Abbildung ist dieses durch eine Regel ausgedr�uckt.
Das Sensor-Merkmal s sprung wurde w�ahrend der Fahrt mit Nummer (Tr)
vom Sensor (S) im Zeitintervall von (T1) bis (T4) wahrgenommen, wobei
T1 und T4 der Anfangs- beziehungsweise Endzeitpunkt der Basis-Merkmal-
Sequenz sind. Das f�unfte Argument (RM) macht eine Aussage dar�uber,
wie sich der Roboter relativ zu dem beobachteten Objekt bewegt, diago-
nal oder parallel. Einige weitere Kantenkonstellationen sind denkbar. Aller-

5Zu unterscheiden von Basis-Handlungs-Merkmalen, die hier aber nur am Rande auf-
treten und entsprechend gekennzeichnet sind.
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dings k�onnten auch ganz andere Muster anstelle der Kantenkonstellationen
durch die wahrgenommenen Basis-Merkmal-Sequenzen beschrieben werden.
Um solche Muster beim Lernen nicht vorgeben zu m�ussen, besteht der in
dieser Arbeit verfolgte Ansatz darin, un�uberwacht Sensor-Merkmale in den
Basis-Merkmal-Sequenzen zu entdecken.

1.1.3 Sensorgruppen- und handlungsorientierte Wahrneh-
mungs-Merkmale

Wenn mehrere benachbarte Sensoren innerhalb eines kleinen Zeitintervalles
das gleiche Merkmal erkennen, wird dies zu einem Sensorgruppen-Merkmal
zusammengefa�t. Die Information, welche Sensoren als benachbart gelten,
ist in einem Fakt

sclass(Tr,S,T1,T2,SCL)

enthalten, wobei (Tr) wieder eine bestimmte Roboterfahrt bezeichnet und
(T1/T2) das Zeitintervall, in dem der Sensor (S) zu der Sensorgruppe
(SCL) geh�ort. Die Zugeh�origkeit eines Sensors zu einer Sensorgruppe ist
auch abh�angig von der Bewegungsrichtung des Roboters, weshalb die sclass-
Fakten nach jeder Drehung f�ur den entsprechenden Zeitabschnitt berechnet
werden. Ein Beispiel f�ur eine Regel mit zwei Sensoren und dem Merkmal
s sprung6:

s_sprung(Tr,S1,T1,T2,diagonal) & sclass(Tr,S1,T0,T6,SCL) &

s_sprung(Tr,S2,T3,T4,diagonal) & sclass(Tr,S2,T0,T6,SCL) &

folgt(T1,T3) & T0<T1 & T4<T6

--> sg_sprung(Tr,SCL,T1,T4,diagonal).

Auf der obersten Stufe der Zeitintervallwahrnehmungen werden
die Merkmale durch t�ur, entlang t�ur und entlang schrank aufgrund der
Sensorgruppen-Merkmale inferiert. Diese Merkmale werden handlungs-
orientierte Wahrnehmungs-Merkmale genannt. Ein handlungsorientiertes
Wahrnehmungs-Merkmal,

hwm(Tr,T1,T2,RM),

wird festgelegt durch die Fahrtnummer (Tr), das Zeitintervall (T1/T2), in
dem es gilt, und die relative Bewegung (RM) zu dem wahrgenommenen Ob-
jekt. An dieser Stelle stellt sich heraus, welche Sensor-Merkmale und welche

6Das Pr�adikat folgt/2 erzwingt, da� die Wahrnehmungen der beiden Sensoren nur um
wenige Zeitpunkte verschoben sein d�urfen
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Sensorgruppen f�ur die Beschreibung handlungsorientierter Wahrnehmungs-
Merkmale interessant sind. In einem Beispiel f�ur das Merkmal durch t�ur sind
dies s sprung und die Sensorgruppen rechte und linke Seite:

sg_sprung(Tr,rechts,T1,T2,diagonal) &

sg_sprung(Tr,links,T3,T4,diagonal) & folgt(T1,T3)

--> durch_tuer(Tr,T1,T4,diagonal)

Damit ist der komplette Rahmen der Aufgabe gegeben; der nun folgende
Abschnitt skizziert die weiteren Schritte.

1.2 Beschreibung des Ansatzes

Zur L�osung der gestellten Aufgabe, des Lernens von Sensor-Merkmalen,
sind grunds�atzlich zwei verschiedene Vorgehensweisen m�oglich. Bereits un-
tersucht worden ist die M�oglichkeit, Merkmale als Beispiele vorzugeben und
damit ein Verfahren f�ur �uberwachtes Lernen zu verwenden. Diese Versuche
wurden in erster Linie mit den Lernverfahren RDT/GRDT gemacht.7 Ein
Vergleich mit den Ergebnissen eines anderen Lernverfahrens, GRENDEL,
ist in [Klingspor et al., 1996] zu �nden.

Die vorgegebenen Merkmale sind die eingangs erw�ahnten Kantenkonstel-
lationen. Neben dem Wandvorsprung wurden konvexe und konkave Ecken,
sowie eine glatte Wand als Sensor-Merkmale verwandt. Gebildet wurden sie
aufgrund hypothetischer �Uberlegungen mit der Fragestellung, was bei der
gegebenen Anwendung an Merkmalen auftreten k�onnte. Da die Ergebnisse
beim Lernen von Merkmalen h�oherer Abstraktionsstufen mit den Kanten-
merkalen nicht zufriedenstellend sind, ergeben sich Zweifel, ob die vorgege-
benen Kantenmerkmale relevant sind.

Der deswegen in dieser Arbeit verfolgte Ansatz besteht darin, Sensor-
Merkmale aus den gegebenen Sequenzen von Basis-Merkmalen zu ler-
nen, ohne explizite Muster vorzugeben. Stattdessen wird jedes der vor-
handenen handlungsorientierten Wahrnehmungs-Merkmale als Oberbegri�
f�ur ein gleichnamiges Sensor-Merkmal benutzt, das den zeitlichen Rahmen
(Anfangs- und Endzeitpunkt der Basis-Merkmal-Sequenz) vorgibt, innerhalb
dessen das Sensor-Merkmal liegen mu�.

Die Basis-Merkmal-Sequenzen zu einem Oberbegri� werden als Beobach-
tungen aufgefa�t, in denen nach Gemeinsamkeiten gesucht wird. Praktisch

7zu RDT siehe [Kietz/Wrobel, 1991], zu GRDT sei [Klingspor, 1994] empfohlen
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bedeutet das eine Suche nach Clustern8 in den Basis-Merkmalen-Sequenzen.
In dem Bereich des maschinellen Lernens wird das Lernen von Begri�en
aus Beobachtungen als

"
Conceptual-Clustering\ bezeichnet. Ein wesentli-

cher Bestandteil dieser Arbeit liegt also in der Anwendung und im Experi-
mentieren mit solchen Techniken.

Die Vorgehensweise der Vorgabe handlungsorientierter Wahrnehmungs-
Merkmale als Oberbegri�e soll im n�achsten Abschnitt n�aher erl�autert wer-
den.

1.2.1 Vorgehensweise

Die Problematik verschiedener Sensor-Merkmale wird anhand der in Abbil-
dung 1.2 gezeigten Fahrt des Roboters diskutiert. Der Roboter f�ahrt dabei
aus dem Flur (wobei die Enden des Flurs von den Sensoren nicht mehr erfa�t
werden) in einen Raum hinein.

3    7

1 5

0

2

4

6

Abbildung 1.2: Fahrt durch T�ur

Auf der Ebene der handlungsorientierten Wahrnehmungs-Merkmale ent-
spricht dieses Beispiel dem durch t�ur Begri�. Benutzt man Kantenmuster als
Sensor-Merkmale, so werden zum Beispiel f�ur die Seitensensoren die Basis-
Merkmal-Sequenzen der Zeitintervalle, in denen sie die Kanten 5 und 7 zur
linken, beziehungwsweise die Kanten 1 und 3 zur rechten Seite des Roboters
erfassen, als Beschreibung eines s sprung(...,parallel)Merkmales gelernt. An-
stelle der Kantenmuster lassen sich andere Merkmale denken. Zum Beispiel
kann man die w�ahrend der gesamten Fahrt wahrgenommene Sequenz als Be-
schreibung eines Merkmales, das die ganze T�ur und damit weitere Kanten
umfa�t, zu lernen versuchen. Das ist dann der entgegengesetzte Extremfall.

8Der englische Begri� cluster bedeutet eine Ansammlung �ahnlicher Objekte.
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In dem hier verfolgten Ansatz werden hingegen beim Lernen der Sensor-
Merkmale nicht Basis-Merkmal-Sequenzen, deren Anfangs- und Endzeit-
punkte mit denen vorgegebener Beispiele �ubereinstimmen, in Betracht gezo-
gen, sondern alle, die in dem durch den Oberbegri� gegebenen Zeitrahmen
liegen.

Die zu lernenden Sensor-Merkmale werden demnach eng an die
handlungsorientierten Wahrnehmungs-Merkmale gekoppelt. Dies sind die
Wahrnehmungen bei der Fahrt des Roboters durch eine T�ur (Merkmal
durch t�ur), entlang einer T�ur (entlang t�ur) und entlang eines Schrankes (ent-
lang schrank). Ein Lehrer w�ahlt aus den Roboterfahrten die Bewegungsab-
schnitte aus, in denen diese Merkmale vorkommen. Das ist die gleiche Vor-
gehensweise wie bei der Auswahl von Beispielen zum �uberwachten Lernen
der handlungsorientierten Wahrnehmungs-Merkmale. Es werden Fakten in
der Form

hwm(Tr,T1,T2,RM)

vorgegeben. Dem Lehrer m�ussen an dieser Stelle die Fahrtstrecken und Um-
gebungen bekannt sein, um die Merkmale und auch die relative Bewegung
zu den Objekten angeben zu k�onnen.

Anhaltspunkte f�ur die zur�uckgelegten Wegstrecken sind dabei Positions-
angaben, die der Roboter durch Fortschreibung der von ihm ausgef�uhrten
Bewegungen erh�alt. Die Positionsangaben werden vom Roboter zusammen
mit den Sensormessungen jeweils zu den entsprechenden Zeitpunkten ausge-
geben. Von der Umgebung sollte eine Zeichnung vorhanden sein. Um festzu-
stellen, wann der Roboter wo gewesen ist, wird die Zeichnung der Umgebung
mit der Wegstrecke und den darin eingetragenen Zeitpunkten verglichen.

Zur Vorgabe der Zeitpunkte (T1) und (T2) k�onnen die in den Basis-
Handlungs-Merkmalen9 bekannten Anfangs- und Endzeitpunkte eines Be-
wegungsabschnittes zur Hilfe genommen werden. Diese Zeitpunkte bilden
die untere und obere Schranke, innerhalb derer handlungsorientierte Merk-
male wahrgenommen werden k�onnen, da die Handlung, an der sich die-
se Merkmale orientieren, eben die Fahrbewegung des Roboters ist. Inner-
halb eines Bewegungsabschnittes, der einem Basis-Handlungsmerkmal ent-
spricht, kommen keine Richtungs�anderungen des Roboters vor. Gibt es meh-
rere handlungsorientierte Wahrnehmungs-Merkmale in einem Bewegungsab-
schnitt, zum Beispiel wenn der Roboter auf einem Flur geradeaus an mehre-
ren T�uren vorbeigefahren ist, dann mu� das Zeitintervall dieses Abschnittes

9Siehe hierzu die Ausf�uhrungen zu den Basis-Handlungs-Merkmalen in [Sklorz, 1995].
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von dem Lehrer auf die entsprechenden Merkmale aufgeteilt werden. Die
Zeitpunkte an denen getrennt werden soll, werden durch erneute Betrach-
tung der Fahrtstrecke ermittelt.

Die dabei festgelgten Zeitintervalle bilden den Rahmen, innerhalb des-
sen die Sensor-Merkmale wahrgenommen werden k�onnen. Hierin besteht die
Kopplung der Sensor- an die handlungsorientierten Merkmale: die Zeitinter-
valle, in denen Sensor-Merkmale wahrgenommen werden, liegen innerhalb
der Intervalle der handlungsorientierten Merkmale. Damit liegen auch die
Basis-Merkmal-Sequenzen, welche die Sensor-Merkmale beschreiben, zeit-
lich innerhalb der durch die handlungsorientierten Merkmale vorgegebenen
Grenzen.

Die einzelnen Sensor-Merkmale werden getrennt gelernt. Auf diese Wei-
se werden die Sequenzen gefunden, die speziell f�ur ein bestimmtes Sensor-
Merkmal relevant sind.

Diese Form des Lernens ist insofern un�uberwacht, da� zwar zielgerichtet
die zugeh�orige Wahrnehmung eines handlungsorientierten Wahrnehmungs-
Merkmales vorgegeben wird, hierdurch jedoch nur der �au�ere Rahmen gege-
ben ist, innerhalb dessen nach Clustern gesucht wird. Dabei wird ausgenutzt,
da� die Sensor-Merkmale in eine Hierarchie von Wahrnehmungs-Merkmalen
integriert sind. Das hat den Vorteil, da� der Suchraum f�ur den Begri� Sensor-
Merkmal durch den entsprechenden Oberbegri� eingeschr�ankt wird.

1.2.2 Evaluierung

In diesem Abschnitt werden die Kriterien vorgestellt, anhand derer in den
Experimenten die Relevanz der gelernten Regeln f�ur Sensor-Merkmale be-
wertet werden wird. Dieses kann auf zwei Ebenen geschehen, einmal nach
Durchlaufen der Regelhierarchie bis zu den handlungsorientierten Wahrneh-
mungs-Merkmalen und einmal direkt auf der Ebene der Sensor-Merkmale.

Auf der oberen Ebene gelten ganz allgemein Regeln f�ur Sensor-Merkmale
als relevant, wenn sie Sensor-Merkmale so ableiten, da� mit ihnen Sensor-
gruppen- und handlungsorientierte Wahrnehmungs-Merkmale gelernt wer-
den k�onnen.

Als Grundlage f�ur ein Bewertungskriterium auf der Ebene der Sensor-
Merkmale k�onnen die f�ur Regelmengen geltenden Begri�e generell und spezi-
ell verwendet werden. Mit ihnen wird beim �uberwachten Lernen die Qualit�at
von Regeln, und hier die derer, die aus Basis-Merkmalen Sensor-Merkmale
ableiten, bewertet.

� Eine Regelmenge ist hinreichend generell, wenn alle positiven Beispiele
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abgedeckt werden, das hei�t, wenn die Regelmenge aus dem Hinter-
grundwissen die positiven Beispiele ableitet. Die vorgegebenen Sensor-
Merkmale sind die positiven Beispiele, die Basis-Merkmale bilden das
Hintergrundwissen.

� Eine Regelmenge ist hinreichend speziell, wenn kein negatives Beispiel
abgedeckt wird. Als negative Beispiele f�ur ein Sensor-Merkmal kann
man alle Zeitintervalle ansehen, f�ur die man kein positives Beispiel
angeben kann. Um nicht so viele negative Beispiele zu haben, kann man
sie aber auch explizit vorgeben. Als negative Beispiele eines Merkmals
X eignen sich dazu die positiven Beispiele der jeweils anderen Sensor-
Merkmale.

In unserem Fall handelt es sich allerdings um un�uberwachtes Lernen, so
da� die Abdeckung von Beispielen nicht getestet werden kann. Was aller-
dings getestet werden kann, ist die Abdeckung des Oberbegri�es

"
hand-

lungsorientierte Wahrnehmungen\, f�ur den die Beispiele bekannt sind. Ein
Sensor-Merkmal wird nur dann korrekt abgeleitet, wenn f�ur das passende
handlungsorientierte Wahrnehmungs-Merkmal ein Beispiel vorhanden ist,
in dessen Zeitintervall das Sensor-Merkmal liegt. So kann die Abdeckung
getestet werden ohne die Regeln, die aus Sensor-Merkmalen Sensorgruppen-
Merkmale und daraus handlungsorientierte Wahrnehmungsmerkmale ablei-
ten, kennen zu m�ussen, indem gez�ahlt wird

1. wieviele Sensor-Merkmale korrekt abgeleitet werden,

2. wieviele Sensor-Merkmale f�alschlicherweise abgeleitet werden, und

3. zu wievielen Beispielen von handlungsorientierten Wahrnehmungs-
Merkmalen keine Sensor-Merkmale abgeleitet werden.

Mit den Punkten 1. und 3. wird die Vollst�andigkeit getestet; unter Punkt
2. die Korrektheit.

Es soll auch gestestet werden, ob die gelernten Regeln allgemein genug
sind und auch in Fahrten, die beim Lernen nicht benutzt wurden, Sensor-
Merkmale ableiten. Dazu werden die Fahrten des Roboters in Lernset und
Testset aufgeteilt. Zum Lernen werden nur die Basis-Merkmal-Sequenzen
des Lernsets verwandt. Beim Testen der Punkte 1. und 3. werden die Basis-
Merkmal-Sequenzen des Testsets hinzugenommen. Punkt 2. wird anhand
von Basis-Merkmal-Sequenzen aus Fahrten, in denen das Sensor-Merkmal
nicht vorkommen darf, getestet.
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1.3 Datenformat

In diesem Abschnitt wird beschrieben, wie die Daten zum Lernen der Sensor-
Merkmale zusammengestellt werden. Hierf�ur wird eine Ausgangsrepr�asenta-
tion benutzt, auf die in den Kapiteln 3, 4 und 5, in denen Experimente
durchgef�uhrt werden, zur�uckverwiesen werden wird.

F�ur die in dieser Arbeit verwendete Ausgangsrepr�asentation werden die
von [Rieger, 1996b] entwickelten Cases benutzt. Ein Case ist dort eine Li-
ste, deren Kopfelement als Zielpr�adikat, und deren Rest als beschreibende
Pr�adikate bezeichnet wird.

Hier sind die Zielpr�adikate Rahmen f�ur Sensor-Merkmale s hwm -
dummy/6, die aus den als Oberbegri�en gegebenen hwm/6 Fakten gebil-
det werden. Im Namen eines Zielpr�adikates ist ein handlungsorientiertes
Wahrnehmungs-Merkmal angegeben. Der Platzhalter

"
dummy\ soll klar-

machen, da� es sich nicht um ein Merkmal handelt, sondern nur um den

�au�eren Rahmen.
Die beschreibenden Pr�adikate sind Basis-Merkmale, die als zeitlich ge-

ordnete Sequenz �uber einen Abgleich der Zeitargumente und der Fahrt-
und Sensornummer in bf/6 Fakten der Basis-Merkmals-Daten und den
s hwm dummy/6 Zielpr�adikaten, in die Cases geschrieben werden. Das ge-
schieht mit Hilfe der case selection in dem ebenfalls in [Rieger, 1995b] be-
schriebenen Datenvorbereitungstool.

Im folgenden wird beschrieben, wie zu den von einem Lehrer vor-
gegebenen hwm(Tr,T1,T2,RM) Fakten Rahmen f�ur Sensor-Merkmale,
s hwm dummy(Tr,S,T1,T2,RM,SCL) gebildet werden.

Zu einem hwm(Tr,T1,T2,RM) Fakt werden mit Hilfe der Basis-
Handlungs-Merkmale sclass(Tr,S,T1,T2,SCL) Fakten gebildet, die ange-
ben, welche Sensoren (S) zu welcher Sensorgruppe(SCL) geh�oren, in dem
Fahrtabschnitt zwischen T1 und T2. Jedes der sclass/6 Fakten liefert den
Sensor und die Sensorgruppe eines s hwm dummy(Tr,S,T1,T2,RM,SCL)
Faktes, dessen Name und restlichen Argumente von dem entsprechenden
hwm(Tr,T1,T2,RM) stammen.

Hierin besteht ein weiterer Unterschied zu den Kantenmerkmalen. Die
Sensor-Merkmale werden hier unter Vorgabe der Sensorgruppen gelernt. Die
obigen Kantenmerkmale werden jeweils nur f�ur die Sensoren gebildet, die von
den betro�enen Kanten auch ein Echo erhalten haben. Hier ist dagegen ein
Sensor-Merkmal an keine bestimmte Kante gebunden.

Alle Sensoren nehmen bei der Fahrt etwas wahr, das charakteristisch
f�ur die Wahrnehmung des Merkmales sein kann. Da die Wahrnehmungen
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abh�angig von der Position der Sensoren am Roboter allerdings verschieden
sind, soll direkt auf dieser Ebene unterschieden werden, welche der gelernten
Regeln f�ur welche Sensoren gelten. Insbesondere werden hier die drei �uber-
lappenden Sensorgruppen

"
seite\,

"
vorne gro�\ und

"
hinten gro�\ gebildet.

Die Bildung der Sensorgruppen ist im Anhang A.2 gezeigt.

Die endg�ultige Form der Cases ist somit die folgende:

[s hwm dummy(Tr,S,T1,T2,RM,SCL), bf1=6; :::; bfn=6].

Cases mit dem gleichen Zielpr�adikat10 bilden die Eingabe zum Lernen eines
entsprechenden s hwm/6 Sensor-Merkmales.

Die s hwm dummy/6 Fakten von Fahrten die die Zielpr�adikate eines
Lernsets bilden sollen, werden in dem Werkzeug zur Datenverwaltung von
[Zitzler, 1996] �uber ein synt select aus der Variante

"
sfmgd traces30-150\,

die alle s hwm dummy/6 Fakten enth�alt, in ein Sample geladen. Das Kom-
mando synt select(variant(D,N),C,S) selektiert die Daten einer Variante
(spezi�ziert durch die Datenklasse (D) und den Namen (N)) gem�a� den
Bedingungen in den Constraints (C) in ein Sample (S) :

synt select(variant(sensor features,sfmgd traces30-150),
[item(predname,[

"
Name des s hwm dummy\]),

item(trace, [
"
Fahrten des Lernsets\]),

item(sensorclasss, [
"
Name der Sensorgruppe (SCL)\]),

item(rmovement, [
"
Name der relativen Bewegung (RM)\])],

S).

Mit Hilfe eines case select(S,R,SB,Ca)11 Kommandos werden zur Erstel-
lung eines Lernsets Cases (Ca) gebildet. Die Auswahl der Basis-Merkmale
im Sample (SB) zu den Zielpr�adikaten des Samples (S) geschieht �uber die
Relationenliste (R).12

Mit den Cases ist das Ausgangsformat gegeben. F�ur die Eingabe ver-
schiedener Verfahren in den Kapiteln 3, 4 und 5 werden Umrepr�asentationen
vorgenommen.

Nach den Umrepr�asentationen werden einige beim Lernen nicht verwen-
dete Argumente der Basis-Merkmale nicht weiter enthalten sein. Nicht als
Lernergebnis verwendet werden sollen die Orientierung, der Gradient und die

10genau: gleiches Pr�adikatssymbol und gleiche RM und SCL Konstanten
11zur�uckgreifend auf case selection/4 bei Anke Rieger
12

R = [[trace,'=',trace],[sensor,'=',sensor],[time1,'=<',time1],

[time1,'=<',time2],[time2,'>=',time1],[time2,'>=',time2]]
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absolute Dauer des Wahrnehmungszeitraumes eines Basis-Merkmales. Erste-
re ist als Lernergebnis unbrauchbar. Von der Dauer des Wahrnehmungszeit-
raumes eines Basis-Merkmales soll abstrahiert werden, so da� die genauen
Werte der Zeitpunkte ebenfalls nicht verwendet werden. Der Gradient ist
eine Verfeinerung des Basis-Merkmals. Seine weitere Verwendung in der in-
ferenziellen Hierarchie ist nicht vorgesehen.

1.4 Gliederung der Arbeit

Im zweiten Kapitel werden an Beispielen aus der Literatur Verfahren zum
Conceptual-Clustering gezeigt, einige in diesem Bereich verwendete Begrif-
fe eingef�uhrt und grundlegende Methoden o�engelegt. Im dritten Kapitel
wird ein f�ur das Anwendungsgebiet relevantes Verfahren aus der Literatur
beschrieben und eingesetzt. Das vierte Kapitel behandelt alternativ dazu
ein eigenes entwickeltes Verfahren, das die Methoden des zweiten Kapitels
und die Erkenntnisse aus den Ergebnissen im dritten Kapitel integriert. Das
f�unfte Kapitel pr�asentiert einige weitere Experimente mit dem neuen Ver-
fahren sowie einen Vergleich mit un�uberwachtem Lernen. Am Schlu� wird
das Ergebnis der Arbeit zusammengefa�t und ein kleiner Ausblick gegeben.



Kapitel 2

Conceptual-Clustering

In diesem Teil der Arbeit werden Conceptual-Clustering-Techniken aus der
Literatur verglichen. Es wird eine Einordnung in das Gebiet des maschinellen
Lernens vorgenommen und zus�atzlich Kriterien zur Taxonomie der sp�ater
eingesetzten Verfahren angegeben.

2.1 Statistische Verfahren

Ausgangspunkt f�ur das Conceptual-Clustering sind Methoden der Cluster-
Analyse aus der Statistik. Sie werden auch Verfahren zur numerischen Ta-
xonomie genannt. S�amtliche der hier zu diesem Thema zusammengestellten
Fakten beziehen sich auf [Everitt, 1980]. F�ur eine Menge von Beobachtungen
wird ein Schema gesucht, nach dem diese in verschiedene Klassen1 gruppiert
werden k�onnen, so da� die Beobachtungen innerhalb einer Klasse unterein-
ander auf eine gewisse Weise �ahnlich sind und sich von Beobachtungen an-
derer Klassen unterscheiden. Anders ausgedr�uckt: das Ziel ist eine Klassen-
einteilung, eine

"
Clusterung\ der Beobachtungen bei gro�er �Ahnlichkeit der

Beobachtungen innerhalb einer Klasse (hohe
"
intra-class-similarity\) und

geringer �Ahnlichkeit der Beobachtungen �uber Klassengrenzen hinweg (nied-
rige

"
inter-class-similarity\).

Bei dieser Aufgabenstellung ist klar, da� die Verfahren ein Ma� f�ur die
�Ahnlichkeit von Beobachtungen ben�otigen. Beschrieben werden die Beob-
achtungen bei den statistischen Verfahren durch eine Anzahl meist numeri-
scher, aber auch nominaler und ordinaler Attribute. Das Ma� f�ur die �Ahn-
lichkeit zweier Beobachtungen wird errechnet auf der Basis eines Vergleichs

1Im Folgenden auch als Cluster bezeichnet

17
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der einzelnen Attributwerte. Es nimmt Werte zwischen 0 und 1 an, 0 bei
v�olliger Ungleichheit, 1 bei Gleichheit.

Beispiele: F�ur zwei numerische Werte Xk und Yk des Attributes k kann
man die �Ahnlichkeit sk zum Beispiel durch die relative Di�erenz der beiden
Werte ausdr�ucken: sk = 1� jXk�Yk j

ko�ku , wenn der Wertebereich von k das Inter-
vall [ku,ko] ist. Bei nominalen Attributen liegt es nahe, f�ur Xk = Yk , Sk = 1
zu nehmen und 0 bei Ungleichheit. Andere �Ahnlichkeitsma�e f�ur quanti-
tative Attribute sind Korrelationskoe�zienten oder Transformationen von
Distanzma�en. Weiterhin existieren verschiedene Systeme zur Berechnung
der �Ahnlichkeit bin�arer Attribute, die auch auf qualitative Attribute erwei-
tert werden k�onnen.

Eine einfache M�oglichkeit, hieraus die �Ahnlichkeit zweier Beobachtungen
zu berechnen, besteht darin, die �Ahnlichkeiten in den einzelnen Attributen
der Beobachtungen aufzusummieren und durch die Anzahl der Attribute zu
dividieren:

SX;Y =

P
k sk
k

Darauf aufbauend gibt es verschiedene Techniken,
"
Clustermethoden\,

um die Beobachtungen zu gruppieren. Die meisten Verfahren bilden dis-
junkte Cluster. Dazu geh�oren hierarchische Verfahren, die Cluster in einem
Baum organisieren, in dem Cluster an einem Knoten des Baumes durch die
Nachfolgeknoten in weitere Cluster aufgeteilt sind. Optimierungsverfahren
suchen nach einer Partition der Beobachtungen, die ein numerisches Krite-
rium f�ur die G�ute der Clusterung maximieren. Wendet man das Verfahren
rekursiv auf die erhaltenen Cluster an, l�a�t sich auch hiermit eine Hierar-
chie erstellen. Demgegen�uber stehen sogenannte

"
clumping\ Techniken, bei

denen die Cluster �uberlappen d�urfen. Die Wahl zwischen disjunkten oder
nicht disjunkten Clustern ergibt sich daraus, was in der Anwendung mehr
Sinn macht. Andere Clustermethoden sind Mischformen dieser Techniken.

Da hier nicht alle Verfahren im einzelnen vorgestellt werden k�onnen, soll
einmal ein hierarchisches Verfahren repr�asentativ beschrieben werden:

Die resultierenden Cluster sind in einem bin�aren Baum angeordnet, des-
sen Wurzelknoten ein Cluster ist, der alle Beobachtungen enth�alt und in
dessen Bl�attern jeweils die einzelnen Beobachtungen stehen. Bei bottom-up
Vorgehensweise, werden die Beobachtungen sukzessive zusammengruppiert.
Im ersten Schritt werden die beiden Beobachtungen, die sich am �ahnlich-
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sten sind, zu einem Cluster zusammengefa�t. Die Werte hierf�ur werden ei-
ner �Ahnlichkeitsmatrix entnommen, in der f�ur alle Kombinationen von zwei
Beobachtungen der zugeh�orige �Ahnlichkeitswert eingetragen ist. Nach dem
ersten Schritt, mu� diese Matrix neu berechnet werden. Die beiden zusam-
mengruppierten Beobachtungen werden durch einen Cluster ersetzt, der die
beiden Beobachtungen enth�alt. Nun wird die �Ahnlichkeit des Clusters zu den
restlichen Beobachtungen in die neue Matrix eingetragen. An dieser Stelle
ben�otigt man ein Ma� f�ur die �Ahnlichkeit zwischen einem Cluster und einer
einzelnen Beobachtung. Sp�ater, wenn mehrere Cluster entstanden sind, mu�
auch die �Ahnlichkeit zwischen zwei Clustern berechnet werden k�onnen. In
beiden F�allen kann dieselbe Methode angewandt werden. Es gibt wieder ver-
schiedene M�oglichkeiten, die einen wesentlichen Aspekt der Clustermethode
ausmachen, unter anderem beispielsweise:

1. Die
"
Nearest-Neighbour\- und die

"
Furthest-Neighbour\-Methode set-

zen als inter-Cluster- �Ahnlichkeit nur die �Ahnlichkeit von zweien der
enthaltenen Beobachtungen ein. Beim

"
Nearest Neighbour\ ist das die

gr�o�te gefundene �Ahnlichkeit einer Beobachtung des einen und einer
Beobachtung des anderen Clusters, beim

"
Furthest Neighbour\ ist es

der kleinste der �Ahnlichkeitswerte.

2. Bei der sogenannten
"
Group-Average-Methode\ werden die �Ahnlich-

keitswerte f�ur alle Paare, die aus jeweils einer Beobachtung des einen
und einer Beobachtung des anderen Clusters gebildet werden k�onnen,
gemittelt. Die Beschreibung eines Clusters besteht bei 1. und 2. in der
Aufz�ahlung der enthaltenen Beobachtungen.

3. Im Gegensatz dazu wird bei der
"
Centroid-Cluster-Analyse\ ein Clu-

ster durch die Mittelwerte in den einzelnen Variablen beschrieben. Die
�Ahnlichkeit von Clustern wird dann genauso berechnet, wie die �Ahn-
lichkeit zwischen zwei Beobachtungen.

In jedem folgenden Schritt wird mit Hilfe der �Ahnlichkeitsmatrix die Kom-
bination Beobachtung-Beobachtung, Cluster-Beobachtung oder Cluster-
Cluster mit der gr�o�ten �Ahnlichkeit zu einem neuen Cluster zusammen-
gefa�t, und die Matrix wird aktualisiert. Ein neuer Cluster wird zu einem
Knoten in der Hierarchie, der auf die Cluster oder Beobachtungen verweist,
aus denen er gerade entstanden ist. Es werden soviele Schritte ausgef�uhrt,
bis am Ende ein Wurzelknoten alle Beobachtungen enth�alt.
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Zur Verdeutlichung des gesamten Vorgangs der hierarchischen Cluster-
bildung wird ein Beispiel mit vier Beobachtungen, beschrieben jeweils durch
drei nominale Attribute, gegeben:

Beispiel: Die Beobachtungen sind jeweils dargestellt durch ein Tupel
(Haar, Haut, Auge), das Farben enth�alt: e1 = (braun,dunkel,blau), e2 =
(braun,dunkel,braun), e3 = (blond,hell,blau) und e4 = (rot,hell,braun). Zu-
erst werden die �Ahnlichkeitswerte der Beobachtungen untereinander nach
der oben angegebenen Formel berechnet und in einer Matrix eingetragen:

0
BBBBB@

e1 e2 e3 e4
e1 � 2=3 1=3 0
e2 � 0 1=3
e3 � 1=3
e4 �

1
CCCCCA

Da e1 und e2 den gr�o�ten �Ahnlichkeitswert besitzen, werden diese beiden
zusammengefa�t. Damit sehen die Cluster nach dem ersten Schritt wie in
Abbildung 2.1 (I) angegeben aus. Im n�achsten Schritt wird die �Ahnlichkeit

 e_1        e_2        e_3       e_4 e_1        e_2        e_3       e_4

 (I)                                                               (II)

Abbildung 2.1: ein hierarchisches Verfahren

des Clusters zu den beiden anderen Beobachtungen nach der
"
Furthest-

Neighbour\ Methode ausgew�ahlt, die restlichen Werte bleiben stehen:
0
BBB@

e1;2 e3 e4
e1;2 � 0 0
e3 � 1=3
e4 �

1
CCCA

Der gr�o�te Eintrag ist jetzt die �Ahnlichkeit zwischen e3 und e4, die zusam-
men einen zweiten Cluster bilden, womit die Hierarchie f�ur dieses kleine
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Beispiel bereits fertig ist, da im n�achsten Schritt nur noch zwei Cluster da
sind, die unter der Wurzel zusammengefa�t werden. Abbildung 2.1 (II) zeigt
das Ergebnis.

2.2 Verfahren des maschinellen Lernens

Verfahren, die eine Anzahl von Beobachtungen anhand ihrer Beobachtungs-
beschreibungen in Klassen einteilen, werden im maschinellen Lernen unter
dem Begri� Conceptual-Clustering zusammengefa�t. In dem folgenden Ab-
schnitt werden die Zielsetzung und die Weiterentwicklungen des Conceptual-
Clustering gegen�uber den statistischen Verfahren herausgestellt. Danach
werden ausgew�ahlte Teile eines bekannten Lernverfahrens erl�autert. Zum
Schlu� werden kurz weitere Ans�atze zum Conceptual-Clustering skizziert.

Die von einem statistischen Verfahren gebildeten Hierarchien haben im
wesentlichen zwei Nachteile:

1. Bei der Bildung der Cluster wird nicht darauf geachtet, welche Attri-
bute der Beobachtungsbeschreibungen relevant sind, beziehungsweise
welche im Hinblick auf sinnvolle Cluster eine Bedeutung haben.

2. Es werden keine generellen, sogenannte intensionalen Beschreibungen
erzeugt, die alle in einem Cluster enthaltenen Beobachtungsbeschrei-
bungen zusammenfassen im Hinblick auf die den Beobachtungen ge-
meinsamen Eigenschaften.

Im allgemeinen Fall werden bei den statistischen Verfahren alle Attribute
gleichbewertet.2 Das hat zur Folge, da� aufgrund zuf�allig gleicher Werte ei-
niger unbedeutender Attribute Cluster aus Beobachtungen gebildet werden
k�onnen, die sich in einem ma�geblichen Attribut unterscheiden und somit
eigentlich nicht zusammengeh�oren. Umgekehrt passiert es, da� Beobachtun-
gen, die in einem interessanten Attribut �ubereinstimmen, nicht in einem
Cluster zusammengefa�t werden, weil sie sich in mehreren unbedeutenden
Attributen unterscheiden. Dabei ist aber das Wissen, nach welchen Attribu-
ten eine sinnvolle Einteilung der Beobachtungen in Cluster m�oglich ist, ein
Teil des Lernzieles. Sinnvolle Cluster sind solche, die von einem Anwender
interpretierbar sind, gegebenenfalls mit einem bestimmten Ziel.

2Ausnahme: Einige statistische Verfahren erlauben dem Benutzer, eine Gewichtung der
einzelnen Attribute einzugeben. Dieses kann zum Beispiel auch aufgrund einer vorherge-
henden

"
principal components analysis\ geschehen; diese wird mittlerweile sogar recht

h�au�g eingesetzt.
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Das erkl�art auch gleichzeitig den zweiten Nachteil der statistischen Ver-
fahren: Um interpretierbar zu sein, mu� ein Cluster eine f�ur den Anwender

"
lesbare\ Beschreibung besitzen. Bei den statistischen Verfahren sind da-
gegen die Cluster extensional beschrieben, das hei�t durch Aufz�ahlung der
Beschreibungen aller enthaltenen Beobachtungen.3 Eine generelle Beschrei-
bung w�urde etwa in der Nennung der ma�geblichen, beziehungsweise der
einigenden Eigenschaften der Beobachtungen eines Clusters bestehen. Da-
mit w�are der Anwender imstande, den Cluster unter einem ihm verst�andli-
chen Oberbegri� zusammenzufassen (zum Beispiel \Cluster X ist der, dessen
Beobachtungen alle die Eigenschaft Y haben\).

Zu den bisher genannten Nachteilen statistischer Verfahren kommt noch
ein weiterer hinzu. Wie im vorigen Abschnitt angedeutet, gibt es eine Viel-
zahl verschiedener �Ahnlichkeitsma�e. Das Ergebnis der Cluster-Analyse ist
nun stark ab�angig von der Art der gew�ahlten �Ahnlichkeitsma�e und der
Clustermethode. Bei der Benutzung verschiedener dieser Parameter gibt es
in den resultierenden Clusterhierarchien zum Teil gro�e Abweichungen. Ei-
ne Auswahl nach dem Kriterium, welche der so erhaltenen Cluster einen
Sinn machen, bleibt dem Anwender �uberlassen, mit den unter Punkt zwei
angef�uhrten Schwierigkeiten bei der Interpretation der Cluster.

2.2.1 Lernen aus Beobachtungen

Aus den Problemen der statistischen Verfahren l�a�t sich direkt die Ziel-
setzung des Conceptual-Clustering ableiten. Urspr�unglich de�niert worden
ist der Begri� Conceptual-Clustering (\konzeptuelle Klassenbildung\) in
[Michalski/Stepp, 1980]. Gegeben sei eine Menge von Beobachtungsbeschrei-
bungen, �nde:

1. eine hierarchische Klasseneinteilung der Beobachtungen (Aggregati-
on),

2. Konzepte in der Form intensionaler Beschreibungen der Klassen (Cha-
rakterisierung).

Die beiden Schritte des Conceptual-Clustering sind voneinander abh�angig.
F�ur eine aussagekr�aftige Konzeptbildung ist es notwendig, eine passende
Klasseneinteilung gefunden zu haben. Die Qualit�at der Klasseneinteilung
wiederum l�a�t sich an der Brauchbarkeit der Beschreibungen messen, die

3Nicht so bei der
"
Centroid-Cluster-Analyse\.
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f�ur diese spezielle Klasseneinteilung gefunden werden k�onnen. Gesucht wird
also nach Klassen mit guten konzeptuellen Beschreibungen.

Motiviert ist diese De�nition auch durch Erkenntnisse �uber das menschli-
che Lernen. Menschen versuchen Beobachtungen aus der Umwelt in Klassen
einzuteilen. Das geschieht zun�achst intuitiv, ohne da� ein bestimmtes Ziel
dahintersteht. Durch die Klassenbildung wird das aufgenommene

"
Umwelt-

wissen\ organisiert. Es werden dann nicht mehr die einzelnen Beobachtun-
gen gespeichert, sondern jeweils die besonderen Eigenschaften der Klassen
zusammen mit dem Wissen, welche der Beobachtungen von welcher Klasse
abgedeckt werden. Somit geschieht eine Kompression der Wahrnehmungen,
wobei eine kompakte Darstellung gewonnen wird. Das l�a�t sich leicht nach-
vollziehen, wenn man bedenkt, welch ein unm�oglicher Aufwand es w�are, sich
jede Beobachtung als einzelne Einheit zu merken. Ebenso unm�oglich ist es,
jeder Beobachtung einen eigenen Namen zu geben, eine solche Vielzahl an
Worten ist f�ur eine Sprache zur menschlichen Kommunikation nicht denkbar.
Damit ist die Notwendigkeit zur Klassen- und Konzeptbildung im mensch-
lichen Bereich schon f�ur Sprache und Erinnerung gezeigt. Weiterhin sind
laut [Smith/Medin, 1981] auch Wahrnehmung und Denken davon abh�angig,
welche Konzepte dem Menschen zur Verf�ugung stehen. Die einzelnen gelern-
ten Klassen werden in einer Hierarchie angeordnet, die auf unteren Ebenen
mehr, auf oberen Ebenen weniger spezi�sche Konzepte beschreibt.

Ein spezieller Lerne�ekt kann beobachtet werden, wenn eine Aufgabe
gel�ost werden soll. Die Klassi�kation dient in einer Einsatzphase als Ba-
sis f�ur Vorhersagen �uber bestimmte Eigenschaften. So kann man zum Bei-
spiel �uber das Objekt einer Beobachtung, das aufgrund der Eigenschaften

"
hat Flossen\ und

"
hat Kiemen\ in die Klasse

"
Fische\ eingeordnet wurde,

schlie�en, da� es im Wasser lebt. Versuche zeigen, da� Menschen aus den
Eigenschaften der Wahrnehmungen nur einige wenige ausw�ahlen, um auf der
Basis von �Ahnlichkeiten in den Werten dieser Attribute Klassen zu bilden.
Die Wahl, welche der Attribute zur Begri�sbildung herangezogen werden,
ist auch gesteuert durch die Brauchbarkeit f�ur eine sp�atere Anwendung, al-
so durch die Frage, ob aufgrund dieser Attribute auf f�ur die Anwendung
interessante Eigenschaften zuk�unftiger Beobachtungen geschlossen werden
kann.

Im Gegensatz zum Lernen aus unklassi�zierten Beobachtungen gibt es
noch die M�oglichkeit, da� ein Lehrer zu einer Menge von Beobachtungsbe-
schreibungen die Klassenzugeh�origkeit der Beobachtungen angibt. Da hier
von au�en in den Lernvorgang eingegri�en wird, bezeichnet man dies auch
als �uberwachtes Lernen im Gegensatz zum un�uberwachten Lernen im er-
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steren Fall. Der Lernschritt besteht in der Suche nach Charakterisierungen
der vorgegebenen Klassen. Die klassi�zierten Beobachtungen sind f�ur die
Klassen Beispiele, die eine Charakterisierung induzieren sollen. Eine Cha-
rakterisierung einer Klasse mu� die zu ihr geh�orenden Beispielinstanzen
abdecken. Das Erstellen einer Charakterisierung wird als Suche im Raum
aller innerhalb einer Beschreibungssprache bildbaren Charakterisierungen
aufgefa�t. [Mitchell, 1982] hat dieses unter dem Begri�

"
Lernen im Version

Space\ beschrieben. Dieser Raum ist geordnet bez�uglich einer genereller-als
Relation. Die Suche nach einer geeigneten Charakterisierung kann auf drei
verschiedene Arten durchgef�uhrt werden: 1. Man startet mit ganz speziel-
len Charakterisierungen, zum Beispiel mit einzelnen Beispielbeschreibungen
und generalisiert diese, bis alle Beispiele abgedeckt werden. 2. Man startet
mit einer sehr generellen Charakterisierung und spezialisiert diese, bis sie
gegen�uber den Beispielen f�ur andere Klassen hinreichend diskriminiert. 3.
Man startet irgendwo in der Mitte und sucht in beide Richtungen.

Auf diesem Hintergrund wird das Conceptual-Clustering als zweifache
Suche angesehen. Die Suche nach einer geeigneten Klassenbeschreibung ent-
spricht dabei dem Lernen aus Beispielen. Die Klassenbildung, also das was
sonst beim Lernen aus Beispielen von einem Lehrer vorgegeben wird, ist
eine Suche im Raum aller M�oglichkeiten, die vorhandenen Beobachtungen
in Klassen einzuteilen. Beim Conceptual-Clustering ist das aber kein rei-
ner Vorverarbeitungsschritt, sondern Aggregations- und Charakterisierungs-
schritte sind miteinander verzahnt.

Die nun folgenden Teile behandeln exemplarisch zwei Verfahren, die zu
diesem Thema entwickelt wurden. Beide Verfahren sind propositional, das
hei�t, da� Cluster und Beobachtungen in einer Attribut-Werte Repr�asenta-
tion beschrieben werden.

2.2.2 CLUSTER/Star

CLUSTER [Michalski/Stepp, 1980] bildet aus einer Menge von Beobach-
tungen eine Hierarchie disjunkter Konzepte: Auf jeder Ebene der Hierar-
chie wird jede Beobachtung jeweils von nur einer der Klassen abgedeckt.
Durch die Wahl einer Attribut-Werte Repr�asentation mit nominalen Wer-
tebereichen der Attribute wird ein endlicher

"
Ereignisraum\ von m�oglichen

Beobachtungsbeschreibungen aufgespannt. Die Beobachtungen sind wahr-
genommene Objekte (Ereignisse) des Ereignisraumes. Gesteuert wird der
Proze� des Conceptual-Clustering durch eine Bewertungsfunktion. Diese be-
vorzugt einerseits eine �uberschaubare Klasseneinteilung, um der Forderung
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nach Lesbarkeit f�ur den Anwender gerecht zu werden; ein Ma� hierf�ur ist
die Anzahl der Klassen, die m�oglichst gering sein sollte. Andererseits ist die
Qualit�at der Klasseneinteilung von Interesse, die daran gemessen wird, wie
genau die Klassen die Objekte repr�asentieren, indem sie im Verh�altnis zur
Zahl abgedeckter Beobachtungen m�oglichst wenige unbeobachtete Objekte
des Ereignisraumes abdecken.4 Die Hierarchiebildung geschieht top-down:
angefangen mit dem gesamten Ereignisraum wird dieser in Cluster aufge-
teilt. Das Clusterverfahren wird dann rekursiv auf die einzelnen Cluster an-
gewandt, solange sich die Qualit�at durch weitere Verfeinerung der Klassen
verbessern l�a�t.

Die Clusterbildung an einem Knoten der Hierarchie funktioniert in einer
iterativen Schleife:

1. Es werden k Ausgangsbeobachtungen beliebig gew�ahlt. Diese bilden k
Ausgangscluster f�ur die nachfolgenden Schritte. Der Parameter k bestimmt
damit auch die Anzahl der Cluster im Ergebnis. Da diese nicht bekannt ist,
wird das Clusterverfahren an jedem Knoten mit verschiedenen Werten f�ur k
gestartet. Die Auswahl unter den Ergebnissen f�ur verschiedene k 's wird mit
Hilfe der Bewertungsfunktion vorgenommen, die einen Tradeo� zwischen
�Uberschaubarkeit und Klassenqualit�at darstellt, da eine gro�e Anzahl von
Clustern die Qualit�at der Klasseneinteilung beg�unstigt, andererseits aber
der �Uberschaubarkeit abtr�aglich ist. Deswegen reicht es aus, nur wenige,
kleine Werte von k zu versuchen.

2. Star-Bildung: Jede der Ausgangsbeobachtungen5 wird soweit wie
m�oglich generalisiert, so da� jeweils nur die restlichen k � 1 Ausgangsbe-
obachtungen ausgeschlossen werden. Die so entstandenen Cluster werden
Stars genannt.
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x

x
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xo h
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Abbildung 2.2: Stars

Beispiel: In Abbildung 2.2 wird der Ereignisraum durch zwei Variablen
mit den Wertebereichen W(V1) = (a,b,c) und W(V2) = (h,i) aufgespannt.

4Dieses ist kein allgemein g�ultiges Kriterium. In [Michalski/Stepp, 1980] werden einige
weitere vorgeschlagen.

5genauer gesagt: die Beschreibung der Ausgangsbeobachtungen



26 KAPITEL 2. CONCEPTUAL-CLUSTERING

Drei Beobachtungen sind eingetragen, die Buchstaben in den Klammern
stellen die Werte der Variablen V1 und V2 dar: e1 = (a,i), e2 = (b,h) und e3
= (c,h). Seien beispielsweise e1 und e3 (jeweils gekennzeichnet durch ein x)
als Ausgangsbeobachtungen ausgew�ahlt worden, so werden zwei Stars gebil-
det. Die Stars von e1 (linkes Bild) und e3 (rechtes Bild) bestehen dann aus
der Vereinigung zweier Rechtecke (eines davon ist hier ein Viereck).

Jeder Star deckt die Ausgangsbeobachtung ab, aus der er entstanden ist,
und gegebenenfalls einige weitere Beobachtungen und unbeobachtete Ereig-
nisse des Ereignisraumes. Damit sind die Stars bez�uglich der Ausgangsbe-
obachtungen disjunkt, andere Beobachtungen und unbeobachtete Ereignisse
k�onnen von mehreren Stars abgedeckt sein. Da die Stars maximal gene-
rell sind, decken sie viele unbeobachtete Ereignisse ab. Um deren Anahl zu
verringern, werden die Stars eingeschr�ankt zu

"
Reduced-Stars\: Die Stars

werden soweit wie m�oglich spezialisiert, so da� aber noch alle von einem ur-
spr�unglichen Star abgedeckten Beobachtungen weiterhin abgedeckt werden.
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Abbildung 2.3: Reduced-Stars

Beispiel: Die Reduced-Stars von e1 und e3 sind in Abbildung 2.3 darge-
stellt. Das kleine Rechteck des Reduced-Stars von e1 in dem linken Bild ist
aus der Spezialisierung des Rechteckes der vorherigen Abbildung enstanden.
Das andere Rechteck ist unver�andert geblieben. Die beiden Rechtecke des
Stars von e3 sind beide zu demselben kleineren Rechteck in dem rechten
Bild spezialisiert worden.

Von den Reduced-Stars werden weiterhin auch unbeobachtete Ereignisse ab-
gedeckt. Der genaue Vorgang der Bildung von Reduced-Stars wird sp�ater
exemplarisch vorgef�uhrt werden.

3. Konstruktion einer disjunkten Abdeckung: Beobachtungen, die nicht
zu den ausgew�ahlten Ausgangsbeobachtungen geh�oren, k�onnen von mehre-
ren der Reduced-Stars abgedeckt sein. In diesem Schritt werden die Reduced-
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Stars weiter spezialisiert, so da� sie sich bei den Beobachtungen nicht mehr

�uberschneiden. Die Spezialisierung geschieht auf zwei Ebenen:

a) Die Beschreibung der Reduced-Stars besteht aus einer Disjunktion von
Teilbeschreibungen (Die Teilbeschreibungen entsprechen den Recht-
ecken im Beispiel). Aus jedem der Reduced-Stars wird jeweils nur
ein Disjunkt als Beschreibung f�ur diesen Cluster genommen. Die aus-
gew�ahlten Disjunkte bilden zusammen eine Clusterung. Es sind nur
Clusterungen erlaubt, die alle Beobachtungen abdecken.

b) Eine so erhaltene Clusterung wird disjunkt gemacht (wenn sie es nicht
schon ist), indem einzelne Cluster weiter eingeschr�ankt werden.

Auf Stufe a) werden alle m�oglichen Kombinationen von Teilbeschreibun-
gen erzeugt. Nachdem diese auf Stufe b) disjunkt gemacht worden sind,
wird die beste Clusterung gem�a� der Qualit�at der Klasseneinteilung aus-
gew�ahlt. Auch auf Stufe b) gibt es eine Vielzahl von M�oglichkeiten, die
Cluster weiter einzuschr�anken. Um die Komplexit�at des Verfahrens zu be-
grenzen, bietet es sich an, an dieser Stelle nur eine Einschr�ankung zu ge-
nerieren. In [Michalski/Stepp, 1980] wird eine Prozedur (NID) benutzt, die
mehrere Einschr�ankungen probiert und mit Hilfe der Bewertungsfunktion
ordnet, wodurch allerdings ein exponentieller Aufwand verursacht wird. Er-
gebnis von Schritt drei ist somit eine bez�uglich aller Beobachtungen dis-
junkte Clusterung mit einem zugeh�origen Wert der Klassenqualit�at f�ur die
Bewertungsfunktion.

4. Evaluierung der Clusterung: Die nach 3. erhaltene Clusterung wird ge-
speichert, wenn sie besser als die bisher Erzeugten ist, beziehungsweise wenn
es die erste Iteration ist. Danach wird ein Abbruchkriterium abgefragt. Das
Abbruchkriterium pr�uft, ob eine Mindestanzahl an Iterationen erreicht ist.
Wenn ja, wird gez�ahlt, wieviele Iterationen seit der letzten Verbesserung der
Clusterung durchlaufen wurden. Ist hier ein Schwellwert �uberschritten, wird
die bisher beste Clusterung als Ergebnis ausgegeben. Ansonsten wird mit
neuen Ausgangsbeobachtungen bei Schritt 2. wieder eingesetzt. Die Wahl
der neuen Ausgangsbeobachtungen geschieht nicht mehr rein zuf�allig. Es
werden die Cluster der letzten Clusterung zugrundegelegt. Solange sich die
Clusterungen aufeinanderfolgender Iterationen verbessern, wird jeweils eine
Beobachtung aus dem Zentrum eines jeden Clusters genommen, das hei�t,
Beobachtungen, die nahe am errechneten geometrischen Mittel der Cluster
liegen. Damit werden erstmal charakteristische Eigenschaften der Cluster ge-
lernt. Um eine bessere Abgrenzung gegen�uber anderen Clustern zu erreichen,
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werden Beobachtungen am Rande der Cluster als Ausgangsbeobachtungen
gew�ahlt, wenn sich die Qualit�at der Clusterung im letzten Iterationsschritt
nicht weiter verbessert hat.

Beispiel: Einige Details des Verfahrens werden an einem gr�o�eren Beispiel
veranschaulicht. Es sollen Menschen nach ihren �Au�erlichkeiten, den Farben
von Haar, Haut und Auge, in verschiedene Klassen eingeteilt werden. Die
Haarfarbe kann braun (br), blond (bl) oder rot (ro) sein. Die Hautfarbe ist
hell (h) oder dunkel (d) und die Augen sind entweder blau (ba) oder braun
(br). Vier Beobachtungen, dargestellt durch ein Tupel (Haar, Haut, Auge)
sind gemacht worden: e1 = (br,d,ba), e2 = (br,d,br), e3 = (bl,h,ba) und e4
= (ro,h,br). In Abbildung 2.4 ist der Ereignisraum mit den Beobachtungen
graphisch dargestellt.
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Abbildung 2.4: CLUSTER - Bsp.

Gezeigt werden soll hier schrittweise nur die oberste Stufe der Hierar-
chiebildung, bei der geringen Zahl an Beobachtungen d�urfte eine feinere
Einteilung auch nicht sinnvoll sein.

In Schritt 1 werden e1 und e4 als Ausgangsbeobachtungen gew�ahlt. Eine
andere Wahl anstelle von k = 2 soll, wieder im Hinblick auf die wenigen
Beobachtungen, nicht betrachtet werden.

Schritt 2 ist die Star-Bildung. Der Star von e1, notiert als G(e1), ent-
spricht in diesem Beispiel einer Menge von Disjunkten, die e4 ausschlie�en,
indem jeweils f�ur eine der drei Variablen der Wert, den e4 an dieser Stelle
hat, ausgeschlossen wird:6

6Bei mehr als zwei Ausgangsbeobachtungen m�u�te dieses zur Berechnung von G(e1)
f�ur alle k� 1 Ausgangsbeobachtungen gemacht werden. Dar�uber w�urde dann das logische
Produkt gebildet.
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G(e1) = (br _ bl; Y; Z)_ (X; d; Z)_ (X; Y; ba). Entsprechend ist
G(e4) = (bl _ ro; Y; Z)_ (X; h; Z)_ (X; Y; br).
Abbildung 2.5 zeigt dies graphisch. Die Spezialisierung zu Reduced-Stars
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Abbildung 2.5: CLUSTER - Stars

geschieht, indem zu jeder Einschr�ankung einer der drei Variablen die beiden
anderen Variablen eingeschr�ankt werden. Gegeben die erlaubten Werte der
bereits eingeschr�ankten Variablen, werden an Stelle der restlichen Variablen
nur Werte eingetragen, die die dann noch abgedeckten Beobachtungen ha-
ben. Der Reduced-Star zu e1, notiert als RG(e1), wird gegeben durch
RG(e1) = (br _ bl; h_ d; ba _ br)_ (br; d; ba_ br)_ (br _ bl; h_ d; ba),
derjenige zu e4 durch
RG(e4) = (bl _ ro; h; ba_ br) _ (br _ ro; h _ d; br),
wobei zwei Disjunkte gleich sind. Abbildung 2.6 zeigt dies wiederum gra-
phisch.
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Abbildung 2.6: CLUSTER - Reduced-Stars
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Zur Konstruktion der disjunkten Abdeckung in Schritt 3 werden die Dis-
junkte aus den zwei Reduced-Stars miteinander kombiniert. Insgesamt gibt
es sechs M�oglichkeiten, von denen zwei entfallen, da sie e2 beziehungsweise
e3 nicht abdecken. Von den restlichen vier Kombinationen brauchen zwei
nicht weiter eingeschr�ankt zu werden, da sie bereits disjunkte Abdeckungen
darstellen. Es sind dies die Clusterungen

I (br; d; ba_ br), der Cluster um e1 und (bl _ ro; h; ba_ br), der Cluster
um e4, sowie

II (br_ bl; h_ d; ba), als Cluster um e1 und (br_ ro; h_ d; br) als Cluster
um e4.
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Abbildung 2.7: CLUSTER - Ergebnisse

Die Abbildung 2.7 zeigt links die Clusterung I und rechts Clusterung II. F�ur
beide Clusterungen wird jetzt die Qualit�at der Klasseneinteilung berechnet.

Sie ergibt sich als Summe der Bewertungen der einzelnen Klassen, wel-
che durch die relative Anzahl abgedeckter unbeobachteter Objekte gegeben
werden. Ein geringer Wert dieser Summe sagt aus, da� die Klassen sehr spe-
ziell auf die Beobachtungen passen. Die Bewertung f�ur den Cluster um e1
der Clusterung I ist

Gesamtzahl abgedeckter Objekte� Zahl abgedeckter Beobachtungen

Gesamtzahl abgedeckter Objekte

= 2�2
2 = 0. Der Cluster um e4 hat die Bewertung 4�2

4 = 1=2, womit sich
f�ur die Clusterung I insgesamt ein Wert von 1/2 ergibt. Die Clusterung II
erh�alt eine Bewertung von 1/2 + 1/2 = 2, sie ist also schlechter. Theore-
tisch m�u�ten jetzt noch die anderen zwei Kombinationen zu einer disjunkten
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Abdeckung eingeschr�ankt und anhand ihrer Klassenqualit�at mit den beiden
vorigen verglichen werden.

Schritt 4: Es soll nur eine Interation gezeigt werden. Demnach wird hier
abgebrochen. Damit ist eine Clusterung gegeben, die die Menschen anhand
gleicher Werte bei der Haar- und Hautfarbe klassi�ziert. Bei Clusterung II
w�aren die Menschen dagegen haupts�achlich aufgrund ihrer Augenfarbe un-
terschieden worden.

Zusammenfassend soll noch einmal hervorgehoben werden, wie die bei-
den Ziele, Aggregation und Charakterisierung, erreicht werden. Die Eintei-
lung der Beobachtungen in Klassen geschieht durch Generalisierung und
Spezialisierung der Beschreibungen einiger Ausgangsbeobachtungen. Da-
durch werden die restlichen Beobachtungen von einer der entstehenden Klas-
sen automatisch abgedeckt. Die Auswahl unter mehreren Alternativen, die
sich aus verschiedenen Spezialisierungen ergeben, ist stark abh�angig von der
gew�ahlten Qualit�atsfunktion. Die Charakterisierung wird gleichzeitig mit
Generalisierung und Spezialisierung erreicht, da die Star-Bildung und die
Bildung von Reduced-Stars, sowie deren weitere Einschr�ankung, Prozeduren
sind, die direkt auf den Beschreibungen arbeiten.

2.2.3 Inkrementelle Verfahren

Eine Variante des Conceptual-Clustering ist die Aufgabe des
"
Concept For-

mation\. Die Ziele sind dieselben, wie die unter der �Uberschrift
"
Lernen

aus Beobachtungen de�nierten\, mit dem Zusatz, da� die Konzeptbildung
inkrementell geschieht. Das hei�t, da� die Beobachtungen nacheinander ver-
arbeitet werden und nicht alle von Beginn an dem Verfahren bekannt sind.
Zuk�unftige Beobachtungen k�onnen erst zum Zeitpunkt ihres Auftretens zum
Lernen benutzt werden, alte Beobachtungen werden im allgemeinen nicht zu
einem sp�ateren Zeitpunkt neu verarbeitet.

Das ist n�aher an der Realit�at des menschlichen Lernens, da Menschen aus
Beobachtungen lernen, die in einer zeitlichen Abfolge von Interaktionen mit
der Umwelt auftreten. Der inkrementelle Charakter bedingt auch, da� neue
Konzepte auf Basis der bisher bekannten Konzepte entwickelt werden, als
Verfeinerungen oder Abgrenzungen gegen�uber den alten. Das Lernen wird
dazu mit der Anwendung der gelernten Konzepte verkn�upft.

Bei den hierarchischen Verfahren wird die bereits aufgebaute Begri�s-
hierarchie beim Lernen eingesetzt, indem versucht wird, neue Beobachtun-
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gen aufgrund der bisher gelernten Begri�e zu klassi�zieren. W�ahrend der
Klassi�kation der neuen Beobachtung wird die Begri�shierarchie modi�ziert,
damit die Beobachtung so eingeordnet werden kann, da� ein ausreichendes
Ma� an Klassenqualit�at erhalten bleibt.

Bekannte hierarchische Verfahren sind [Gennari et al., 1989] EPAM,
UNIMEM und COBWEB. UNIMEM [Lebowitz, 1987] wird hier kurz vor-
gestellt, da es erlaubt darzustellen, wie die Methoden des Conceptual-
Clustering bei einem inkrementellen Verfahren einfach realisiert sind. Die
von UNIMEM gebildeten Klassen sind nicht disjunkt. Vielmehr kann es
vorkommen, da� Beobachtungen an mehreren Stellen der Hierarchie einge-
ordnet werden. Konzeptbeschreibungen sind jeweils eine Liste von Attribut-
Wert-Paaren, in der diejenigen Attribute vorkommen, in denen die zu der
Klasse geh�orenden Beobachtungen �ubereinstimmen. Eine Beobachtung wird
vom Wurzelknoten aus den m�oglichst speziellsten Knoten in dem Baum zu-
geordnet. Je niedriger ein Konzept in der Hierarchie liegt, umso spezieller
ist es, - es sind mehr Attributwerte festgelegt, da die Beschreibungen von

�ubergeordneten Konzepten geerbt werden.

In UNIMEM dient die Prozedur SEARCH(Knoten, Attribute) zur Ein-
ordnung einer Beobachtung in den Hierarchiebaum. Sie wird zuerst mit dem
Wurzelknoten aufgerufen:

1. Vergleiche die Attribute, deren Werte in dem Knoten vorkom-
men, mit den entsprechenden Attributwerten der Beobachtung.
Unterscheiden sich die Werte zu sehr, wird beim Nachbarknoten
weitergemacht: Ergebnis ist dann die leere Liste. (Ausnahme ist
der Wurzelknoten; da er keine Attributwerte enth�alt, wird direkt
zu Schritt 2. gesprungen.)

2. Die Attribute die in dem Knoten von Schritt 1 vorkommen
werden zu festgelegten Attributen der Beobachtung. Es wird re-
kursiv bei allen Folgeknoten weitergesucht, indem die dort ange-
gebenen Attributwerte mit den restlichen der Beobachtung ver-
glichen werden: Es wird SEARCH(Folgeknoten, noch nicht fest-
gelegte Attribute) f�ur alle Folgeknoten aufgerufen.

3. Wenn SEARCH f�ur die Folgeknoten aus 2. eine Liste von
passenden Knoten erh�alt, ist das Ergebnis die Vereinigung dieser
Listen.

4. Wenn SEARCH f�ur alle Folgeknoten aus 2. die leere Liste
erh�alt, wird die Beobachtung dem gerade aktuellen Knoten zu-
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geordnet: Das Ergebnis von SEARCH(Knoten, Attribute) ist der
Aufrufknoten selbst.

Die Beobachtung mu� in die Knoten, die mit SEARCH gefunden wurden,
eingeordnet werden:

1. De�niere neue-Attribute als die restlichen Attribute der Beob-
achtung, die nicht durch den Knoten oder die Vorg�angerknoten
festgelegt sind.

2. Vergleiche die Werte von neue-Attribute der Beobachtung mit
denen aller unter dem Knoten gespeicherten Beobachtungen. Un-
terscheiden sich die Werte zu sehr, wird die Beobachtung unter
dem Knoten gespeichert.

3. Ansonsten wird f�ur jede Beobachtung, die hinreichend viele
Attributwerte mit der neuen Beobachtung gemeinsam hat, ein
neuer Knoten gebildet. Der Knoten erh�alt als Beschreibung die
Attribute, in denen die beiden Beobachtungen �ubereinstimmen.
Der neue Knoten wird ein Folgeknoten des aktuellen Knotens;
unter ihm werden die beiden Beobachtungen neu gespeichert.

Damit werden in UNIMEM neue Konzepte auf der Basis von nur zwei Be-
obachtungen gebildet. Das f�uhrt zu sehr speziellen Konzepten. Um die Kon-
zepte weiterhin zu generalisieren, werden im weiteren Verlauf die beschrei-
benden Attribute bewertet, um so diejenigen, die das Konzept zu speziell
machen, l�oschen zu k�onnen.

Die folgende Bewertungsfunktion wird vor dem ersten Schritt der Ein-
ordnungsprozedur eingef�ugt. Dadurch werden genau die Beschreibungen der
f�ur die neue Beobachtung potentiell relevanten Knoten bewertet.

Bewertungsfunktion vor Schritt 1. von SEARCH: Ver-
gleiche die Attribute, deren Werte in dem Knoten vorkommen,
mit den entsprechenden Attibutwerten der Beobachtung. Haben
der Knoten und die Beobachtung in einem Attribut den gleichen
Wert, wird die Verl�a�lichkeit des Attributes bei dem Knoten
erh�oht, ansonsten wird sie gesenkt. F�allt dabei die Verl�a�lich-
keit eines Attributes unter einen Schwellwert, wird das Attribut
aus der Beschreibung des Knotens gel�oscht. Steigt dagegen die
Verl�a�lichkeit eines Attributes �uber einen Schwellwert, so wird
das Attribut gesichert und kann nicht mehr gel�oscht werden.
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Knoten, die nur wenige, anf�angliche Beobachtungen repr�asentieren, werden
wieder gel�oscht, wenn ihre Beschreibungen nicht mehr gen�ugend Attribute
enthalten und damit zu generell geworden sind.

Um einen Vergleich mit CLUSTER zu haben, wird das dort benutzte
Beispiel hier einmal aufgegri�en. Dazu werden nur die Ergebnisse der Clu-
sterung und nicht die Bewertungsschritte gezeigt, auch weil in dem Beispiel
zu wenige Beobachtungen vorkommen, um damit alle Eigenschaften von
UNIMEM zu erkl�aren.

Beispiel: Gegeben sind wieder die vier Beobachtungen aus dem letzten
Beispiel: e1 = (br,d,ba), e2 = (br,d,br), e3 = (bl,h,ba) und e4 = (ro,h,br).
Sie werden in der Reihenfolge ihrer Numerierung eingegeben. Die Hierarchie

    e_1   e_3Haar = braun

 e_1        e _2

Haar = braun

 e_1        e _2

Haar = braun

 e_1        e _2

  Haut = hell

Haut = dunkel Haut = dunkel Haut = dunkel

e_3        e_4

(IV)                             (II)                                                  (III) (I)

Abbildung 2.8: UNIMEM - Clusterungen

wie sie jeweils nach Bearbeitung der Beobachtung aussieht ist in Abbildung
2.8 gezeigt. Die Beobachtungen e1 (I) und danach e2 werden mit der Proze-
dur SEARCH erst einmal dem Wurzelknoten zugeordnet. Dann wird in der
Einordnungsprozedur e2 mit e1 verglichen und festgestellt, da� beide glei-
che Haut- und Haarfarben besitzen. Mit diesen Attributen wird ein Knoten
erzeugt, der unter dem Wurzelknoten angesiedelt wird (II). Danach wird
e3 der Prozedur SEARCH �ubergeben. Diese versucht e3 dem neuen Knoten
zuzuordnen. Da aber weder die Haut-, noch die Haarfarbe mit der Knoten-
beschreibung �ubereinstimmt, wird e3 unter dem Wurzelknoten gespeichert
(III). Dasselbe gilt f�ur e4. Nun kann die Einordnungsprozedur wieder ver-
suchen, die zwei Beobachtungen zu einem neuen Knoten unter dem Wurzel-
knoten zu generalisieren. Die beiden haben die helle Hautfarbe gemeinsam.
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Bei entsprechender Parametersetzung k�onnte dies ausreichen um insgesamt
eine Clusterung, wie in (IV) gezeigt, zu erhalten.

Auch f�ur UNIMEM sei hier eine Zusammenfassung der wesentlichen
Aspekte im Hinblick auf die Ziele des Conceptual-Clustering gegeben. Der
Aggregationsschritt, die Einordnung der Beobachtungen in die Knoten der
Hierarchie, ist die Grundlage des Verfahrens. Hierbei wird ein �Ahnlichkeits-
ma� eingesetzt: In Schritt 1. der Prozedur SEARCH wird die Summe der
Distanzen der Attributwerte errechnet. Die Distanzen zwischen einzelnen
Attributwerten k�onnen je nach dem Typ des Attributes errechnet werden.
Ein Parameter legt den Schwellwert fest, unterhalb dessen eine Beobach-
tung einem Knoten hinreichend �ahnlich ist. Die Charakterisierung der Klas-
sen geschieht auf Basis der gefundenen �Ahnlichkeiten. Es wird generalisiert,
indem nur die jeweils gleichen Attribute zweier Beobachtungen eines Kno-
tens in die Beschreibung einer neuen Klasse aufgenommen werden. Beim
Einordnen weiterer Beobachtungen wird weiter generalisiert. Es werden sol-
che Attribute aus der Klassenbeschreibung herausgenommen, die nicht bei
gen�ugend Beobachtungen f�ur die die Klasse relevant ist7, gleich sind (so da�
die Verl�a�lichkeit unter die Schranke f�allt).

UNIMEM geht also von den Beobachtungen aus, die sukzessive generali-
siert werden, um Konzepte zu erhalten. Im Gegensatz dazu geht CLUSTER
von Konzepten aus, die den Beobachtungen angepa�t werden.

In diesem Kapitel wurden grundlegende Mechanismen des Conceptual-
Clustering anhand seiner Urspr�unge in den Verfahren zur numerischen Ta-
xonomie und anhand zweier bekannter Standardverfahren o�engelegt. Neue-
re Entwicklungen auf diesem Gebiet befassen sich mit der Einbindung von
Hintergrundwissen in das Lernen und mit der Erweiterung der Repr�asenta-
tionssprache auf eingeschr�ankte Pr�adikatenlogik erster Stufe. Einen Schritt
in diese Richtung leistet das Verfahren KBG, das im n�achsten Kapitel f�ur
die Roboter-Anwendung eingesetzt wird.

7Die von der Prozedur SEARCH beim Einorden einer Beobachtung besuchten Knoten
sind relevant



Kapitel 3

KBG

Die im zweiten Kapitel skizzierten Conceptual-Clustering-Verfahren k�onnen
in der im ersten Kapitel beschriebenen Anwendung, das un�uberwachte Ler-
nen von Sensor-Merkmalen aus Basis-Merkmal-Sequenzen, nicht eingesetzt
werden. Die Ursache daf�ur liegt in der Repr�asentationssprache, die es im
Falle von CLUSTER und UNIMEM nicht erm�oglicht, Basis-Merkmale �uber
ihre (Zeit-)Argumente zu verketten.

Erst mit einer relationalen Repr�asentationssprache l�a�t sich dieses mo-
dellieren. In der Repr�asentationshierarchie des Roboters wird hierzu Horn-
klausellogik verwendet.1 Da KBG (

"
Knowledge Based Generalizer\) in [Bis-

son, 1992a] unter dem Aspekt des
"
Conceptual-Clustering in Pr�adikatenlo-

gik erster Stufe\ eingef�uhrt wird, liegt es nahe, hiermit die Basis-Merkmal-
Sequenzen in Cluster zu gruppieren. In KBG werden Beobachtungen und
Konzepte in einer auf die Berechnung eines �Ahnlichkeitsma�es abgestimm-
ten Form der Einschr�ankung von Pr�adikatenlogik erster Stufe repr�asentiert.

Im zweiten Teil dieses Kapitels wird gezeigt, wie Basis-Merkmal-
Sequenzen in KBG repr�asentiert werden k�onnen. Danach folgt die Darstel-
lung der praktischen Anwendung auf die Daten. Insgesamt werden zwei ver-
schiedene Repr�asentationen und die damit erzielten Ergebnisse verglichen.
Die erste Repr�asentation modelliert die Gleichheitsrelation �uber die Zeitar-
gumente in den Basis-Merkmalen. Die zweite Repr�asentation f�uhrt zus�atz-
lich die

"
Kleiner-als\-Relation �uber die Zeitargumente ein. Zuerst aber wird

die Clustermethode von KBG beschrieben.

1siehe Einleitung

36
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3.1 Das Verfahren

Das Akronym KBG steht �ubersetzt f�ur
"
Wissensbasiertes Generalisieren\:

Von den Beobachtungen ausgehend, werden bottom-up Cluster gebildet, de-
ren Charakterisierung eine Generalisierung der Beschreibungen aller Beob-
achtungen jeweils eines Clusters sind. Aus den nicht-disjunkten Clustern
wird eine Hierarchie aufgebaut. Die Clustermethode basiert auf einem �Ahn-
lichkeitsma�, das speziell f�ur die verwendete Repr�asentationssprache de�-
niert wird. Im Folgenden werden haupts�achlich die Teile der Funktiona-
lit�at des Verfahrens beschrieben, die bei der gegebenen Anwendung re-
levant sind. Weitere Eigenschaften von KBG, das Einbinden von Hinter-
grundwissen, die automatische Generierung einer Hierarchie von Klassi-
�kationsregeln aus den gelernten Clustern, sowie die Gewichtung einzel-
ner Pr�adikate, k�onnen der Literatur entnommen werden [Bisson, 1992a;
Bisson, 1992b].

3.1.1 Repr�asentation von Beobachtungen

Die Repr�asentationssprache der Beobachtungen basiert in KBG auf Klau-
seln, die einen leeren Klauselkopf besitzen, und nur aus einer Disjunktion
negativer Literale im Klauselk�orper bestehen. Eine Beobachtung wird in
KBG repr�asentiert durch einen Namen, der in Regelschreibweise gleichge-
setzt wird mit einer Konjunktion grundinstantiierter, also variablenfreier,
Literale:

Name = P1; :::; Pn.

Um quantitative Information in numerischer oder anderer Form bei der Clu-
sterung in spezieller Weise behandeln zu k�onnen, werden zwei grunds�atzlich
verschiedene Arten von Sorten eingef�uhrt: Objekte und Werte. Ein Literal
ist dann in KBG von der Form

pr�adikatsname(Objekt1,...,Objektk,Wert1,...,Wertl),

mit k; l � 0. Das Pr�adikatssymbol beschreibt die Eigenschaft eines Objek-
tes, oder die Relation zwischen mehreren Objekten. Die Werte geben ein
quantitatives Ma� f�ur die Eigenschaft/Relation an.

Beispiel: In der Beobachtung
E = entfernung(peter,paul,820), fahrtdauer(peter,6);
wird der Wert der Entfernung zwischen den beiden Objekten Peter und Paul
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mit 820 Kilometern angegeben, wenn Peter Paul besuchen m�ochte, mu� er
6 Stunden fahren.

Der Unterschied zu Literalen in Hornklausellogik besteht darin, da� die
Werte die durch das Pr�adikat angegebene Eigenschaft/Relation der Objekte
nur quantitativ bewerten und nicht, wie Objekte, zwei Literale miteinander
verbinden2. Das hei�t, wenn in zwei Literalen einer Beobachtungsbeschrei-
bung gleiche Werte stehen, werden sie nicht als dasselbe

"
Objekt\ betrach-

tet.

Beispiel: In der Beobachtung
E = entfernung(peter,paul,820), fahrtdauer(820,6);
in der die 820 einen Wert darstellt, wird das Pr�adikat fahrtdauer/2 nicht
zur Beschreibung der Entfernung von Peter und Paul ausgewertet. Diese
Semantik wird erst wie oben durch die Verbindung �uber eines der beiden
Objekte hergestellt:
E = entfernung(peter,paul,820), fahrtdauer(peter,6);

In einer Pr�adikatsde�nition wird zu jedem Pr�adikat eine Sortendeklara-
tion erstellt, die angibt, welche Argumente als Objekte und welche als Werte
zu interpretieren sind. Den Werten wird vom Benutzer eine Untersorte zu-
gewiesen, f�ur die ein Datentyp inklusive Wertebereich angegeben wird. Bei
der Berechnung der �Ahnlichkeit und bei der Generalisierung mehrerer Werte
werden diese Untersorten benutzt. Um Objekte als solche zu kennzeichnen,
werden in der Pr�adikatsde�nition die Argumentstellen, an denen Objekte
auftreten, mit der Sorte

"
Objekt\ angegeben.

Beispiel: Die Pr�adikatsde�nition f�ur entfernung/3 kennzeichnet die ersten
beiden Argumente als Objekte, das dritte Argument als nominalen Wert. Die
De�nition f�ur fahrtdauer/2 ist �ahnlich:
Pr�adikate: entfernung(name,name,distanz); fahrtdauer(name,zeit);
Sorten: name = Objekt, distanz = Ganzzahlig im Intervall I = [1,1000], zeit
= Ganzzahlig im Intervall J = [1,24].

2De�nition hierzu folgt.
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3.1.2 Das �Ahnlichkeitsma�

Das Ma� zur Bewertung der �Ahnlichkeit zweier Beobachtungen ist der Mit-
telwert �uber �Ahnlichkeiten der in den Pr�adikaten der Beobachtungsbeschrei-
bungen enthaltenen Objekte. Die �Ahnlichkeit von Objekten baut im Prinzip
auf dem gemeinsamen Vorkommen in den Pr�adikaten der Beobachtungsbe-
schreibungen auf:
F�ur jedes Paar von Objekten aus den zwei Beobachtungen wird

gez�ahlt, in wievielen F�allen die Objekte in dem gleichen Pr�adikat
an derselben Argumentposition auftreten, relativ zur Gesamtan-

zahl der Vorkommen der Objekte. Dieser Wert steht f�ur die �Ahn-
lichkeit der beiden Objekte (1).

Die Repr�asentationssprache erlaubt es, weitere Informationen einzubeziehen,
um diesen Wert besser festzulegen.

Erstens geh�oren dazu Relationen zu anderen Objekten. Sind zwei Ob-
jekte, deren �Ahnlichkeit berechnet werden soll, �uber mehrstellige Pr�adika-
te mit weiteren Objekten verbunden, so soll auch deren �Ahnlichkeit in die
Berechnung einie�en, mit einer Gewichtung proportional zum Grad der
Verbundenheit.

De�nition der Verbundenheit: Ein Objekt X ist mit einem
Objekt Y direkt (durch einen Pfad der L�ange 1) verbunden, wenn
es ein Pr�adikat gibt, das X und Y in Relation setzt. Ist Y mit
einem Objekt Z �uber einen Pfad der L�ange n verbunden, so sind
X und Z ebenfalls verbunden, �uber einen Pfad der L�ange n+1.
Die L�ange des Pfades dr�uckt den Grad der Verbundenheit aus.
Dieser ist umso gr�o�er, je k�urzer der Pfad ist.

Zweitens werden zur �Ahnlichkeitsberechnung die Werte, die Eigenschaften
und Relationen quantitativ gewichten, ber�ucksichtigt. Im Folgenden werden
vier verschiedene Arten von �Ahnlichkeiten benutzt:

1. Die �Ahnlichkeit zweier Beobachtungen.

2. Die �Ahnlichkeit zweier Objekte insgesamt: SIM(X,Y).

3. Die �Ahnlichkeit zweier Objekte f�ur ein gemeinsames Pr�adikat T, in
dem beide Objekte an derselben Position R stehen: T SIM(T,R).

4. Die �Ahnlichkeit von Werten w1, w2 einer Untersorte:
V SIMTyp(w1,w2).
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Mit dem �Ahnlichkeitswert T SIM wird die Einbeziehung der �Ahnlichkeit
verbundener Objekte und Werte erreicht. Anstatt ein gemeinsames Pr�adikat
zweier Objekte mit einem �Ahnlichkeitswert 1 zu z�ahlen3, wird an jeder Ar-
gumentposition des Pr�adikates eine �Ahnlichkeit ermittelt. Die �Ahnlichkeiten
an den Argumentpositionen, an denen Objekte stehen, werden aufsummiert
und durch die Anzahl der Positionen dividiert. Gleiches wird mit den Argu-
mentpositionen, an denen Werte stehen, durchgef�uhrt. Die letztere Summe
wird zur Gewichtung der Ersteren mit dieser multipliziert.

Seien T und T' die beiden Pr�adikate, bei denen die Objekte X und Y
an derselben Argumentposition R auftreten:
T = p(A1; :::; X; :::An; U1; :::; Um)
T 0 = p(B1; :::; Y; :::Bn; V1; :::; Vm),
wobei Ai, Bi Objekte darstellen, Uj , Vj Werte und n;m � 0 sind. Dann ist4

T SIM (p;R) =
1

n

nX
i=1

si(Ai; Bi) �
1

m

mX
j=1

si(Uj ; Vj);

si(X; Y ) = 1, an der Stelle R,
si(Ai; Bi)=SIM(Ai; Bi), wenn i 6= R,
si(Uj ; Vj)= V SIMTyp(Uj ; Vj).

Die �Ahnlichkeit von Werten (V SIMTyp) wird abh�angig von der Untersorte
der Werte berechnet. Der Benutzer kann eigens auf Werte der Anwendung
angepa�te Funktionen zur Berechnung der �Ahnlichkeit angeben. Die �Ahn-
lichkeit von Werten entspricht den �Ahnlichkeitsma�en statistischer Cluster-
Analyse-Verfahren. In KBG sind unter anderem V SIMTyp f�ur ganzzahlige
und reelle Werte, sowie f�ur nominale Wertemengen vorde�niert.

Der erste Schritt zur Berechnung der �Ahnlichkeit zweier Beobachtungen
besteht also darin, f�ur alle Pr�adikate T, die in beiden Beobachtungsbeschrei-
bungen vorkommen, die Formel f�ur den Wert T SIM(T,R) aufzustellen, und
zwar an allen Stellen R, an denen Objekte stehen. Ein T SIM(T,R) f�ur ein
bestimmtes Pr�adikat T an der Stelle R betri�t damit immer zwei Objekte,
je eines aus den zu vergleichenden Beobachtungen.

F�ur ein bestimmtes Paar (X; Y ) von Objekten sind mehrere
T SIM(T,R)-Werte vorhanden, wenn es mehrere Pr�adikate T gibt, in denen

3vgl. (1).
4Diese De�nition soll auch den Fall abdecken, in dem ein Pr�adikat keine Objekte (n =

0), oder keine Werte (m = 0) enth�alt. Der entsprechende Ausdruck wird dann gleich 1
gesetzt.
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genau dieses Paar an derselben Stelle R auftritt. Die folgende Festlegung ist
eine Verfeinerung der Aussage von (1):
Die �Ahnlichkeit SIM(X,Y) zweier Objekte X und Y entspricht der

Summe ihrer T SIM- �Ahnlichkeiten, dividiert durch die Gesamtan-
zahl der Vorkommen von X oder Y in der entsprechenden Be-

obachtungsbeschreibung. Ma�geblich ist dabei das h�au�gere der
beiden, falls X oder Y noch an weiteren Stellen auftritt. (2)

Sei co die Anzahl der Pr�adikate, in denen X und Y an gleicher Stelle auf-
treten, occ(X) die Anzahl der Pr�adikate einer Beobachtung, in denen das
Objekt X enthalten ist. Dann ist

SIM (X ;Y ) =

Pco
i=1T SIM (Ti; Ri)

max(occ(X); occ(Y ))
:

Die SIM- �Ahnlichkeit zweier Objekte wird f�ur alle Paare von Objekten5 er-
rechnet, die sich durch gemeinsames Vorkommen der Objekte bilden lassen.
Zur Berechnung des SIM-Wertes eines Objektpaares werden in manchen
F�allen also die SIM-Werte anderer Objektpaare ben�otigt. Dieses f�uhrt auf
ein lineares Gleichungssystem zur Berechnung aller SIM-Werte. Die Anzahl
der Gleichungen entspricht der Anzahl der Objektpaare, f�ur die der SIM-
Wert berechnet werden mu�, also der Anzahl der Unbekannten.

Beispiel zur Berechnung der Arten von �Ahnlichkeiten 2. 3. und 4.:
Gegeben sind die beiden Beobachtungen
E = entfernung(a,b,gro�), fahrtdauer(a,mittel);
E' = entfernung(a',b',gro�), fahrtdauer(a',lang);6

Die Pr�adikatsde�nition f�ur entfernung/3 kennzeichnet die ersten beiden Ar-
gumente als Objekte, das dritte Argument ist diesmal ein nominaler Wert.
Auch bei fahrtdauer/2 wird ein nominaler Wert verwendet.
Pr�adikate:entfernung(name,name,distanz); fahrtdauer(name,zeit);
Sorten: name = Objekt, distanz = [klein,mittel,gro�], zeit =
[kurz,mittel,lang].

Als erstes werden alle m�oglichen �Ahnlichkeiten zweier Objekte f�ur ein
gemeinsames Pr�adikat (T SIM(T,R)) nach der oben angegebenen Formel
errechnet. Es sind zwei Objektpaare vorhanden, das erste tritt an der Stelle
R=1 von entfernung/3 und von fahrtdauer/2 auf, das zweite an der Stelle

5Es gibt auch einen Wert SIM(0,0), der T SIM-Werte der Pr�adikate zusammenfa�t, in
denen keine Objekte vorkommen

6a benuzt das Flugzeug und scha�t somit auch gro�e Entfernungen in mittlerer Zeit
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R=2 von entfernung/3.

f�ur a,a':
T SIM(entfernung,1)= 1/2(1+SIM(b,b')) * V SIMdistanz(gro�,gro�)
T SIM(fahrtdauer,1)= 1 * V SIMzeit(mittel,lang)
f�ur b,b':
T SIM(entfernung,2)= 1/2(SIM(a,a')+1) * V SIMdistanz(gro�,gro�).

V SIMzeit(u,u') und V SIMdistanz(u,u') sind so de�niert, da� bei u=u'
die �Ahnlichkeit 1 betr�agt, und sonst 0. Aus den T SIM �Ahnlichkeiten wird
das lineare Gleichungssystem f�ur die �Ahnlichkeit der beiden Objektpaare
a,a' und b,b' aufgestellt und gel�ost:

SIM(a,a')= T SIM (entfernung;1)+T SIM (fahrtdauer;1)
2

SIM(b,b')= T SIM(entfernung,2)
,

SIM(a,a')= 1=2(1+SIM(b;b0))+0
2

SIM(b,b')= 1/2(SIM(a,a')+1)
,

SIM(a,a') - 1/4SIM(b,b') = 1/4
-1/2SIM(a,a') +SIM(b,b') = 1/2
,

SIM(a,a')=3/7=0.43,SIM(b,b')=5/7=0.71.

Die �Ahnlichkeit zweier Beobachtungen (�Ahnlichkeitsart Nr. 1), das Ma� auf-
grund dessen die Cluster gebildet werden, ist der Mittelwert von Objekt�ahn-
lichkeiten (�Ahnlichkeitsart Nr. 2) der in den Beobachtungsbeschreibungen
vorkommenden Objekte. Es werden aber nicht alle Objekt�anlichkeiten ver-
wendet, die bei der L�osung des Gleichungssystemes errechnet worden sind.
Vielmehr wird versucht, jedes Objekt der einen Beobachtung einem Objekt
der anderen zuzuordnen. Es werden die Objekt�ahnlichkeiten der einander zu-
geordneten Objekte gemittelt. Es gibt verschiedene M�oglichkeiten, Objekte
der einen Beobachtung den Objekten der anderen zuzuordnen. Objektpaare,
f�ur die kein �Ahnlichkeitswert existiert, scheiden von vornherein aus. Aus den
verbleibenden m�oglichen Zuordnungen der Objekte wird die ausgew�ahlt, die
zu einem maximalen Mittelwert der Objekt�ahnlichkeiten f�uhrt.

Beispiel: In obigem Beispiel ist die Zuordnung der Objekte klar, a ent-
spricht a', b entspricht b', da nur die beiden Objekt�ahnlichkeiten SIM(a,a')
und SIM(b,b') errechnet wurden. Die �Ahnlichkeit der Beobachtungen E und
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E' betr�agt somit 1/2(SIM(a,a')+SIM(b,b')). Eine Auswahl unter mehreren
Zuordnungen wird zum Beispiel bei der �Ahnlichkeitsberechnung dieser bei-
den Beobachtungen n�otig:
E1= entfernung(a,b,gro�), fahrtdauer(a,mittel), fahrtdauer(b,mittel)
E1' = entfernung(a',b',gro�), fahrtdauer(a',lang), fahrtdauer(b',mittel);
Da nun auch

"
b\ und

"
b'\ in dem Pr�adikat

"
fahrtdauer\ an erster Argu-

mentposition stehen, gibt es folgende Objekt�ahnlichkeiten:
SIM(a,a')=0.46, SIM(b,b')=0.86, SIM(a,b')=0.5, SIM(b,a')=0.0
Es w�are jetzt denkbar, a und b' einander zuzuordnen. Mit einer Objekt�ahn-
lichkeit von 0.5 sind a und b' �ahnlicher als a und a' (0.46). Dann m�u�te
aber b, a' zugeordnet werden, und der Mittelwert betr�uge nur 0:5 + 0. Der
maximale �Ahnlichkeitswert von 1

2 � (0:46 + 0:86) l�a�t sich wieder mit der
Zuordnung a-a' und b-b' erreichen.

3.1.3 Die Clustermethode

Nach der De�nition eines �Ahnlichkeitsma�es k�onnen f�ur den Aggregations-
schritt des Conceptual-Clustering Clustermethoden aus der Statistik ver-
wandt werden. Das �Ahnlichkeitsma� von KBG wird anstelle der dort be-
kannten �Ahnlichkeiten benutzt. Die �Ahnlichkeiten zwischen allen Beobach-
tungen werden in die �Ahnlichkeitsmatrix eingetragen. Wie bei den stati-
stischen Verfahren auch, wird ein Ma� f�ur die �Ahnlichkeit von Clustern
ben�otigt. Vergleichbar mit der

"
Centroid Cluster-Analyse\, gibt es in KBG

zu jedem Cluster eine Beschreibung in der Beschreibungssprache der Be-
obachtungen, so da� die �Ahnlichkeit zwischen zwei Clustern wieder genau
so berechnet werden kann, wie die zwischen zwei Beobachtungen. Diese Be-
schreibung ergibt sich aus einer Generalisierung der in dem Cluster ent-
haltenen Beobachtungsbeschreibungen. Die Generalisierung soll die struk-
turelle Gleichheit der Beobachtungen aufdecken: Die Struktur besteht in
der Verbundenheit unter den Objekten in einer Beobachtungsbeschreibung.
In der generalisierten Beschreibung stehen die Pr�adikate, die in allen Be-
obachtungen des Clusters vorkommen. Die Objekte an den entsprechenden
Argumentstellen, werden konsistent mit der w�ahrend der �Ahnlichkeitsbe-
rechnung gew�ahlten Zuordnung der Objekte untereinander verbunden. Das
hei�t, da� die Verbundenheit zweier Pr�adikate bei der Generalisierung er-
halten bleibt, wenn sie in beiden Beobachtungen durch Objekte verbunden
werden, die einander zugeordnet werden konnten. An den Argumentstellen
die mit Werten belegt sind, stehen Generalisierungen der in den Beobach-
tungen vorkommenden Werte. F�ur jeden Datentyp gibt es dazu eine eigene
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Berechnungsvorschrift V-GENTyp.

Beispiel: Bei Mengentypen bietet es sich an, die Vereinigung aller Werte
als Generalisierung zu nehmen. Aus der Generalisierung der Beobachtungen
E und E',
E = entfernung(a,b,gro�), fahrtdauer(a,mittel);
E'= entfernung(a',b',gro�), fahrtdauer(a',lang);
ergibt sich7 folgende Beschreibung des Clusters C:
C = entfernung(x,y,gro�), fahrtdauer(x,[mittel,lang]).

KBG bildet bottom-up eine Clusterhierarchie in Form eines gerichteten
Wurzelgraphen. Solange nicht alle Beobachtungen auf oberster Ebene der
Hierarchie in einem Wurzelknoten zusammengef�uhrt sind, werden folgende
Schritte auf der Menge von Beobachtungen durchgef�uhrt:

1. Die �Ahnlichkeitsmatrix wird berechnet.

2. Die Beobachtungen, deren relative �Ahnlichkeit untereinander einen
Schwellwert �ubersteigt, werden in Cluster gruppiert.

3. Die Cluster werden generalisiert und ihre Beschreibung in die Menge
der Beobachtungen aufgenommen. Die generalisierten Beobachtungen
werden aus der Menge gel�oscht.

Die Vorgehensweise unter 2. f�urht dazu, da� an dieser Stelle Cluster entste-
hen k�onnen, die �uberlappen. Das Ergebnis ist also nicht, wie bei rein hier-
archischen Clustermethoden, ein Baum. Stattdessen entsteht ein gerichteter
Graph, dessen Kanten eine

"
Genereller-als\-Relation zwischen Vorg�anger-

und Nachfolgecluster ausdr�ucken. Auf der untersten Ebene der Hierarchie
stehen die einzelnen Beobachtungen.

KBG l�a�t sich gut mit UNIMEM vergleichen. Bei beiden besteht die
Charakterisierung in einer sukzessiven Generalisierung der Beobachtungen.
Hier wie dort ist der Aggregationsschritt von einem �Ahnlichkeitsma� be-
stimmt. Charakterisierungs- und Aggregationschritte werden in mehreren
Iterationen abwechselnd durchgef�uhrt und beeinussen sich gegenseitig. Der
wesentliche Unterschied zu UNIMEM besteht in dem bedingt durch die
Repr�asentationssprache erweiterten �Ahnlichkeitsma� und darin, da� KBG
nicht inkrementell ist.

7Die Generalisierung ent�alt Objektvariablen. Um daraus eine Beobachtungsbeschrei-
bung zu erhalten, werden die Variablen beliebig instanziiert.
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3.2 Darstellung der Anwendung

In der nun folgenden Anwendung werden Basis-Merkmal-Sequenzen von
KBG in einer Clusterhierarchie organisiert. Das Ziel der Anwendung von
KBG ist das Au�nden von Clustern in den beobachteten Basis-Merkmal-
Sequenzen, so da�

die Beschreibungen der Cluster es erlauben, zusammenh�angende
Sequenzen zu �nden, die Sensor-Merkmale beschreiben.

In diesem Teil des Kapitels wird gezeigt, wie die Roboterdaten von KBG
verarbeitet werden k�onnen. Dazu ist es erstens notwendig, eine angemessene
Repr�asentation der Daten in dem von KBG auswertbaren Format zu �nden.
Um die bei der Clusterbildung auftretenden Ergebnisse zu erkl�aren, wird
gezeigt, wie sich die �Ahnlichkeitsberechnung im Falle dieser speziellen Ein-
gabe verh�alt. Schlie�lich mu� zur Erreichung des Zieles die Clusterhierarchie
ausgewertet werden, um zu kl�aren, welche der Cluster �uberhaupt verwertbar
sind.

3.2.1 Umrepr�asentation der Daten

Die Umrepr�asentation der Eingabedaten, die in der Form von Cases
vorliegen,8 mu� drei Dinge leisten:

1. Die Daten m�ussen in die Syntax von Beobachtungen in der Repr�asen-
tationssprache von KBG �uberf�uhrt werden.

2. Die zeitliche Reihenfolge der Basis-Merkmale mu� repr�asentiert wer-
den.

3. Die Struktur der Beobachtungen mu� unter den Cluster- und Gene-
ralisierungsoperationen von KBG erhalten bleiben, so da� auch die
entstehenden Clusterbeschreibungen Sequenzen von Basis-Merkmalen
enthalten.

Nach folgender Formel wird die Umrepr�asentation der Cases in KBG-
Beobachtungen vorgenommen:

[s hwm dummy(Tr; S; T1; Tn+1; RM; SCL); bf1(Tr;O; S; T1; T2; G1);

8siehe Kapitel 1.3
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bf2(Tr;O; S; T2; T3; G2); :::; bfn(Tr;O; S; Tn; Tn+1; Gn)]

wird zu

TrS = bf1(T1; T2); bf2(T2; T3); :::; bfn(Tn; Tn+1).

Dazu ein Beispiel:
[s durch t�ur dummy(t50; s6; 15; 41; parallel; seite);
konstant(t50; 0; s6; 15; 17;�2); steigend(t50; 0; s6; 17; 18; 87);
konstant(t50; 0; s6; 18; 41; 0)]

wird zu

t50s6 = konstant(t1,t2),steigend(t2,t3),konstant(t3,t4).

Fahrt- und Sensornummer bilden zusammen den Namen, der zur Unter-
scheidung der Beobachtungen dient. Die in einem Lernlauf betrachteten Ca-
ses, unterscheiden sich durch Fahrt- und Sensornummer. Demnach wird der
Name einer Beobachtung aus diesen beiden zusammengesetzt. Die Pr�adikate
der Beobachtungsbeschreibung entsprechen den beschreibenden Pr�adikaten
des Cases. Dabei wird in der Pr�adikatsde�nition f�ur die Beobachtungsbe-
schreibung die Anzahl der Argumente auf das n�otigste reduziert, so da�
genau die Basis-Merkmalsnamen und ihre zeitliche Verkettung repr�asentiert
werden.9 Da eine Beobachtungsbeschreibung durch genau eine Kombination
von Fahrt- und Sensornummer identi�ziert wird, m�ussen diese nicht in die
beschreibenden Pr�adikate �ubernommen werden.

�Ubrig bleiben nur die Zeitpunkte, so da� zweistellige Pr�adikate verwandt
werden, die den Anfangs- und den Endzeitpunkt der Basis-Merkmale aus den
Cases enthalten. Eine entscheidende Festlegung wird in der Sortendeklarati-
on der Zeitpunkte getro�en. Nur wenn die Zeitpunkte von der Sorte

"
Objekt\

sind, verbindet ein Zeitpunkt zwei Basis-Merkmale zu einer zeitlichen Abfol-
ge, indem er in einem Basis-Merkmal als Endzeitpunkt, in einem anderen als
Anfangszeitpunkt vorkommt. Anstelle der Zeitpunkte stehen demnach be-
liebige Objektkonstanten, die keinerlei ganzzahlige Eigenschaften besitzen.
Eine andere M�oglichkeit gibt es f�ur die Sorte der Zeitpunkte nicht. W�ahlt
man ganzzahlige Werte als Sorte f�ur die Zeitpunkte, erkennt KBG gleiche
Werte nicht als das gleiche Objekt. Zwei Basis-Merkmale, die diesen Wert
als Anfangs-, beziehungsweise Endzeitpunkt besitzten sind nicht verbunden.

9Siehe Kapitel 1.3: Die Orientierung, der Gradient und die Dauer der Zeitintervalle
werden beim Lernen nicht ber�ucksichtigt.
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Eine Kennzeichnung der Beobachtung mit ihrem Oberbegri� (dem hand-
lungsorientierten Wahrnehmungsmerkmal mit der Relativbewegung und der
Sensorklasse) ist nicht n�otig, da die Lernl�aufe nach Oberbegri�en getrennt
durchgef�uhrt werden.

Ob die so erhaltene Repr�asentation der Beobachtungen von den obigen
Forderungen auch Teil 3. erf�ullt, h�angt von der �Ahnlichkeitsberechnung ab:
Die Generalisierung von zwei Sequenzen wird die Basis-Merkmal-Pr�adikate
enthalten, die in beiden Sequenzen vorkommen. Entscheidend daf�ur, da�
die Generalisierung wieder zusammenh�angende Sequenzen enth�alt, ist die
richtige Verbindung der Pr�adikate durch die Zeitpunkte. Da die Zeitpunkte
(als Objekte) aufgrund der w�ahrend der �Ahnlichkeitsberechnung gew�ahlten
Zuordnung untereinander verbunden werden, soll dieser Schritt an einigen
ausgew�ahlten Basis-Merkmal-Sequenzen untersucht werden.

3.2.2 �Ahnlichkeiten von Beobachtungen der Anwendung

Einige Beispiele zur �Ahnlichkeitsberechnung zweier Basis-Merkmal-
Sequenzen sollen die Hypothese unterst�utzen, da� Basis-Merkmal-
Sequenzen, die gleich oder �ahnlich sind, auch von KBG als �ahnlich ange-
sehen werden, indem sich bei der Berechnung der �Ahnlichkeit hohe Werte
ergeben. Zu diesem Zweck werden

a) zwei gleiche Sequenzen,

b) zwei Sequenzen, von denen eine ein Pr�a�x der anderen ist,

c) zwei Sequenzen, die sich in der Mitte um ein Basis-Merkmal unter-
scheiden,

verglichen. Da� die dabei errechneten �Ahnlichkeiten den Erwartungen ent-
sprechen, wird veri�ziert, indem die Clustermethode auf die beteiligten Se-
quenzen angewandt, und gezeigt wird, da� KBG daraus eine sinnvolle Clu-
sterhierarchie bildet, deren Cluster Basis-Merkmal-Sequenzen enthalten.

a) Zwei gleiche Sequenzen. Der einfache Fall liegt vor, wenn zwei glei-
che Sequenzen verglichen werden (a,b und c sind Abk�urzungen f�ur Basis-
Merkmale):
S1 = a(v1,v2),b(v2,v3),c(v3,v4);
S1' = a(u1,u2),b(u2,u3),c(u3,u4);

Zuerst werden auch hier alle m�oglichen �Ahnlichkeiten zweier Objekte
f�ur ein gemeinsames Pr�adikat (T SIM(T,R)) errechnet. In diesem Fall gibt
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es vier Objektpaare - v1/u1, v2/u2, v3/u3 und v4/u5 - in den ersten und
zweiten Argumenten von

"
a\,

"
b\ und

"
c\ .

f�ur v1/u1:
T SIM(a,1)= 1/2(1+SIM(v2,u2)) * 1
f�ur v2/u2:
T SIM(a,2)= 1/2(1+SIM(v1,u1)) * 1
T SIM(b,1)= 1/2(1+SIM(v3,u3)) * 1
f�ur v3/u3:
T SIM(b,2)= 1/2(1+SIM(v2,u2)) * 1
T SIM(c,1)= 1/2(1+SIM(v4,u4)) * 1
f�ur v4/u4:
T SIM(c,2)= 1/2(1+SIM(v3,u3)) * 1

Aus den T SIM �Ahnlichkeiten wird das lineare Gleichungssystem f�ur die
�Ahnlichkeit der vier Objektpaare aufgestellt und gel�ost:

SIM(v1,u1)= 1/2(1+SIM(v2,u2))

SIM(v2,u2)= 1=2(1+SIM(v1;u1))+1=2(1+SIM(v3;u3))
2

SIM(v3,u3)= 1=2(1+SIM(v2;u2))+1=2(1+SIM(v4;u4))
2

SIM(v4,u4)= 1/2(1+SIM(v3,u3))
,

SIM(v1,u1)= 1/2(1+SIM(v2,u2))
SIM(v2,u2)= 1/2+1/4(1/2+1/2*SIM(v2,u2))+1/4*SIM(v3,u3)
SIM(v3,u3)= 1/2+1/4(1/2+1/2*SIM(v3,u3))+1/4*SIM(v2,u2)
SIM(v4,u4)= 1/2(1+SIM(v3,u3))
,

SIM(v1,u1)= 1/2(1+SIM(v2,u2))
7/8*SIM(v2,u2)= 5/8+1/4*SIM(v3,u3)
7/8*SIM(v3,u3)= 5/8+1/4*SIM(v2,u2)
SIM(v4,u4)= 1/2(1+SIM(v3,u3))
,

SIM(v1,u1)= 1/2(1+SIM(v2,u2))=1
SIM(v2,u2)= 1
SIM(v3,u3)= 1
SIM(v4,u4)= 1/2(1+SIM(v3,u3))=1

Zur Berechnung der �Ahnlichkeit von S1 und S1' mu� eine Zuordnung der
Objekte von S1 (v1,v2,v3,v4) und von S1' (u1,u2,u3,u4) gefunden werden.
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In diesem Fall ist sie durch die vorhandenen SIM-Werte bereits festgelegt: v1
wird u1 zugeordnet, die beiden besitzen einen �Ahnlichkeitswert von 1, glei-
ches gilt f�ur v2/u2, v3/u3 und v4/u4. Aufgrund dieser Zuordnung wird bei
der Generalisierung von S1 und S1' versucht, die Pr�adikate a/2 b/2 und c/2
zu verbinden. Da in den Sequenzen a/2 und b/2 durch v2 beziehungsweise
u2, sowie b/2 und c/2 durch v3, u3 verbunden sind, beh�alt auch die Genera-
lisierung diese Eigenschaft. Die �Ahnlichkeit von S1 und S1', der Mittelwert
der vier SIM-Werte, ist 1, die beiden Sequenzen werden, wie erwartet, als
gleich angesehen.

b) Zwei Sequenzen, von denen eine ein Pr�a�x der anderen ist.
Nun soll betrachtet werden, ob trotz eines weiteren Pr�adikates am Ende
einer der Sequenzen, die beiden Beobachtungen wieder zu einer Sequenz
generalisiert werden k�onnen.
S1 = a(v1,v2),b(v2,v3),c(v3,v4);
S2 = a(u1,u2),b(u2,u3),c(u3,u4),a(u4,u5);

Die oben aufgestellten T SIM Formeln f�ur Objektpaare aus S1 und S2
bleiben dieselben. Zus�atzlich m�ussen zwei weitere Formeln aufgestellt wer-
den, da in S2 das Pr�adikat a/2 doppelt vorkommt.

f�ur v1/u4:
T SIM(a,a,1)= 1/2(1+SIM(v2,u5)) * 1
f�ur v2/u5:
T SIM(a,a,2)= 1/2(1+SIM(v1,u4)) * 1

In dem hieraus resultierenden Gleichungssystem f�ur die �Ahnlichkeit der
sechs Objektpaare, sind die Formeln f�ur die Paare v1/u1, v2/u2 und v3/u3
gleich geblieben. Diejenige f�ur das Paar v4/u4 wird durch zwei dividiert, da
u4 noch in einem weiteren Pr�adikat von S2 vorkommt. Au�erdem kommen
�Ahnlichkeiten f�ur die Paare v1/u4 und v2/u5 hinzu:

SIM(v1,u1)= 1/2(1+SIM(v2,u2))

SIM(v2,u2)= 1=2(1+SIM(v1;u1))+1=2(1+SIM(v3;u3))
2

SIM(v3,u3)= 1=2(1+SIM(v2;u2))+1=2(1+SIM(v4;u4))
2

SIM(v4,u4)= 1=2(1+SIM(v3;u3))
2

SIM(v1,u4)= 1=2(1+SIM(v2;u5))
2

SIM(v2,u5)= 1=2(1+SIM(v1;u4))
2
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Nach der Au�osung des Gleichungssystems ergeben sich folgende Wer-
te: SIM(v1,u1)= 0.98 , SIM(v2,u2)= 0.96, SIM(v3,u3)= 0.86, SIM(v4,u4)=
0.46, SIM(v1,u4)= 0.33 und SIM(v2,u5)= 0.33.

Nun m�ussen, aufgrund dieser Werte, von den f�unf Objekten in S2 vier
ausgew�ahlt, und den vier Objekten in S1 zugeordnet werden. Eine maxima-
le Gesamt�ahnlichkeit von 0.81 ergibt sich, wenn u5 nicht zugeordnet wird,
und u4 weiterhin v4, und nicht etwa v1 entspricht. Die �ubrigen Zuordnun-
gen bleiben wie im ersten Beispiel. Damit besteht auch die generalisierte
Beschreibung von S1 und S2 aus der Sequenz

"
a(t1,t2),b(t2,t3),c(t3,t4)\.

Das zweite a/2 Pr�adikat von S2 wird nicht aufgenommen, da das Objekt u5
keinem Objekt in S1 zugeordnet wurde.

c) Zwei Sequenzen, die sich in der Mitte um ein Basis-Merkmal
unterscheiden. In dem n�achsten Beispiel werden Ph�anomene betrachtet,
die auftreten, wenn in der Mitte zweier Sequenzen unterschiedliche Pr�adikate
stehen.
S3 = a(v1,v2),b(v2,v3),c(v3,v4),d(v4,v5);
S4 = a(u1,u2),b(u2,u3),e(u3,u4),d(u4,u5);

Wieder werden alle m�oglichen �Ahnlichkeiten zweier Objekte f�ur ein ge-
meinsames Pr�adikat (T SIM(T,R)) errechnet, wobei es f�ur die Paare v3/u3
und v4/u4 nur einen Wert gibt, weil c/2 und e/2 unterschiedliche Pr�adikate
sind:

f�ur v1/u1:
T SIM(a,1)= 1/2(1+SIM(v2,u2)) * 1
f�ur v2/u2:
T SIM(a,2)= 1/2(1+SIM(v1,u1)) * 1
T SIM(b,1)= 1/2(1+SIM(v3,u3)) * 1
f�ur v3/u3:
T SIM(b,2)= 1/2(1+SIM(v2,u2)) * 1
f�ur v4/u4:
T SIM(d,1)= 1/2(1+SIM(v5,u5)) * 1
f�ur v5/u5:
T SIM(d,2)= 1/2(1+SIM(v4,u4)) * 1

Daraus ergeben sich f�unf Gleichungen f�ur die Objekt�ahnlichkeiten (SIM).
Da die Objekte der Paare v3/u3 und v4/u4 jeweils zus�atzlich in verschie-
denen Pr�adikaten vorkommen, werden die SIM-Werte durch zwei dividiert,
und keine weiteren �Ahnlichkeiten hinzuaddiert.
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SIM(v1,u1)= 1/2(1+SIM(v2,u2))

SIM(v2,u2)= 1=2(1+SIM(v1;u1))+1=2(1+SIM(v3;u3))
2

SIM(v3,u3)= 1=2(1+SIM(v2;u2))
2

SIM(v4,u4)= 1=2(1+SIM(v5;u5))
2

SIM(v5,u5)= 1/2(1+SIM(v4,u4))

Die Au�osung des Gleichungssystems liefert folgendes:
SIM(v1,u1)= 0.92, SIM(v2,u2)= 0.85, SIM(v3,u3)= 0.46, SIM(v4,u4)= 0.43
und SIM(v5,u5)= 0.71. Da hier jeweils f�unf Objekte einander zugeordnet
werden sollen, werden die Zuordnungen entsprechend der Objektpaare in den
vorhandenen f�unf SIM- �Ahnlichkeiten gew�ahlt. Der Mittelwert dieser Werte,
welcher die �Ahnlichkeit der beiden Sequenzen beschreibt, betr�agt nur noch
0.67, obwohl alle Objekte zugeordnet werden konnten. Interessant ist, wie
die Generalisierung von S3 und S4 aussieht. Sie enth�alt erst einmal die Pr�adi-
kate a/2, b/2 und d/2, wohingegen c/2 und e/2 nicht enthalten sind, da sie
nicht in beiden Sequenzen vorkommen. Durch die Objekte u2 beziehungs-
weise v2 sind a/2 und b/2 miteinander verbunden. Das Pr�adikat d/2 wird
nicht mit dieser Anfangssequenz verbunden. Man hat sich die generalisierte
Beschreibung demnach so vorzustellen:

"
a(t1,t2),b(t2,t3), d(t10,t11)\.

Am Schlu� dieses Abschnittes wird die von KBG aus den Sequenzen
S1, S2, S3 und S4 gebildete Clusterhierarchie gezeigt. Wie in Abschnitt
3.1.3 beschrieben, werden in einem ersten Schritt die �Ahnlichkeitswerte der
Sequenzen in einer Matrix zusammengefa�t:10

0
BBBBB@

S1 S2 S3 S4
S1 � 0:81 0:81 0:56
S2 � 0:81 0:56
S3 � 0:67
S4 �

1
CCCCCA

In Schritt 2. werden aus den Sequenzen, deren relative �Ahnlichkeit unter-
einander einen Schwellwert �ubersteigt, Cluster gebildet. Angenommen, der
Schwellwert liegt so, da� f�ur die Clusterbildung ein �Ahnlichkeitswert von
mindestens 0.67 erreicht werden mu�. Dann werden zwei Cluster gebildet,
C1 aus den Sequenzen S1, S2 und S3, sowie C2 aus den Sequenzen S3 und
S4. In Abbildung 3.1 werden f�ur die Cluster die oben hergeleiteten Be-
schreibungen eingesetzt. Sie bilden den Ausgangspunkt f�ur die, hier nicht

10Der Wert 0.56 als �Ahnlichkeit von S1,S2 und S4 wurde hier nicht hergeleitet.
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gezeigte n�achste Iteration der Clusterbildung. Sie f�uhrt die beiden Cluster
in einem Startpunkt C3 zusammen, dessen Beschreibung der allen vier Se-
quenzen gemeinsame Pr�a�x

"
a(t1,t2),b(t2,t3)\ ist. Der gleiche Pr�a�x ist

a(t1,t2),b(t2,t3),c(t3,t4)     

S1 S2    S3 S4

      a(t1,t2),b(t2,t3),c(t3,t4),a(t4,t5)         a(t1,t2),b(t2,t3),c(t3,t4),d(t4,t5)        a(t1,t2),b(t2,t3),e(t3,t4),d(t4,t5)

C1

  C3 =

= C2 =

a(t1,t2),b(t2,t3),c(t3,t4)    

a(t1,t2),b(t2,t3)     

a(t1,t2),b(t2,t3),   d(t10,t11)     

Abbildung 3.1: Sequenzen in KBG

auch in C2 enthalten, so da� C2 und C3, wenn nur Sequenzen in den Cluster-
Beschreibungen interessant sind, unter diesem Aspekt gleich sind. Bei einer
geschickteren Wahl des oben genannten Schwellertes,11 wird C2 gar nicht
gebildet und die Sequenz S4 wird direkt unter C3 geh�angt.

Das Ziel der obigen Beispielrechnungen ist es, einige E�ekte der Cluste-
rung von Basis-Merkmal-Sequenzen mit KBG zu zeigen, die M�oglichkeiten
der nun folgenden Auswertung zu motivieren und ihre Ergebnisse plausibel
zu machen. Auch sei festgehalten, da� die auf Basis des eingesetzten �Ahnlich-
keitsma�es errechneten Werte durchaus mit intuitiven Erwartungen, welche
Paare von Sequenzen als �ahnlich anzusehen sind, vereinbar sind.

3.3 Experiment und Auswertung

In diesem Abschnitt soll gezeigt werden, da� mit der gew�ahlten Repr�asen-
tation Sensor-Merkmale mit KBG gelernt werden k�onnen.

Wie bereits erw�ahnt, liefert KBG aus der Eingabe, einer Menge von
Basis-Merkmal-Sequenzen, die alle dasselbe Sensor-Merkmal beschreiben,
eine Hierarchie von Clustern, die Teilsequenzen enthalten. Um die Sequenzen
zu �nden, mit denen das Sensor-Merkmal beschrieben werden kann, mu� eine
Auswahl unter den Clustern vorgenommen werden. Eine Chance von KBG

11Er kann in KBG als Parameter angegeben werden.
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kann darin bestehen, da� hierf�ur die Struktur der Clusterung ein bestimmtes
Vorgehen nahelegt.

Ein Auswahlkriterium nutzt aus, da� durch die gerichteten Kanten im
Ergebnisgraphen eine

"
Genereller-als\-Beziehung etabliert wird. Generelle-

re Cluster decken mehr Beobachtungen ab als ihre Nachfolgecluster. Aller-
dings haben diese Beobachtungen weniger Gemeinsamkeiten, so da� ihre
Generalisierung nur in sehr kurzen, unzusammenh�angenden Sequenzteilen
besteht. Der Cluster C3 in Abbildung 3.2 beispielsweise deckt zwar alle Be-
obachtungen ab, stellt aber keine Sequenz mehr dar. Gem�a� des Kriteriums

a(t1,t2),b(t2,t3),c(t3,t4)     

S2    S3

      a(t1,t2),b(t2,t3),c(t3,t4),a(t4,t5)         a(t1,t2),b(t2,t3),c(t3,t4),d(t4,t5)

C1

  C3 =

= C2 =

S5

        a(t1,t2),e(t2,t3),c(t3,t4),d(t4,t5)

a(t1,t2),  c(t10,t11)     

S1

a(t1,t2),b(t2,t3),c(t3,t4)     a(t7,t8),  c(t2,t3), d(t3,t4)   

Abbildung 3.2: Cluster und Sequenzen

werden Cluster ausgew�ahlt, die maximal generell sind, deren Beschreibung
aber noch zusammenh�angende Sequenzen einer bestimmten Mindestl�ange
enth�alt. Angenommen, der Graph in Abbildung 3.2 sei das Ergebnis zu
einem bestimmten Sensor-Merkmal. Dann sind C1 und C2 die maximal ge-
nerellen Cluster, die zusammenh�angende Sequenzen der Mindestl�ange zwei
enthalten.

In der Praxis hat sich gezeigt, da� nur Cluster, die direkt aus den Case-
Sequenzen der Eingabe oder einer Cluster-Ebene dar�uber bestehen, diese
Eigenschaft besitzen.12 Die Mindestl�ange der Sequenzen wird auf vier Basis-
Merkmale festgelegt. Tests mit k�urzeren Sequenzen haben gezeigt, da� sie
nicht ausreichend gegen�uber anderen Merkmalen diskriminieren.

12Im vorigen Abschnitt ist gezeigt worden, da� die Erhaltung der Sequenzeigenschaft
bei der Generalisierung theoretisch m�oglich ist. Hier schl�agt dagegen der E�ekt durch, da�
bereits ein unterschiedliches Basis-Merkmal innerhalb zweier Sequenzen die generalisierte
Sequenz in zwei Teile spaltet, wie ebenfalls gezeigt wurde.
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Ergebnisse In diesem Abschnitt sind Daten aus einem Simulator verwen-
det worden. Die Lernl�aufe wurden mit Daten aus Traces-4 durchgef�uhrt.13

Gelernt werden sollte das Sensor-Merkmal s durch t�ur mit relativer Bewe-
gungsrichtung parallel-, und diagonal-entlang. Tabelle 3.1 zeigt die Auftei-
lung der Fahrten in Lernset und Testset. In Anhang A.1 ist ein Ergebnis-

Sensor-Merkmal RM Lernset Testset
s durch t�ur parallel t50,t51,t60,t61,t70,t71 t80,t81,t90,t91
s durch t�ur diagonal t52,t53,t62,t63,t72,t73 t30,t82,t83,t92,t93

Tabelle 3.1: Lernset und Testset

graph gezeigt. Die Evaluierung geschieht entsprechend den Ausf�uhrungen
in Kapitel 1.2.2. Die Abdeckung wird anhand der Oberbegri�e von Lern-
set, Testset, sowie zum Test der Korrektheit au�erdem von 22 Fahrten, die
nicht durch eine T�ur gingen, zuz�uglich der Lern- und Testfahrten des je-
weils anderen Merkmals, getestet. In Tabelle 3.2 sind die Ergebnisse der
Sensor-Merkmale jeweils getrennt nach Sensorgruppen angegeben.

Die Prozentzahlen in der Spalte
"
abgedeckt\ errechnen sich aus der An-

zahl korrekt abgedeckter Oberbegri�e bezogen auf die in der Spalte
"
ge-

geben\ (geg.) angegebene Gesamtzahl der Oberbegri�e zu dem Merkmal.
Damit ist auch ausgesagt, wieviel Prozent fehlen. Die Anzahl der unkorrekt
abgedeckten Oberbegri�e wird in der Spalte

"
negativ\ (neg.) bezogen auf

die Gesamtzahl der Oberbegri�e, die nicht zu dem Merkmal passen. Die
Spalte ist somit de�niert als: Anzahl der Fehler dividiert durch die Anzahl
m�oglicher Fehler. Bei paralleler Fahrt stammen die nicht abgedeckten Ober-

s durch t�ur-parallel
seite links seite rechts vorne gro� hinten gro�

geg. abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.
10 80% 0% 100% 0% 100% 6% 70% 15%

s durch t�ur-diagonal
seite links seite rechts vorne gro� hinten gro�

geg. abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.
11 64% 0% 64% 0% 91% 0% 100% 6%

Tabelle 3.2: Testergebnisse

begri�e alle aus dem Testset, so da� die Abdeckung auf dem Lernset in
allen Sensorgruppen vollst�andig ist. Zu beobachten ist, da� die Ergebnisse

13Varianten
"
sfmgd traces30-150 und

"
bpf traces30-150 1\
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des Merkmales bei diagonaler Fahrt weniger vollst�andig sind. Die bei diesem
Merkmal wahrgenommenen Sequenzen bestehen aus wesentlich mehr Basis-
Merkmalen. Dadurch gibt es mehr Stellen, an denen sich die Wahrnehmun-
gen unterscheiden, was sich in der gr�o�eren Zahl von Regeln wiederspiegelt,
die bei diesem Merkmal gelernt wurden. Trotzdem sind die Ergebnisse als
gut zu bewerten, vor allem die niedrigen Fehlerraten sind positiv. Es ist so-
mit m�oglich, Sensor-Merkmale mit KBG in der gezeigten Weise zu lernen.
Verbesserungen sind im Bereich der Vollst�andigkeit erw�unscht.

In Tabelle 3.3 sind Laufzeitangaben von KBG je Sensor-Merkmal als
Durchschnitt der Lernzeiten in den einzelnen Sensorgruppen gegeben. Die
Laufzeiten liegen bei den Seitensensoren um einiges h�oher als bei den an-
deren beiden Sensorgruppen, obwohl die in Spalte drei angegebene Zahl
der Beobachtungen bei den Seitensensoren nur wenig h�oher liegt. Das liegt
daran, da� die von den Seitensensoren wahrgenommenen Basis-Merkmal-
Sequenzen im Durchschnitt l�anger sind (3. Spalte). Aus diesem Grunde sind
auch die Laufzeiten bei diagonaler Fahrt gr�o�er.

Sensor-Merkmal RM Beobachtungen Sequenz- KBG-
seite, vorne/hinten L�ange l Laufzeit

s durch t�ur parallel 60, 54 4.0, 3.6 36 Sek.
s durch t�ur diagonal 60, 54 6.8, 4,4 51 Sek.

Tabelle 3.3: Laufzeiten

Der Aufwand besteht je Berechnung einer �Ahnlichkeitsmatrix darin, bei
einer Anzahl von k Beobachtungen, k (k�1)2 Gleichungssysteme zu l�osen. Im
schlimmsten Fall m�ussen k � 1 �Ahnlichkeitsmatrizen berechnet werden, al-
lerdings jeweils zu einer sinkenden Anzahl von Beobachtungen, womit ins-
gesamt die Anzahl der zu l�osenden Gleichungssysteme nach oben hin mitPk

i=1
k(k�1)

2 = O(k3) abgesch�atzt werden kann. Die Zahl n der Unbekannten
eines der Gleichungssysteme besteht bei einer L�ange l der zu vergleichenden
Sequenzen aus den n = l + 1 Zeitobjekten.

Zur Performanz des Verfahrens ist anzumerken, da� KBG speicherplatz-
bedingt nur eine begrenzte Anzahl von Sequenzen verarbeiten kann. Je nach
durchschnittlicher L�ange der Sequenzen sind das 30 bis 100.14

14Bei Verwendung von
"
Sun Common Lisp 4.0\ und einer Speicherplatzh�ochstgrenze

von 32 MB.
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3.4 Eine zweite Repr�asentation

Bei der Auswertung der Cluster im letzten Abschnitt sind von den Clu-
sterergebnissen nur zusammenh�angende Sequenzen mit einer bestimmten
Mindestl�ange verwendet worden. Alle anderen Ergebnisse wurden verwor-
fen. So w�urde zum Beispiel aus dem Cluster C2 in der Abbildung 3.2 nur die
Sequenz

"
c(t2,t3),d(t3,t4)\ ausgew�ahlt. Aus der Beschreibung des Clusters

l�a�t sich aber noch entnehmen, da� irgendwann vor oder nach dieser Sequenz
das Pr�adikat a/2 auftritt. In diesem Abschnitt soll die Hypothese untersucht
werden, da� sich die Ergebnisse beim Lernen der Sensor-Merkmale verbes-
sern lassen, wenn die Repr�asentation der Beobachtungen in KBG so ge�andert
wird, da� zus�atzlich Sensor-Merkmale der Form

"
nach einem Sequenzteil X

folgt irgendwann ein Sequenzteil Y \ gelernt werden k�onnen.

Die Information, in welcher Reihenfolge die Sequenzteile auftreten, ist
in den Clustern noch nicht enthalten. Da� man, wiederum in dem Beispiel,
nicht aus

"
7 ist gr�o�er als 4\ darauf schlie�en kann, da� das Pr�adikat a/2

(das mit t7 beginnt) nach der Sequenz c/2, d/2 (die in t4 endet) folgt, liegt
daran, da� die Zeitpkunkte nicht als numerische Werte betrachtet werden
- eine Folge der Verwendung der Objektsorte f�ur die Zeitpunkte. Dadurch
geht die

"
Kleiner-als\-Relation auf den Zeitpunkten verloren, nur die Gleich-

heitsrelation bleibt erhalten.

Durch die Aufnahme weiterer Literale in die Beobachtungsbeschreibun-
gen kann die

"
Kleiner-als\-Relation wiederhergestellt werden. Das Pr�adikat

folgt(T1,T2), mit den Zeitpunkten T1 und T2 wiederum von der Objektsor-
te, stellt die

"
Kleiner-als\-Relation f�ur T1 und T2 dar. Enth�alt demgem�a�

die Beschreibung des Clusters C2 im Beispiel ein Pr�adikat folgt(t8,t2), wird
dadurch ausgesagt, da� der Cluster Beobachtungen enth�alt, in denen a/2
und irgendwann sp�ater die Sequenz c/2, d/2 auftritt, was ja auch von S3
und S5 erf�ullt wird. Damit das folgt(t8,t2) Pr�adikat als Teil der Beschrei-
bung von C2 gelernt werden kann, mu� in den Beschreibungen von S3 und
S5 die

"
Kleiner-als\-Relation f�ur alle enthaltenen Zeitpunkte durch folgt/2

Pr�adikate festgelegt werden.

Ausgehend von einem Case wird die Umrepr�asentation einer Beobach-
tung in eine zweite KBG-Repr�asentation nach folgender Formel vorgenom-
men:

[s hwm dummy(Tr; S; T1; Tn+1; RM; SCL); bf1(Tr;O; S; T1; T2; G1);
bf2(Tr;O; S; T2; T3; G2); :::; bfn(Tr;O; S; Tn; Tn+1; Gn)]
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wird zu

TrS = bf1(T1; T2); bf2(T2; T3); :::; bfn(Tn; Tn+1);
folgt(T1; T2); folgt(T1; T3); :::; folgt(T1; Tn);
folgt(T2; T3); :::; folgt(T2; Tn);
:::
folgt(Tn�1; Tn):

Ergebnisse F�ur die Lernl�aufe wurden die gleichen Daten verwendet, wie
im vorigen Abschnitt. Tabelle 3.4 zeigt noch einmal die Aufteilung in Lern-
set und Testset.15 Bei der Auswertung wurden aus den Clusterbeschreibun-

Sensor-Merkmal RM Lernset Testset
s durch t�ur parallel t50,t51,t60,t61,t70,t71 t80,t81,t90,t91
s durch t�ur diagonal t52,t53,t62,t63,(t72,t73) t30,t82,t83,t92,t93

Tabelle 3.4: Lernset und Testset

gen des Ergebnisgraphen alle Teile ausgew�ahlt, die:

a eine Sequenz der L�ange vier oder mehr darstellen.

b aus zwei Sequenzteilen X und Y bestehen, die durch ein folgt/2 Pr�adi-
kat miteinander verbunden sind und deren Gesamtl�ange (L�ange von X
plus L�ange von Y ) vier oder mehr betr�agt.

In Anhang A.3 sind einige Regeln abgedruckt, die aus den ausgew�ahlten
Clusterbeschreibungen gebildet wurden. Die mit den so gewonnenen Sensor-
Merkmalen erzielten Testergebnisse sind in Tabelle 3.5 gezeigt. F�ur das

s durch t�ur-parallel
seite links seite rechts vorne gro� hinten gro�

geg. abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.
10 90% 3% 100% 0% 100% 15% 90% 15%

s durch t�ur-diagonal
seite links seite rechts vorne gro� hinten gro�

geg. abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.
11 64% 0% 64% 0% 36% 0% 91% 9%

Tabelle 3.5: Testergebnisse, 2. Repr�asentation

15Bei diagonaler Fahrt wurde der Lernset aufgrund von Speicherplatzproblemen in KBG
aufgespalten. Die Fahrten t72 und t73 wurden in einem extra Lauf betrachtet.
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Sensor-Merkmal s durch t�ur-parallel sind die Ergebnisse geringf�ugig besser
als die im vorigen Abschnitt, was die Vollst�andigkeit anbetri�t. Dies geht
allerdings ein wenig zu Lasten der Korrektheit. Bei diagonaler Fahrt sind
die Ergebnisse eindeutig schlechter. Insgesamt wird die Hypothese, da� mit
der Einf�uhrung eines folgt/2 Pr�adikates in die Repr�asentation und entspre-
chender Auswertung die Sensor-Merkmale besser zu lernen sind, nicht un-
terst�utzt.

Durch die ge�anderte Repr�asentation �andern sich nicht nur die Beschrei-
bungen der Cluster im Ergebnisgraphen, sondern auch ihre Zusammenset-
zung. Das �Ahnlichkeitsma� bezieht jetzt nicht nur die Basis-Merkmale und
ihre Reihenfolge ein, sondern auch die folgt/2 Literale und insbesondere
deren Anzahl. Die Anzahl der folgt/2 Literale in einer Beobachtung steigt
quadratisch (genaueres siehe unten) mit der L�ange l der Basis-Merkmal-
Sequenz, so da� sich obiger E�ekt besonders bei diagonaler Fahrt auswirkt.

Dadurch kommt ein anderes Ergebnis zustande, in dem auf der einen
Seite einige vollst�andige Sequenzen fehlen, auf der anderen Seite zus�atzliche
Regeln nach dem neuen Muster gelernt werden.

Zu erw�ahnen ist auch, da� einige Regeln nach dem neuen Muster nicht
gebildet werden konnten, weil zu zwei Teilsequenzen X und Y in der genera-
lisierten Clusterbeschreibung gerade das verbindende folgt/2 Pr�adikat nicht
enthalten war.

In Tabelle 3.6 sind die Laufzeiten des Verfahrens bei ge�andeter Re-
pr�asentation eingetragen. Die h�oheren Laufzeiten ergeben sich durch die

Sensor-Merkmal RM Beobachtungen Sequenz- KBG-
seite,vorne/hinten L�ange l Laufzeit

s durch t�ur parallel 60, 54 4.0, 3.6 83 Sek.
s durch t�ur diagonal 40, 36 6.8, 4.4 160 Sek.

Tabelle 3.6: Laufzeiten

Vielzahl der folgt/2 Literale in den Beobachtungsbeschreibungen, die bei

einer Anzahl von l Basis-Merkmal-Literalen einer Beobachtung l (l�1)2 be-
tr�agt. Das erkl�art auch, warum das Verfahren f�ur den kleineren Lernset bei
diagonaler Fahrt trotzdem mehr Zeit ben�otigt.
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Clustern von Sequenzen

Alternativ zu KBG wird eine speziell f�ur die Anwendung entwickelte Verfah-
rensweise des Clustering gew�ahlt. Hierbei werden alle m�oglichen Teilsequen-
zen von Basis-Merkmal-Sequenzen der Sensoren w�ahrend einer Roboterfahrt
als Beobachtungen aufgefa�t, um daraus Cluster zu bilden. Die Cluster re-
pr�asentieren Sequenzen von Basis-Merkmalen, die Objekte oder Teile von
Objekten beim daran Vorbeifahren charakterisieren. Das Au�nden der Clu-
ster soll derart angegangen werden, da� alle Teilsequenzen gez�ahlt werden.

Die Zielsetzung zur Entdeckung der Sensor-Merkmale wird folgenderma-
�en festgelegt:

Gegeben sind Basis-Merkmal-Sequenzen von 24 Sensoren aus
mehreren Fahrten des Roboters. Sie liegen in der Form von Cases
vor.

Gesucht sind Teilsequenzen,

� die bei der Vorbeifahrt des Roboters an gleichen Objekten
immer wieder auftreten und

� die bei der Vorbeifahrt an anderen Objekten m�oglichst nicht
oder nur selten auftreten.

Mit dem zweiten Punkt ist ein Aspekt angesprochen, der hinterher so gete-
stet werden kann: Auf der Ebene der �ubergeordneten handlungsorientierten
Wahrnehmungs-Merkmale wird sp�ater gelernt werden, welche Kombinatio-
nen von Sensor-Merkmalen, aggregiert zu Sensorgruppen-Merkmalen, ein
handlungsorientiertes Merkmal beschreiben. Damit das gelernt werden kann,
sollte nicht dieselbe Sequenz verschiedene Sensor-Merkmale beschreiben. Sie

59
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ist dann nicht speziell genug, weil anhand dieser Sequenz nicht zwischen
den verschiedenen handlungsorientierten Wahrnehmungs-Merkmalen unter-
schieden werden kann. Hierzu k�onnen die Regelmengen zu verschiedenen
Sensor-Merkmalen daraufhin untersucht werden, ob sie disjunkt sind.

Zu Punkt 1 mu� sichergestellt werden, da� die gefundenen Sequenzen
insgesamt generell genug sind. Schlie�lich soll in der Anwendungsphase je-
desmal eine Zeitintervallwahrnehmung bei ihrer Ausf�uhrung erkannt werden.
Dazu m�ussen von den gefundenen Sequenzen in jeder der entsprechenden
Fahrten des Roboters einige vorkommen. Dieser Test ist im Test der Ab-
deckung des Oberbegri�es1 enthalten.

Zur Erreichung der oben angegebenen Zielsetzung wird folgende Annah-
me gemacht:

Die f�ur die Bildung von Sensor-Merkmalen relevanten Teilse-
quenzen sind h�au�g in den Basis-Merkmal-Sequenzen enthalten.

Die Zielsetzung ist eine Heuristik f�ur die Auswahl der Teilsequenzen
aus den Basis-Merkmal Sequenzen. Die Richtigkeit der Annahme soll im
Experiment nachgewiesen werden.

Der Aggregationsschritt der Clusterung besteht in der Zusammenfassung
h�au�g vorkommender, gleicher Teilsequenzen. Die resultierenden Cluster ha-
ben die Besonderheit, da� die in ihnen enthaltenen Objekte (die Sequenzen)
gleich sind. Ein besonderer Schritt zur Bildung einer Charakterisierung ist
nicht n�otig: Die Beschreibung eines Clusters ist die Sequenz, die dieser Clu-
ster repr�asentiert.

Es geht also darum, in einer Menge von Sequenzen Teilsequenzen zu �n-
den, die mehrfach auftreten. Dazu m�ussen alle vorkommenden Teilsequenzen
jeder L�ange gez�ahlt werden.

4.1 Z�ahlen von Teilsequenzen

Zu Beginn dieses Abschnittes wird festgelegt, was gez�ahlt wird:

Gegeben seien m Sequenzen: F�ur jede Teilsequenz, die in einer
der m Sequenzen enthalten ist, �nde die Anzahl der Sequenzen,
die diese Teilsequenz enthalten.

Diese Z�ahlweise legt fest, da� im Ergebnis steht, wie viele der Eingabese-
quenzen eine bestimmte Teilsequenz enthalten.2 Anders ausgedr�uckt: Z�ahle

1siehe Kap. 1.2.2
2zu unterscheiden von

"
wie oft kommt die Teilsequenz in den Eingabesequenzen vor\
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f�ur alle in den Sequenzen vorkommenden Teilsequenzen X die Sequenzen,
die dem regul�aren Ausdruck *X* gen�ugen. Sequenzen der Form *X*X*...,
in denen das Pattern X mehrfach vorkommt und die damit ebenfalls unter
die Ausdr�ucke der Form *X* fallen, werden mitgez�ahlt, aber nur einfach und
nicht nach Anzahl der Vorkommen von X.

Sp�ater wird bei der Auswahl der Teilsequenzen, die ein Sensor-Merkmal
bilden sollen, das Z�ahl-Ergebnis ausgewertet. Hierbei werden Teilsequenzen,
die in bestimmter Mindestanzahl vorkommen, ausgew�ahlt werden. Zus�atz-
lich wird sich noch herausstellen, da� die L�ange der Teilsequenzen eine Rolle
spielt und ein weiteres Kriterium bei der Auswahl der Teilsequenzen bildet.
Zwei Verfahren, die das Z�ahlen der Teilsequenzen leisten sollen, werden in
den folgenden Unterabschnitten diskutiert.

4.1.1 Pr�a�xb�aume

Als erstes wird nun der Pr�a�xbaum wie im Original in [Rieger, 1996d] vorge-
stellt beschrieben. Danach werden die Modi�kationen beschrieben, die not-
wendig sind, um das oben de�nierte Ergebnis zu erhalten.

Die Pr�a�xb�aume wurden f�ur das Anwendungsgebiet des Lernens von
Sensor-Merkmalen von Anke Rieger entwickelt. Dort werden f�ur �uberwachtes
Lernen Basis-Merkmal-Sequenzen, die ein Sensor-Merkmal darstellen sollen,
als Beispiele direkt vorgegeben. Genauer gesagt, ein Sensor-Merkmal-Fakt
vorgegeben wird, unter anderem inklusive der Fahrtnummer, des Zeitinter-
valls der Wahrnehmung und des Sensors, von dem es wahrgenommen wird.
Die entsprechende Sequenz wird dann �uber einen Abgleich der Argumente
aus den Basis-Merkmals-Daten herausgenommen. Das geschieht mit Hil-
fe des Datenvorbereitungstools, das zu der Beispielinstanz Basis-Merkmale
mit der gleichen Fahrt- und Sensornummer heraussucht, die innerhalb des
angegebenen Zeitintervalls liegen, und diese nach ihrem zeitlichen Auftreten
ordnet. Das Beispiel und die beschreibende Basis-Merkmal-Sequenz bilden
zusammen einen

"
Case\. In diesem Zusammenhang wird das Beispiel f�ur das

Sensor-Merkmal als Zielpr�adikat, die Basis-Merkmal-Sequenz als beschrei-
bende Pr�adikate bezeichnet.

Mit Hilfe des Pr�a�xbaumes wird dann gez�ahlt, welche Sequenzen wie oft
in den Cases vorkommen. Sequenzen, die in Cases mit demselben Sensor-
Merkmal oft genug vorkommen, werden als Beschreibung f�ur dieses Sensor-
Merkmal genommen. Zus�atzlich werden die Vorkommen aller Pr�a�xe der
Seqenzen in den Cases gez�ahlt.



62 KAPITEL 4. CLUSTERN VON SEQUENZEN

Aufbau des Pr�a�xbaumes: Jede Kante von einem Knoten zu seinem
Nachfolger ist mit einem Basis-Merkmal-Pr�adikat versehen. Die Argumen-
te der Pr�adikate sind durch Variablen ersetzt.3 An dieser Stelle gehen die
Bindungen der Argumente aus den Cases verloren, was einem Repr�asenta-
tionswechsel gleichkommt.

Der wesentliche Aspekt der vorher vorhandenen relationalen Repr�asen-
tation der Basis-Merkmale ist die Verkn�upfung der Wahrnehmungen �uber
die Zeitargumente. Die Relation

"
zeitliche Abfolge\ der Wahrnehmungen

spiegelt sich aber auch implizit in der Reihenfolge der Basis-Merkmale als
Listenelemente in den Cases wieder. Diese Reihenfolge bleibt auch beim Er-
setzen der Bindungen durch Variablen erhalten und wird vom Pr�a�xbaum
ausgenutzt.

Ein Knoten repr�asentiert die Sequenz, die von den Basis-Merkmalen der
Kanten gebildet wird, die auf dem Pfad vom Wurzelknoten zu dem Knoten
verfolgt werden. Diese Sequenz ist ein Pr�a�x aller Sequenzen der Folgekno-
ten, die von hier aus erreicht werden k�onnen. Alle Basis-Merkmal-Sequenzen,
die sich mit der von dem Knoten repr�asentierten Sequenz uni�zieren lassen,
werden von dem Knoten abgedeckt. Jeder Knoten besitzt zwei Z�ahler. Der
erste Z�ahler (

"
CC\) enth�alt die Anzahl der Sequenzen, die komplett von

ihm abgedeckt werden. Der zweite Z�ahler (
"
SC\) enth�alt die Anzahl der

Sequenzen, deren Pr�a�x er abdeckt. Das sind Sequenzen, die von einem der
Folgeknoten abgedeckt werden. Weiterhin sind in jedem Knoten die Cases
der ganz oder teilweise abgedeckten Sequenzen gespeichert.

Die Sequenzen werden nacheinander abgearbeitet. Man beginnt jedes-
mal an dem Wurzelknoten. Beginnend mit dem ersten Basis-Merkmal wird
eine Kante gesucht, die mit diesem Merkmal uni�zierbar ist. Ist keine solche
Kante vorhanden, wird sie erzeugt. Von dem �uber diese Kante erreichten Fol-
geknoten ausgehend, wird mit den weiteren Basis-Merkmalen der Sequenz
auf die gleiche Weise verfahren. Der

"
CC\-Z�ahler des Knotens, der auf diese

Weise nach dem letzten Merkmal der Sequenz erreicht wird, wird um eins
hochgez�ahlt. Danach wird mit der n�achsten Sequenz fortgefahren.
Beispiel: Aus den Sequenzen

"
a/6,b/6,c/6\,

"
b/6,c/6\ und

"
a/6,b/6\ wird

der in Abbildung 4.1 gezeigte Baum erzeugt.

Um in dem Pr�a�xbaum zu z�ahlen, wie oft alle in den Sequenzen ent-
haltenen Pr�a�xe vorkommen, werden die

"
SC\-Z�ahler aller Knoten erh�oht,

die bei der Abarbeitung einer Sequenz auf dem Weg vom Wurzelknoten aus
besucht oder neu erzeugt werden. Ausgenommen davon ist der zuletzt er-

3im folgenden dargestellt durch die Kombination Pr�adikatssymbol/Stelligkeit
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Abbildung 4.1: Pr�a�xbaum, CC-Werte

reichte Knoten. Neu erzeugte Knoten werden mit dem Z�ahlerstand Null f�ur

"
CC\ und

"
SC\ initialisiert.

Beispiel: Der Baum aus Abbildung 4.1 sieht dann wie in Abbildung 4.2
gezeigt aus: Die Sequenz

"
a/6,b/6\ ist somit einmal komplett und einmal als

Pr�a�x von
"
a/6,b/6,c/6\ enthalten. Der Pr�a�x

"
a/6\ ist zweifach enthalten,

"
a/6,b/6,c/6\ ist einmal enthalten.

4.1.2 Modi�kationen

Mit dem Pr�a�xbaum, wie er bis hierhin beschrieben ist, kann das zu Beginn
des Abschnittes de�nierte Problem noch nicht gel�ost werden. Zwei Eigen-
schaften wurden dazu von mir modi�ziert.

1. Modi�kation: Mit dem Pr�a�xbaum von Anke Rieger werden
komplette Sequenzen gez�ahlt. Die 1. Modi�kation bewirkt, da�
die Anzahl aller Teilsequenzen gez�ahlt wird. Dabei wird ausge-
nutzt, da� bereits Z�ahler f�ur die Pr�a�xe der Sequenzen einge-
richtet sind.

Um Teilsequenzen zu z�ahlen, werden erst einmal die
"
CC\- und die

"
SC\-

Z�ahler eines Knotens zu einem Z�ahler (
"
CSC\) addiert. Der

"
CSC\-Z�ahler

entspricht dann der Anzahl der Pr�a�xe (einschlie�lich des nullten Pr�a�x),
die die von dem Knoten repr�asentierte Sequenz enthalten. Es mu� noch
die Anzahl aller Su�xe und aller ihrer Pr�a�xe gez�ahlt werden. Dazu wird
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cc=1, sc=0

cc=1,sc=1

cc=0,sc=2

cc=0,sc=3

cc=0,sc=1

cc=1, sc=0

c/6

b/6

a/6 b/6

c/6

Abbildung 4.2: Pr�a�xbaum

die Eingabe des Pr�a�xbaumes modi�ziert: Zu jedem der urspr�unglich ein-
gegebenen Cases werden Cases mit allen Su�xen der enthaltenen Sequenz
generiert. Alle Cases erhalten als Zielpr�adikat das des urspr�unglich einge-
gebenen Cases. Diese Cases werden bei der Bildung des Pr�a�xbaumes zur
Eingabe hinzugenommen.

Die Knoten des so entstandenen Baumes repr�asentieren alle Pr�a�xe al-
ler Su�xe der Sequenzen, also alle Teilsequenzen. Der

"
CSC\-Z�ahler eines

Knotens enth�alt die H�au�gkeit der von ihm repr�asentierten Teilsequenz (die
Anzahl aller Sequenzen, inklusive der aus den Su�xen gebildeten, die die
von dem Knoten repr�asentierte Sequenz, als Pr�a�x haben).
Im Beispiel wird der Pr�a�xbaum zu den obigen Sequenzen zuz�uglich der
Sequenzen

"
b/6,c\,

"
c/6\ (das sind die Su�xe von

"
a/6,b/6,c/6\),

"
c/6\

und
"
b/6\ gebildet (Abb. 4.3). An dem Ergebnis kann man ablesen, da�

die h�au�gste Teilsequenz das
"
b/6\ ist, und da�

"
a/6,b/6\,

"
b/6,c/6\ und

"
c/6\ jeweils zweimal vorkommen.

2. Modi�kation: Mit dem Pr�a�xbaum von Anke Rieger wer-
den Teilsequenzen, die innerhalb einer Sequenz mehrfach vor-
kommen, entsprechend oft gez�ahlt. Die 2. Modi�kation bewirkt,
da� gem�a� der Festlegung zu Beginn von 4.1 im Ergebnis steht,
wie viele der Sequenzen eine bestimmte Teilsequenz enthalten.

Dazu wird auf die in den Knoten gespeicherten Cases zur�uckgegri�en. In
dem Fall, in dem die von einem Knoten repr�asentierte Teilsequenzg mehr-
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Abbildung 4.3: Pr�a�xbaum mit allen Su�xen

fach in derselben Sequenz vorkommt, deckt der Knoten mehrere Cases mit
demselben Zielpr�adikat ab. Diese Cases besitzen dasselbe Zielpr�adikat, da
sie Su�xe derselben Sequenz sind. Die

"
CSC\-Z�ahler der Knoten werden

deshalb um die Anzahl der mehrfach in den gespeicherten Cases vorhande-
nen Zielpr�adikate vermindert.
Beispiel: Die zuletzt dargestellte Problematik sei anhand eines Bei-
spiels noch einmal aufgezeigt: In Abbildung 4.4 ist die Eingabesequenz

"
a/6,b/6,c/6,a/6,b/6\ und der aus ihr entstandene Pr�a�xbaum gezeigt. In
den Knoten sind ihre jeweiligen

"
CSC\ Z�ahlerst�ande angegeben. In dem

rechten Baum ist das Mehrfachz�ahlen gleicher Teilsequenzen innerhalb einer
Eingabesequenz nicht mit Hilfe der Cases verhindert worden. Aus dem lin-
ken Baum geht hervor, da� die Teilsequenzen

"
a/6,b/6\ und

"
b/6\ zweimal

in der Eingabe vorkommen. Der rechte Pr�a�xbaum liefert das gew�unschte
Ergebnis. Dort sind alle vorkommenden Teilsequenzen einfach gez�ahlt, denn
in dem Beispiel sind alle bisher abgearbeiteten Zeichenketten Su�xe ein und
derselben Sequenz.

4.1.3 Su�xb�aume

Die Repr�asentation der Basis-Merkmal-Sequenzen kann, wie gezeigt, redu-
ziert werden. Anstelle der relationalen Darstellung reicht es aus, nur die
Pr�adikatssymbole der Basis-Merkmale zu betrachten und als Zeichenkette
zu interpretieren. Die Pr�adikatssymbole werden als Konstanten angesehen,



66 KAPITEL 4. CLUSTERN VON SEQUENZEN

 

1

1

1

2

2 2

1

1

1

1

 1

1

 a

a

 b

1

1

1

2

2 2

1

1

1

1

 1

1

 

1

1

1

1

1

1

1

 1

1

 a

a

 b

1

1

1

1

1

1

1

 1

1

 b b

1

1

1

a/6

b/6

c/6

a/6

/6

b/6

c/6

a/6

b/6

c/6

a/6

b/6

c/6

a/6

b/6

b/6

 c/6

 a/6

b/6

a/6

b/6

c/6

a/6

/6

Abbildung 4.4: 2. Modi�kation, links: vorher, rechts: nacher

so da� es sich, wenn man diese entsprechend der Sequenz der Basis-Merkmale
aneinanderreiht, dann um Zeichenketten handelt. Das entspricht einer Um-
repr�asentation der Cases nach folgender Formel:

[s hwm dummy(Tr; S; T1; Tn+1; RM; SCL); bf1(Tr;O; S; T1; T2; G1);
bf2(Tr;O; S; T2; T3; G2); :::; bfn(Tr;O; S; Tn; Tn+1; Gn)]

wird zu

TrS = bf1; bf2; :::; bfn.

Dazu ein Beispiel:
[s durch t�ur dummy(t50; s6; 15; 41; parallel; seite);
konstant(t50; 0; s6; 15; 17;�2); steigend(t50; 0; s6; 17; 18; 87);
konstant(t50; 0; s6; 18; 41; 0)]

wird zu

t50s6 = konstant,steigend,konstant.
Der Zeichenkette wird ein Label, bestehend aus Fahrt- und Sensornummer,
hinzugef�ugt, entsprechend dem Namen der Beobachtungen.

Mit der Interpretation der Basis-Merkmal-Sequenzen als Zeichenketten
lassen sich Algorithmen aus dem Bereich des String Matching anwenden.
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Die Problemstellung des Z�ahlens von Teilsequenzen, wie oben festgelegt, ist
aus dem Bereich des String Matching als

"
All Patterns\-Problem bekannt:

Gegeben seien m Zeichenketten: F�ur jede Teilsequenz, die in einer
der m Zeichenketten enthalten ist, �nde die Anzahl der Zeichen-
ketten, die die Teilsequenz enthalten.

In der Literatur �ndet sich zur L�osung des
"
All Patterns\-Problems ein

Verfahren, das auf dem
"
Generalized Su�x Tree\ GST aufbaut [Hui, 1992].

F�ur einen Alternativenvergleich wird dieses Verfahren hier vorgestellt. Der
GST wird dabei mit dem oben beschriebenen Pr�a�xbaum verglichen, danach
wird beschrieben, wie in dem GST gez�ahlt wird. Abschlie�end wird eine
Bewertung vorgenommen, wie gut die gegebene Aufgabenstellung mit den
Verfahren behandelt werden kann.

Der GST ist eine Erweiterung des Su�xbaumes. Eine Beschreibung der
Konstruktion des Su�xbaumes �ndet sich in [McCreight, 1976]. Der Suf-
�xbaum wird aus allen Su�xen einer einzelnen Eingabesequenz gebildet,
im GST sind die Su�xe aller Eingabesequenzen repr�asentiert. Der Su�x-
baum ist damit vergleichbar mit dem Pr�a�xbaum, der aus einer einzelnen
Eingabesequenz und aller ihrer Su�xe gebildet wird. Im Gegensatz zum
Pr�a�xbaum ist eine Kante des Su�xbaumes mit mindestens einem Zeichen
beschriftet, es kommen aber auch Kantenbeschriftungen mit Zeichenketten
vor. Ein Knoten repr�asentiert in diesem Falle die Aneinanderreihung der
Kantenbeschriftungen, die auf dem Pfad vom Wurzelknoten zu dem Kno-
ten verfolgt werden. Diese Sequenz ist wie beim Pr�a�xbaum ein Pr�a�x aller
Sequenzen der Folgeknoten, die von hier aus erreicht werden k�onnen.

Aufbau des Su�xbaumes: Alle Su�xe einer Sequenz werden nachein-
ander abgearbeitet. Beginnend mit der gesamten Sequenz, werden danach
ihre Su�xe in der Reihenfolge ihrer L�ange (die l�angeren zuerst) verarbeitet.
Angefangen wird jedesmal an dem Wurzelknoten. Nun wird versucht, den
gerade bearbeiteten Su�x soweit wie m�oglich auf einen Pfad in dem Baum
abzubilden. Das hei�t: beginnend mit dem ersten Zeichen wird versucht, zei-
chenweise einem Pfad in dem Baum zu folgen, soweit es m�oglich ist. Zeichen,
die nicht auf diesen Pfad abgebildet werden, bilden den Restsu�x. Kann
der ganze Su�x auf einen Pfad abgebildet werden, so ist der Restsu�x

leer.

Es gibt zwei M�oglichkeiten, wie der Pfad enden kann. Fall 1: Der Pfad
endet an einem Knoten, dann gibt es keine davon ausgehende Kante, deren
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Beschriftung mit dem n�achsten Zeichen beginnt. Fall 2: Der Pfad endet auf
einer Kante (innnerhalb der Zeichenkette, mit der die Kante beschriftet ist),
dann stimmt das n�achste Zeichen nicht mit dem nun folgenden Zeichen der
Kantenbeschriftung �uberein.

Am Ende des Pfades wird eine Kante eingerichtet, die den Restsu�x
als Beschriftung erh�alt. Dadurch entsteht bei Fall 2 ein neuer Knoten an der
Stelle der gerade verfolgten Kante, an der die neue Kante eingerichtet wird.
Das Ende der neuen Kante bildet in beiden F�allen einen Knoten. In Fall
2 enststeht auch dann ein neuer Knoten auf der gerade verfolgten Kante,
wenn der Restsu�x leer ist, so als ob eine Nullkante eingef�ugt w�urde.

Am Beispiel der Sequenz
"
a,b,c,a,b\ ist in Abbildung 4.5 der zugeh�ori-

ge Su�xbaum dargestellt. Alle Su�xe der Sequenz sind durch jeweils einen
der Knoten repr�asentiert. In den Knoten, die einen kompletten Su�x re-
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Abbildung 4.5: Su�xbaum

pr�asentieren, ist zus�atzlich vermerkt, zu welcher Eingabesequenz der Su�x
geh�ort, indem dort das oben beschriebene Label gespeichert wird. Die La-
bel werden ben�otigt, wenn aus dem Su�xbaum durch Verarbeitung weiterer
Eingabesequenzen der GST gebildet wird.

Um in dem GST die Anzahl der Vorkommen einzelner Teilsequenzen in
den Eingabesequenzen zu z�ahlen, wird f�ur jeden Knoten die Anzahl ver-
schiedener Label, die in dem von dem Knoten ausgehenden Teilbaum liegen,
ermittelt. In Abbildung 4.6 sind GST und Pr�a�xbaum zu den Sequenzen
T/S-1 =

"
a,b,c,a,b\, T/S-2 =

"
a,b,a,b\ nebeneinandergestellt. Unter den

Knoten sind die Label der Sequenzen angegeben, die die von dem Knoten
repr�asentierte Sequenz enthalten. Aus Gr�unden der �Ubersichtlichkeit sind
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Abbildung 4.6: links GST, rechts modi�zierter Pr�a�xbaum

die Label nur f�ur den mittleren Teilbaum gezeigt. Der Unterschied zwischen
den beiden besteht darin, da� im GST nicht alle Teilsequenzen durch einen
Knoten repr�asentiert werden, hier zum Beispiel das

"
a\. Ein Knoten ent-

steht immer dann nicht, wenn zu einer Teilsequenz keine zweite Teilsequenz
mit unterschiedlichem Su�x existiert, der nach obiger Beschreibung zur Ein-
richtung einer neuen Kante f�uhren w�urde (auf

"
a\ folgt jedesmal ein

"
b\,

g�abe es zus�atzlich in den Sequenzen irgendwo ein
"
a,c\, so w�urde nach dem

"
a\ ein Knoten eine Verzweigung zwischen

"
a,b\ und

"
a,c\ bilden). Somit

sind im GST einige Pr�a�xe nicht durch Knoten repr�asentiert. In [Hui, 1992]

wird vorgeschlagen, als L�osung des \All Patterns\-Problems die von den
Knoten des GST repr�asentierten Teilsequenzen und die Z�ahlerst�ande4 der
Knoten zu nehmen. Weil einige Pr�a�xe aber nicht durch Knoten in dem
GST repr�asentiert sind, ist diese L�osung unvollst�andig.

4Die Z�ahlerst�ande werden dort, anders als hier beschrieben, durch L�osung des
"
Color

Set Size\-Problems im GST ermittelt.
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Aus diesem Grunde wird der modi�zierte Pr�a�xbaum gew�ahlt, um die
Aufgabe des Z�ahlens von Teilsequenzen nach 4.1 zu leisten. Der modi�zier-
te Pr�a�xbaum bildet somit einen wesentlichen Bestandteil des Verfahrens
zum Lernen von Sensor-Merkmalen durch Clustering von Basis-Merkmal-
Sequenzen. Aus diesem Grunde zeigt Abbildung 4.7 im Vergleich die Ver-
fahren sowie die Ein- und Ausgaben bei der Benutzung des Pr�a�xbaumes
zum Lernen aus Beispielen (oberer Bildteil), und des modi�zierten Pr�a�x-
baumes zum Lernen aus Beobachtungen (unterer Bildteil). Letzteres Ver-

Praefixbaum

Anzahl der Vorkommen

- jeder

in den Cases

 Sequenz

- jedes Praefix 

dieAnzahl der Cases, die 

Teilsequenz enthalten,

Fuer alle Teilsequenzen:

zu jedem Case:

erzeuge Cases mit allen

Suffixen der Sequenz

Anzahl der Vorkommen

jeder Teilsequenz in den Cases
Praefixbaum Modifiziertes

Zaehlen

modifizierter
Praefixbaum

Liste von Cases

([Sensor-Merkmal/5, Sequenz],...)

CSC=CC+SC

Liste von Cases

([s_hwm_dummy/6, Sequenz],...)   

Abbildung 4.7: Z�ahlen mit dem Pr�a�xbaum

fahren wird vervollst�andigt durch die Auswertung der Z�ahlergebnisse, die
im n�achsten Abschnitt direkt im Zusammenhang mit den Experimenten be-
schrieben wird.

4.2 Experiment und Auswertung

Mit dem folgenden Experiment soll gezeigt werden, da� sich die Vollst�andig-
keit der Sensor-Merkmale im Vergleich zu den Ergebnissen aus KBG durch
die Anwendung des in diesem Kapitel entwickelten Verfahrens verbessern
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l�a�t.
Das Ergebnis eines Z�ahllaufes mit den Cases zu einem der

s hwm dummy( , , , ,RM=x,SCL=y) Zielpr�adikate soll Regeln f�ur das ent-
sprechende Sensor-Merkmal mit relativer Bewegung RM und der Sensor-
gruppe SCL ergeben. Die gefundenen Teilsequenzen werden zu Pr�amis-
sen der Regeln. Eine weitere Pr�amisse pr�uft die Sensorklasse. Das
s hwm dummy-Pr�adikat ohne den Platzhalter bildet das Zielpr�adikat dieser
Regeln. Der Platzhalter wird jetzt weggelassen, da die so erhaltene Regel-
menge ein Sensor-Merkmal, s hwm/6, beschreibt.

Die zu beantwortende Frage ist, wie das Z�ahlen der Teilsequenzen so
verwertet wird, da� die daraus gebildete Regelmenge das Sensor-Merkmal
beschreibt. F�ur eine Auswahl der Teilseqenzen werden zwei Parameter ein-
gesetzt, entsprechend der zu Beginn des Kapitels festgelegten Zielsetzung.
Diese beiden Parameter sind

a) die Mindestanzahl der Cases, die eine Teilsequenz enthalten, und

b) die Mindestl�ange einer Teilsequenz.

Der erste Parameter entspricht direkt der Annahme bez�uglich relevanter
Teilsequenzen. Er spezi�ziert einen Mindestwert, ab dem h�au�g vorkommen-
de Teilsequenzen ausgew�ahlt werden. Der Parameter Mindestl�ange h�angt
indirekt mit der Zielsetzung zusammen, da� derselbe Cluster von Teilse-
quenzen m�oglichst nur bei einem Sensor-Merkmal auftreten soll, um Mehr-
deutigkeiten zu vermeiden.

Das Problem der Mehrdeutigkeiten ergibt sich nicht nur, wenn gleiche
Cluster auftreten. Bereits wenn die Teilsequenz eines Clusters den Pr�a�x der
Teilsequenz eines Clusters zu einem anderen Sensor-Merkmal bildet, werden
in der Anwendungsphase die beiden entsprechenden Regeln angewandt. Um
das zu verhindern, werden nur Teilsequenzen ab einer bestimmten L�ange
ausgew�ahlt. Denn je l�anger eine Teilsequenz ist, desto unwahrscheinlicher ist
es im allgemeinen, da� sie ein Pr�a�x einer noch l�angeren, ebenfalls h�au�g
vorkommenden Teilsequenz ist. Somit wird auch hier ein Mindestwert vor-
gegeben.

Ergebnisse: Die mit diesem Verfahren erhaltenen Sensor-Merkmale stam-
men aus exakt demselben Lernset wie es im vorigen Kapitel verwendet
wurde. Die Auswertung der Ergebnisse wurde ebenfalls in derselben Wei-
se vorgenommen. Tabelle 4.1 zeigt die entsprechenden Prozentzahlen. Der
Parameter (a) Mindestanzahl wurde auf 10 gesetzt, die Mindestl�ange (b)
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auf 4. Das Ziel, die Vollst�andigkeit der Sensor-Merkmale zu verbessern, ist

s durch t�ur-parallel
seite links seite rechts vorne gro� hinten gro�

geg. abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.
10 100% 6% 100% 3% 100% 22% 100% 22%

s durch t�ur-diagonal
seite links seite rechts vorne gro� hinten gro�

geg. abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.
11 91% 9% 100% 6% 82% 9% 100% 6%

Tabelle 4.1: Testergebnisse

erreicht worden. Bei paralleler Fahrt betr�agt sie hundert Prozent in allen
Sensorgruppen. Auch bei diagonaler Fahrt ist das Verfahren in dieser Hin-
sicht besser, als die beiden Versuche mit KBG. Das so verbesserte Ergebnis
geht allerdings zu Lasten der Korrektheit. Besonders bei den vorderen und
hinteren Sensoren treten h�ohere Fehlerraten auf.

Die h�ohere Vollst�andigkeit im Vergleich zu KBG l�a� sich dadurch er-
kl�aren, da� mit KBG nicht alle Sequenzen gefunden werden, die beim Z�ahlen
der Teilsequenzen gelernt wurden. Das �Ahnlichkeitsma� ist nicht direkt auf
das Au�nden gleicher Teilsequenzen zugeschnitten. Verschiedene E�ekte
werden hierbei wirksam.
Beispiel 1: Bei mehreren Sequenzen, die alle dieselbe interessante Teilse-
quenz enthalten, werden deren �Ahnlichkeiten untereinander auch durch die
restlichen enthaltenen Basis-Merkmale beeinu�t, so da� verschiedene �Ahn-
lichkeitswerte errechnet werden.
Beispiel 2: Zwei Sequenzen, die aus zwei gemeinsamen Teilsequenzen der
L�ange 3 bestehen, werden als �ahnlicher angesehen, als zwei Sequenzen, denen
eine Teilsequenz der L�ange 4 gemeinsam ist.

Die Vollst�andigkeit ist bei der Bewertung der Sensor-Merkmale das wich-
tigere Kriterium. Die Sensor-Merkmale stehen in der Hierarchie der Wahr-
nehmungs-Merkmale auf der zweituntersten Ebene. Auf den h�oheren Ebe-
nen kann noch verhindert werden, da� aus einem falsch abgeleiteten Sensor-
Merkmal das entsprechende handlungsorientierte Wahrnehmungsmerkmal
abgeleitet wird. Fehlt dagegen ein Sensor-Merkmal, so kann es auch in den
h�oheren Ebenen der Hierarchie nicht abgeleitet werden; mehr dazu in Kapi-
tel 5.2 .

Zum Vergleich der Laufzeiten sind in Tabelle 4.2 die Zeiten f�ur den Auf-
bau des Pr�a�xbaumes gegeben, welcher den Kern des Verfahrens ausmacht.
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Die Zeiten sind gemittelt �uber den gemessenen Zeitbedarf in den einzelnen
Sensorgruppen, wobei die Gruppe der Seitensensoren wieder einiges mehr
an Zeit ben�otigt. Die letzte Spalte zeigt die Gesamtlaufzeit des Verfahrens
f�ur ein Sensor-Merkmal mit allen drei Sensorgruppen. Hierin enthalten sind
die Schritte zur Erzeugung aller Su�xe sowie die Auswahl der Sequenzen
und die Bildung der Regeln, die bei KBG von Hand vorgenommen wurden.

Sensor-Merkmal RM Pr�a�xbaum Gesamtlaufzeit
Laufzeit

s durch t�ur parallel 5 Sek. 53 Sek.
s durch t�ur diagonal 12 Sek. 113 Sek.

Tabelle 4.2: Laufzeiten



Kapitel 5

Weitere Lernergebnisse

Das Kapitel besteht aus zwei unabh�angigen Teilen. Im ersten Teil werden mit
dem Verfahren aus dem letzten Kapitel weitere Sensor-Merkmale gelernt.
Im zweiten Teil wird ein Vergleich mit Sensor-Merkmalen aus �uberwachtem
Lernen vorgenommen.

5.1 Alle Sensor-Merkmale

In diesem Abschnitt soll gezeigt werden, da� mit dem verwendeten Ansatz
weitere Sensor-Merkmale gelernt werden k�onnen. Gelernt werden sollten die
Sensor-Merkmale s durch t�ur/6, s entlang t�ur/6 sowie s entlang schrank/6.
Zu den ersten beiden Sensor-Merkmalen wurden Versuche mit relativer Be-
wegungsrichtung parallel- und diagonal-entlang durchgef�uhrt, zum letzteren
ausschlie�lich Versuche mit parallel-entlang. Die Lernl�aufe wurden wieder
mit simulierten Daten der Roboterfahrten aus Traces-4 durchgef�uhrt.1 Zu je-
dem der Sensor-Merkmale wurden alle Fahrten verwendet, die unter Traces-4
jeweils vorhanden sind. Jede Fahrt enth�alt jeweils ein handlungsorientiertes
Wahrnehmungs-Merkmal; Die Fahrten im Detail:

Sensor-Merkmal RM Fahrten
s durch t�ur parallel t50,t51,t60,t61,t70,t71,t80,t81,t90,t91
s durch t�ur diagonal t30,t52,t53,t62,t63,t72,t73,t82,t83,t92,t93
s entlang t�ur parallel t54,t64,t74,t84,t94,t55,t65,t75,t85,t95
s entlang t�ur diagonal t31,t56,t66,t76,t86,t96
s entlang schrank parallel t105,t123,t131,t132,t142,t152

1Varianten
"
sfmgd traces30-150 und

"
bpf traces30-150 1, 2 und 4\

74
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In der folgenden Tabelle sind zu jeder Sensorklasse die Zahlen der Cases
angegeben - die Zahl der Fahrten multiplipziert mit der Zahl der Sensoren je
Sensorklasse. Von den oben genannten Fahrten bildete jeweils eine Fahrt den
Testset, der Lernset setzt sich dementsprechend aus den restlichen Fahrten
zusammen (

"
leave-one-out\). Bei den

"
s entlang \ Merkmalen wurden nur

Sensorwahrnehmungen der dem Merkmal zugewandten Seite des Roboters
genutzt, womit sich bei der Klasse

"
seite\ die Zahl der Sensoren auf f�unf hal-

biert und bei den anderen beiden Klassen vier, statt neun Sensoren beteiligt
sind. Die angegebenen Cases bilden jeweils eine Eingabe f�ur das Z�ahlen mit
dem modi�zierten Pr�a�xbaum.

Sensor-Merkmal RM seite vorne gro� hinten gro�
s durch t�ur parallel 9*10 9*9 9*9
s durch t�ur diagonal 10*10 10*9 10*9
s entlang t�ur parallel 9*5 9*4 9*4
s entlang t�ur diagonal 5*5 5*4 5*4
s entlang schrank parallel 5*5 5*4 5*4

Verschiedene Lernvarianten Die Lernl�aufe zu jedem der 5 Sensor-
Merkmale werden mit

� verschiedenen Basis-Merkmalen als Hintergrundwissen,

� verschiedenen Parametern f�ur die Auswahl der Teilsequenzen,

� verschiedener Aufteilung der Fahrten in Lernset und Testset,

durchgef�uhrt. Aus der Kombination verschiedener Festlegungen dieser drei
Punkte ergeben sich insgesamt sechs Lernvarianten. Diese sind in Tabelle 5.1
aufgef�uhrt. Die unter Testset angegebenen Fahrten sind diejenigen, die beim
Lernen aus der Gesamtmenge der Fahrten herausgenommen wurden. Das ist
jeweils eine f�ur jedes der 5 Sensor-Merkmale. Alle dort nicht angegebenen
Fahrten bilden den Lernset des entsprechenden Sensor-Merkmales (gem�a�
der Tabelle am Beginn dieses Abschnittes).

Da zur Erzeugung der Basis-Merkmale beim �uberwachten Lernen der
Sensor-Merkmale ein Parameter f�ur die

"
Emp�ndlichkeit\ in zwei Lern-

schleifen ermittelt wird, soll auch hier der E�ekt des Parameters auf die Ler-
nergebnisse untersucht werden. Je h�oher der Parameter, desto eher werden
Ausrei�er bei den Sensorme�werten noch mit vorhergehenden Messungen
in ein Basis-Merkmal aufgenommen, anstatt ein neues zu bilden. Es wer-
den Basis-Merkmal-Varianten verwendet, die mit den Parametern 8 (bp8),
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Nr. Basis- L�ange Anzahl Testset extra
Merkmale L� CSC� Parameter

1. bp15 4 4 t90,t92,t95,t96,t123 -
2. bp10 4 4 t90,t92,t95,t96,t123 -
3. bp8 4 4 t90,t92,t95,t96,t123 -
4. bp8 4 4 t50,t52,t54,t96,t123 -
5. bp8 5 3 t90,t92,t95,t96,t123 -
6. bp8 4 2 t90,t92,t95,t96,t123 2*L+CSC� 14

Tabelle 5.1: 6 Lernvarianten

10 (bp10) und 15 (bp15) erzeugt wurden. Um die Ergebnisse vergleichen
zu k�onnen, wurde zu den Lernl�aufen mit verschiedenen Basis-Merkmal-
Varianten jeweils eine Lernvariante erstellt, bei der die restlichen Parameter

�ubereinstimmen (Nr. 1-3).

Zu einer der Basis-Merkmal-Varianten wurde entlang der restlichen Pa-
rameterdimensionen variiert (Lernvariante Nr. 3-6). Es wurden sowohl an-
dere Fahrten beim Lernen ausgelassen um den Testset zu bilden (Nr. 4), als
auch weitere Werte der Parameter (a) Mindestanzahl und (b) Mindestl�ange
ausprobiert (Nr. 5 und 6). Die Gr�o�e des Unterschiedes im Vergleich der
Ergebnisse bei den Lernvarianten Nr. 3 und Nr. 4 zeigt die Emp�ndlich-
keit des Verfahrens gegen�uber dem verwendeten Lernset. Der Parameter,
der die Mindestl�ange einer Basis-Merkmal-Sequenz vorschreibt, wurde em-
pirisch ermittelt. Es hat sich herausgestellt, da� Sequenzen der L�ange 3 nicht
hinreichend diskriminieren. Die Mindestl�ange dagegen auf f�unf zu setzen, be-
deutet zu wenig Sequenzen zu lernen.2 Auch die Werte f�ur den Parameter
Mindestanzahl liegen in einem kleinen Intervall: Mehr als einmal mu� eine
Sequenz mindestens vorkommen, damit ein Cluster bildbar ist. Um nicht
zu speziell zu werden, wird der Mindestwert noch etwas h�oher angesetzt.
Dagegen darf die verlangte Mindestanzahl nicht zu hoch liegen, wenn sehr
lange Sequenzen, die hervorragend diskriminieren, gelernt werden sollen.

In Lernvariante Nr. 6 ist deswegen aus den Parametern (a) Mindestan-
zahl und (b) Mindestl�ange ein weiterer gebildet worden, der einen

"
Tradeo�\

zwischen den beiden Parametern erlaubt: F�ur jedes Basis-Merkmal, um das
eine Sequenz l�anger als vier ist, reduziert sich die Mindestanzahl um zwei,
so da� bei einer L�ange von 6 die Mindestanzahl nur noch 3 betr�agt. Eine
Sequenz der L�ange vier mu� mindestens siebenmal vorkommen.

2vgl. sp�ater die Ergebnisse hierzu
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Nach den Lernl�aufen: Von den in einer Lernvariante gelernten Basis-
Merkmal-Sequenzen werden die unbrauchbaren, die das nichtssagende Merk-
mal

"
keine bewegung\ enthalten, gel�oscht.

Alle anderen Sequenzen werden als Bestandteil von Metafakten zu ent-
sprechenden Regelmodellen in MOBAL geladen. Dort werden Regeln zur
Ableitung von Sensor-Merkmalen gebildet. Um diese mit den Regeln infe-
rieren zu k�onnen, werden die Basis-Merkmal-Sequenzen3 aller (zu Beginn
des Abschnittes) angegebenen Fahrten als Hintergrundwissen hinzugeladen.
Ebenfalls als Hintergrundwissen werden Fakten zu den Sensorklassen4 der
einzelnen Sensoren w�ahrend aller Fahrten eingef�ugt. Obwohl die Sensor-
Merkmale der beiden Seitenklassen

"
links\ und

"
rechts\ zusammen in einer

Sensorgruppe gelernt wurden, ist in den Tests zwischen den beiden unter-
schieden worden, um erstens die Korrektheit bei

"
entlang-\Fahrten �uber-

pr�ufen zu k�onnen, und zweitens weil sp�ater Regelmodelle h�oherer Ebenen
der Repr�asentationshierarchie verwendet werden sollen.

Die in MOBAL inferierten Sensor-Merkmale bilden zusammen mit den
Beispielen der handlungsorientierten Wahrnehmungsmerkmale die Eingabe
eines Programmes, das die Abdeckung der Beispiele in der in 1.2.2 beschrie-
benen Weise z�ahlt. Ein detailliertes Ergebnis ist f�ur Lernvariante Nr. 2 in
Anhang B zu �nden. Alle Ergebnisse sind in den Tabellen 5.2 - 5.6 zusam-
mengefa�t und werden nun nach Sensor-Merkmalen getrennt kommentiert.
In der Zeile unter dem Strich sind die gemittelten Prozentwerte der einzelnen
Sensorgruppen noch einmal zu einem Wert f�ur die Vollst�andigkeit und die
Korrektheit zusammengefa�t. Diese Werte erlauben eine allgemeine Aussage
dar�uber, wie gut das Sensor-Merkmal insgesamt gelernt werden konnte.

s durch t�ur-parallel Das beste Ergebnis zu diesem Sensor-Merkmal
wurde mit Lernvariante Nr. 2 gewonnen, was f�ur den Parameter bp10 bei
den Basis-Merkmalen spricht. Was die Vollst�andigkeit betri�t, wird in den
Fahrten t70, t71 keines f�ur die Sensorgruppe

"
seite links\ und in der Fahrt

t91 kein Merkmal f�ur
"
hinten gro�\ abgeleitet. Damit liegt die Vollst�andig-

keit der vorderen und hinteren Sensor-Merkmale zusammengenommen bei
95% . Die seitlichen Sensor-Merkmale zusammengenommen sind nur zu 90%
vollst�andig. Daf�ur sind die Sensor-Merkmale der Seitensensoren zu 100%
korrekt. Da die Sensor-Merkmale der Sensorgruppe

"
vorne gro�\ in 2 von

33 Fahrten, die nicht parallel durch eine T�ur gingen, abgeleitet wird, betr�agt

3bp8, bp10 oder bp15: jeweils der Parameter der Lernvariante
4Variante sclasses mg t30-150
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Nr. seite links seite rechts vorne gro� hinten gro�
abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.

1. 60% 0% 100% 0% 100% 6% 30% 0%
2. 80% 0% 100% 0% 100% 6% 90% 15%
3. 60% 6% 100% 0% 100% 6% 80% 12%
4. 70% 18% 100% 12% 100% 0% 90% 15%
5. 40% 0% 70% 0% 80 % 0% 30% 0%
6. 80% 18% 100% 12% 100% 21% 100% 15%

ges. 65% 7% 95% 4% 97% 7% 70% 10%

ges. abgedeckt 82% neg. 7%

Tabelle 5.2: s durch t�ur-parallel

der Fehler hier 2
33*100% � 6%. Der Fehler bei den hinteren Sensoren betr�agt

5
33*100% � 15%. Bei den Lernvarianten Nr. 1 und Nr. 3, die sich von Nr. 2
nur durch die verwendeten Basis-Merkmale unterscheiden, sind die Ergeb-
nisse insgesamt weniger vollst�andig. Insbesondere die hinteren Sensoren in
Lernvariante Nr. 1 leiten nur wenige Sensor-Merkmale ab. Lernvariante Nr.
3 liefert zus�atzlich unkorrekte Sensor-Merkmale der Seitensensoren.

Beim Lernen mit Lernvariante Nr. 4 wurde im Vergleich zu Nr. 3 ei-
ne andere Fahrt ausgelassen. Es werden mehr Sensor-Merkmale abgeleitet,
korrekte wie unkorrekte. Diese Tendenz ist bei Lernvariante Nr. 6 mit dem
extra Parameter noch gr�o�er. Die Ergebnisse mit Lernvariante Nr. 5 sind,
wenn auch korrekt, deutlich zu unvollst�andig. Die Mindestl�ange der Basis-
Merkmal-Sequenzen von f�unf f�uhrt dazu, da� die Sensor-Merkmale der Fahrt
t85 komplett fehlen.

Positiv zu vermerken ist, da� jeweils in den Fahrten des Testsets, t50
oder t90, die Sensor-Merkmale richtig vorhergesagt werden.

s durch t�ur-diagonal In Lernvariante Nr. 2 ist das Verh�altnis von
Vollst�andigkeit und Korrektheit wiederum am ausgewogensten. Die Sensor-
Merkmale der Seitensensoren sind zu 94% korrekt (die der vorderen und
hinteren Sensoren zu 100% und zu 97%). Die Vollst�andigkeit betr�agt hier
100%, bei den vorderen und hinteren Merkmalen immerhin noch 82% bezie-
hungsweise 91%.

Im Vergleich zu den parallelen Fahrten durch die T�ur werden bei Diago-
nalfahrten l�angere Basis-Merkmal-Sequenzen wahrgenommen. Das erkl�art
die etwas besseren, aber weiterhin indiskutablen Ergebnisse mit Lernvarian-
te Nr. 5, die eine Mindestl�ange von 5 vorschreibt.
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Nr. seite links seite rechts vorne gro� hinten gro�
abgedeckt neg. abgedeckt neg. abgedeckt neg. abgedeckt neg.

1. 73% 0% 91% 6% 82% 0% 91% 0%
2. 100% 6% 100% 6% 82% 0% 91% 3%
3. 100% 31% 100% 6% 82% 0% 91% 3%
4. 100% 31% 100% 6% 82% 0% 100% 3%
5. 64% 3% 91% 6% 45% 0% 73% 3%
6. 100% 41% 100% 12% 100% 6% 100% 6%

ges. 90% 19% 97% 7% 74% 1% 91% 3%

ges. abgedeckt 88% neg. 7%

Tabelle 5.3: s durch t�ur-diagonal

Auch dieses Sensor-Merkmal wird in den Fahrten des Testsets, t52 be-
ziehungsweise t92, ebenfalls abgeleitet.

Nr. seite links und rechts vorne gro� hinten gro�
abgedeckt neg. abgedeckt neg. abgedeckt neg.

4. 70% 3% 80% 9% 0% 0%
5. 30% 0% 0% 0% 70% 0%
6. 70% 3% 40% 6% 80% 12%

ges. 57% 2% 40% 5% 50% 4%

ges. abgedeckt 49% neg. 4%

Tabelle 5.4: s entlang t�ur-parallel

s entlang t�ur-parallel Dieses ist von den untersuchten Sensor-Merkma-
len mit einem Gesamtergebnis von nur 49% Vollst�andigkeit das am schwer-
sten zu lernende. Zu den Lernvarianten Nr. 1 - 3 ist in mehr als der H�alfte
der Fahrten �uberhaupt kein Sensor-Merkmal gelernt worden. Daher sind die
Ergebnisse auch in der Tabelle 5.4 nicht aufgef�uhrt.

Die Fahrt t95 die in Lernvariante Nr. 4 anstelle von t54 eingesetzt wird
scheint einige wichtige Sequenzen zu enthalten. Jedenfalls konnte hier, zu-
sammen mit Lernvariante Nr. 6 das beste Ergebnis erzielt werden.

Es gilt zu beachten, da� bei diesem und den weiteren
"
entlang\-

Merkmalen entweder nur die linke, oder nur die rechte Seite das Merkmal
wahrnehmen kann. Der Roboter ist in den Fahrten mit gerader Nummer
(t54, t64 ...) mit der linken Seite, in den Fahrten mit ungerader Nummer
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(t55, t65 ...) mit der rechten Seite an der T�ur entlanggefahren. In der Tabelle
sind aus diesem Grunde die Ergebnisse der Seitensensoren zusammengefa�t,
wobei darauf geachtet wurde, ob das Merkmal auf der richtigen Seite abge-
leitet wurde.

Das gute Ergebnis mit Lernvariante Nr. 6 l�a�t sich damit erkl�aren, da�
durch den extra Parameter das Auswahlkriterium besser an die verminder-
te Zahl der Cases angepa�t werden konnte. Dementsprechend wurden mit
Lernvariante Nr. 5 ebenfalls bessere Ergebnisse erzielt, als mit der vergleich-
baren Lernvariante Nr. 3. In Lernvariante Nr. 5 ist die Mindesth�au�gkeit
um eins niedriger, was bewirkt, da� wenigstens in 3 Fahrten eine Regel ge-
lernt wurde, die f�ur einen seitlichen Sensor das Merkmal ableitet, obwohl die
Mindestl�ange um eins h�oher liegt.

Zu der Fahrt t95 des Testsets wird in Lernvariante Nr. 6 ein Sensor-
Merkmal richtig vorhergesagt. Ein Sensor-Merkmal der Fahrt t54, die zu
Lernvariante Nr. 4 den Testset bildet, wird nicht vorhergesagt.

Das entsprechende Sensor-Merkmal mit der relativen Bewegung
"
diago-

nal\ konnte aufgrund der dort wahrgenommenden l�angeren Basis-Merkmal-
Sequenzen besser gelernt werden. Deshalb wurde versucht,

"
s entlang t�ur-

parallel\ mit Sequenzen der L�ange 3 zu lernen. Die Menge der erhaltenen
Sequenzen war aber nicht geeignet, das Sensor-Merkmal von anderen zu
unterscheiden. Hier sind Verbesserungen erw�unscht.

Nr. seite links und rechts vorne gro� hinten gro�
abgedeckt neg. abgedeckt neg. abgedeckt neg.

1. 33% 0% 33% 0% 33% 0%
2. 83% 0% 83% 3% 50% 0%
3. 83% 8% 83% 3% 50% 0%
4. 83% 8% 83% 3% 50% 0%
5. 33% 0% 83% 0% 33% 0%
6. 83% 8% 83% 3% 50% 0%

ges. 66% 4% 75% 2% 44% 0%

ges. abgedeckt 62% neg. 3%

Tabelle 5.5: s entlang t�ur-diagonal

s entlang t�ur-diagonal In allen Fahrten liegt die T�ur zur rechten des
Roboters. Dort kann das Sensor-Merkmal in Lernvariante Nr. 2 von den
rechten und den vorderen Sensoren in 5/6 der F�alle, von den hinteren in 3/6
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der F�alle abgeleitet werden. Fahrt t86 ist ein Sonderfall, die T�ur liegt dort
zu nahe an der n�achsten Wand. Mit (ohne) Ber�ucksichtigung dieser Tat-
sache liegt damit die Vollst�andigkeit bei 100% (83%) beziehungsweise 60%
(50%). Bis auf einen

"
Ausrei�er\ in Fahrt t53, sind alle Sensor-Merkmale in

Lernvariante Nr. 2 korrekt abgeleitet.

Die Ergebnisse der weiteren Lernvarianten sind wieder etwas schlech-
ter. Wie bei den anderen Sensor-Merkmalen auch, tendiert Lernvariante Nr.
1 zu unvollst�andigen, Lernvariante Nr. 3 zu unkorrekten Ergebnissen. Die
Lernvarianten Nr. 4-6 liefern keine neuen Erkenntnisse, was die Variation
der Parameter anbetri�t. Zu der Testfahrt t96 sind bei Lernvariante Nr. 2
entsprechende Sensor-Merkmale abgeleitet worden.

Nr. seite links und rechts vorne gro� hinten gro�
abgedeckt neg. abgedeckt neg. abgedeckt neg.

1. 100% 11% 100% 0% 100% 3%
2. 100% 3% 50% 0% 83% 0%
3. 100% 3% 100% 0% 100% 0%
4. 100% 3% 100% 0% 100% 0%
5. 100% 3% 83% 0% 83% 0%
6. 100% 3% 100% 0% 100% 14%

ges. 100% 4% 89% 0% 94% 3%

ges. abgedeckt 94% neg. 2%

Tabelle 5.6: s entlang schrank-parallel

s entlang schrank-parallel Trotz der geringen Anzahl Fahrten in den
Lernvarianten konnte das Merkmal gut gelernt werden. In allen Fahrten
liegt die T�ur links vom Roboter. Bei den Lernvarianten Nr. 3 und 4 werden
alle Sensor-Merkmale vollst�andig abgeleitet, viele mehrmals, auch in der
Testfahrt t123. Ebenfalls bei Lernvariante Nr. 3 und 4 sind die Merkmale
korrekt. Die in der Tabelle dort als unkorrekt vermerkten Sensor-Merkmale
stammen aus der Fahrt t95 und sind leicht erkl�arbar. Direkt neben der T�ur,
an der der Roboter in Fahrt t95 parallel entlangf�ahrt, steht auch ein Schrank.

Folgerungen: Zusammenfassend wird festgestellt, da� der verwendete
Ansatz zum Lernen von Sensor-Merkmalen auf verschiedene handlungsori-
entierte Wahrnehmungen angewendet werden kann. Die Qualit�at der Ergeb-
nisse ist abh�angig von den gew�ahlten Parametern, der Gr�o�e der Eingabe
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und besonders von der Art der durch das jeweilige Objekt hervorgerufenen
Basis-Merkmal-Sequenzen.

Um eine Vorstellung der Sensor-Merkmale geben zu k�onnen, sind zu ei-
nigen ausgew�ahlten die gelernten Regeln im Anhang abgedruckt, unter dem
Abschnitt B.2. Das Sensor-Merkmal

"
durch t�ur-parallel\ wird durch einige

wenige Regeln beschrieben. Zu allen drei Sensorklassen sind die Sequenzen
nicht l�anger als vier Basis-Merkmale. Anders dagegen die Sequenzen bei
diagonalen Fahrten. Das Sensor-Merkmal

"
s entlang t�ur-diagonal\ wird nur

durch Sequenzen der L�angen f�unf und sechs beschrieben. Die Regelmenge
zu dem Sensor-Merkmal

"
s durch d�ur-diagonal\ ist um einiges gr�o�er. Allein

das Merkmal der seitlichen Sensoren wird durch 45 Sequenzen beschrieben,
deren L�angste aus acht Basis-Merkmalen besteht.

Die Regelmengen zeigen, da� teilweise Wahrnehmungen der Umgebung,
von der sich ein Objekt abhebt, zur Charakterisierung in das Merkmal mit
einbezogen werden. Die Merkmale sind demnach insofern nicht Ortsinvari-
ant, als sie f�ur verschiedene Umgebungen (

"
Schrank direkt hinter der T�ur\,

"
Blumentopf in geringem Abstand vor der T�ur\) neu gelernt werden m�ussen.
Zur Unterscheidung dieser F�alle bietet es sich an, jeweils ein eigenes Sensor-
Merkmal zu bilden.

Bei der Untersuchung der Regelmengen wurde beobachtet, da� die Re-
gelmengen der f�unf Sensor-Merkmale vollkommen disjunkt sind!5 Damit ge-
staltet sich das Durchlaufen der Hierarchie der Wahrnehmungs-Merkmale
sehr einfach, da die Sensor-Merkmale bereits zwischen den verschiedenen
handlungsorientierten Wahrnehmungs-Merkmalen diskriminieren.

Nicht disjunkt sind, aufgrund des Designs �uberlappender Sensorklassen,
die Regelmengen verschiedener Sensorklassen zu demselben Merkmal. Dort
gibt es einige �Uberschneidungen.

5.2 Vergleich mit �uberwachtem Lernen

In diesem Teil der Arbeit soll ein Vergleich der gelernten Sensor-Merkmale
mit den beim �uberwachten Lernen verwendeten Kantenmerkmalen statt�n-
den. Aufgrund der Unterschiedlichkeit der Merkmale k�onnen sie nicht direkt
verglichen werden. Stattdessen wird f�ur die Sensor-Merkmale

"
s durch t�ur-

parallel\ und
"
s durch t�ur-diagonal\ gezeigt, wie in sehr einfacher Weise

handlungsorientierte Wahrnehmungs-Merkmale aus ihnen abgeleitet werden

5Diese Untersuchung wurde ganz zu Beginn von Kapitel 4 motiviert.
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k�onnen. Der Vergleich soll auch deswegen auf oberster Ebene der handlungs-
orientierten Wahrnehmungen gef�uhrt werden, da die Ableitung der richtigen
Merkmale auf dieser Ebene ein in sich abgeschlossenes Zielkriterium bildet.

Die Ergebnisse werden verglichen mit den handlungsorientierten
Wahrnehmungs-Merkmalen, die nach dem Lernen der Regeln in den drei
Hierarchieebenen mit den Kantenmerkmalen abgeleitet wurden. Die Hypo-
these ist: Mit den un�uberwacht gelernten Sensor-Merkmalen k�onnen auf der
Ebene der handlungsorientierten Wahrnehmungs-Merkmale bessere Ergeb-
nisse erzielt werden, als es bisher mit �uberwacht gelernten Kantenmerkmalen
gelungen ist.

Sensorgruppen-Merkmale: Ein Aspekt des Lernens auf dieser Hierar-
chieebene, welche aus einer Vielzahl von Sensorgruppen �uberhaupt vorkom-
men, entf�allt, weil hier nur die wenigen mit Hilfe von KBG 6 empirisch ermit-
telten Sensorgruppen vorgegeben wurden. Es mu� nur noch gelernt werden,
wie viele Sensor-Merkmale mit jeweils derselben Sensorgruppe zusammen
ein Sensorgruppen-Merkmal ableiten.

Dazu wird dasselbe Bewertungskriterium wie auch schon bei den Sensor-
Merkmalen angewandt: Die Abdeckung des Oberbegri�es, des entsprechen-
den handlungsorientierten Wahrnehmungs-Merkmales. Die Zahl der Sensor-
Merkmale, die zusammen ein gleichnamiges Sensorgruppen-Merkmal ablei-
ten, ergibt sich aus zwei gegens�atzlichen Kriterien. Sie sollte:

a) So niedrig liegen, da� die Vollst�andigkeit des Sensorgruppen-
Merkmales im Vergleich zu dem Sensor-Merkmal nicht sinkt.

b) So hoch liegen, da� die Korrektheit m�oglichst verbessert wird.

Handlungsorientierte Wahrnehmungs-Merkmale: Zur Ableitung
handlungsorientierter Wahrnehmungs-Merkmale wird das in [Klingspor et
al., 1996] in Abschnitt 5.3 verwendete Regelmodell in abgewandelter Form
benutzt. Zu dem dort angegebenen Regelmodell k�onnen Regeln gelernt wer-
den, die aus zwei Sensorgruppen-Merkmalen, die gleichzeitig wahrgenommen
werden, ein handlungsorientiertes Wahrnehmungs-Merkmal ableiten. Das
Regelmodell wird hier so abgewandelt, da� die Sensorgruppen-Merkmale
nicht gleichzeitig, sondern nur innerhalb eines Intervalls wahrgenommen wer-
den m�ussen.

6siehe Anhang A.2
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Im Prinzip soll gelernt werden, in welchen beiden Sensorgruppen un-
gef�ahr gleichzeitig dasselbe Sensorgruppen-Merkmal wahrgenommen wer-
den mu�, damit das entsprechende handlungsorientierte Wahrnehmungs-
Merkmal abgeleitet werden kann. Bei der �uberschaubaren Zahl an Sensor-
gruppen kann hier dieser Schritt auch von Hand vorgenommen werden. Ins-
besondere zu dem Merkmal durch t�ur l�a�t sich die folgende Regel leicht
angeben:

sg_durch_tuer(Tr, seite_rechts ,T1,T2,diagonal) &

sg_durch_tuer(Tr, seite_links ,T3,T4,diagonal) &

-10 < (T1-T3) =< 0

--> durch_tuer(Tr,T1,T4,diagonal)

Die Regel wird auch mit
"
parallel\ anstelle von

"
diagonal\ verwandt.

Experiment: F�ur den Vergleich mit �uberwachtem Lernen werden in bei-
den F�allen die gleichen Datens�atze zum Lernen der drei Hierarchieebenen
benutzt. Es sind dies die bereits in den Kapiteln 3 und 4 verwendeten Daten
(siehe Abbildung 3.1 in Kapitel 3).

Aus den in 4.2 gelernten Sensor-Merkmalen werden direkt Sensorgrup-
pen-Merkmale abgeleitet. Die Zahl der Sensor-Merkmale, die zusammen ein
gleichnamiges Sensorgruppen-Merkmal ableiten, liegt damit gem�a� des Kri-
teriums a) bei 1. Dieser Wert wurde hier empirisch ermittelt. Bereits bei
einem Wert von 2 sinkt die Vollst�andigkeit um einiges. Um die Ausma-
�e zeigen, ist der Fall in der Ergebnistabelle unten auch gezeigt (Spalte
sf sgf 2). Der Wert kann hier so niedrig angesetzt werden, da die Ergebnisse
bereits bei den Sensor-Merkmalen so gute Korrektheitswerte aufweisen, da�
Fehler durch die Regel auf der Ebene der handlungsorientierten Wahrneh-
mungsmerkmale kompensiert werden. Den Wert h�oher anzusetzen, macht
erst bei unregelm�a�igeren Roboterdaten Sinn, bei denen weniger korrekte
Ergebnisse zu erwarten sind.7

Mit der oben angegebenen Regel werden f�ur
"
parallel\ und

"
diago-

nal\, aus den Sensorgruppen-Merkmalen durch t�ur/4-Merkmale abgeleitet.
Die Evaluierung der abgeleiteten handlungsorientierten Wahrnehmungs-
Merkmale kann dieses Mal direkt anhand der gegebenen Beispiele vorge-
nommen werden. In Tabelle 5.7 ist das Ergebnis gezeigt. Das Ergebnis wird

7Dort kann der Wert (gegebenenfalls unter Verzicht auf 100% Vollst�andigkeit), zu-
gunsten der Korrektheit nach Kriterium b) h�oher gew�ahlt/gelernt werden.
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durch t�ur-parallel
sf sgf 1 sf sgf 2

geg. abgedeckt neg. abgedeckt neg.
10 100% 0% 90% 0%

durch t�ur-diagonal
sf sgf 1 sf sgf 2

geg. abgedeckt neg. abgedeckt neg.
11 91% 0% 82% 0%

Tabelle 5.7: durch t�ur/4 mit Sensor-Merkmalen aus Kapitel 4

plausibel, wenn man sich die Ergebnisse zu den Sensor-Merkmalen der rech-
ten und linken Seite (Kapitel 4, Tabelle 4.1) ansieht: Die Vollst�andigkeit
ist aufgrund der zuletzt angewendeten Regel h�ochstens gleich der geringeren
Vollst�andigkeit einer der beiden Sensorgruppen (Spalte

"
sf sgf 1\). Werden

Sensorgruppen-Merkmale erst bei mindestens 2 gleichen Sensor-Merkmalen
abgeleitet, sinkt die Vollst�andigkeit (Spalte

"
sf sgf 2\). Die Zahl der unkor-

rekt abgeleiteten handlungsorientierten Wahrnehmungs-Merkmale liegt bei
0, da keines der unkorrekt abgeleiteten Sensor-Merkmale in beiden Sensor-
gruppen

"
seite links\ und

"
seite rechts\ wahrgenommen wurde.

Zum Vergleich sind in Tabelle 5.8 die Ergebnisse zitiert, die mit den Kan-
tenmerkmalen erzielt werden konnten [Klingspor et al., 1996]. Das

"
Training

Set 1\ der in Abschnitt 5.3 des Artikels verwendeten
"
training sets\ ent-

spricht dem hier verwendeten Lernset (Tabelle 3.1). Die Ergebnisse sind
hier getrennt nach paralleler und diagonaler Fahrt angegeben. Die Werte
f�ur die Vollst�andigkeit sind im Vergleich zu den in dem genannten Artikel
angegebenen Werten schlechter, da dort einige Fahrten nachtr�aglich aus der
Bewertung hinausgenommen wurden. Die Messungen aus dem Simulator
waren f�ur Kantenmerkmale teilweise unbrauchbar. In Klammern sind die
Ergebnisse angegeben, die sich ergeben, wenn die Fahrten nicht bewertet
werden.

In dem genannten Artikel sind beim Testen der Korrektheit einige Fahr-
ten mehr benutzt worden, dies wurde hier ber�ucksichtigt; ebenso die Tat-
sache, da� hier die Korrektheit als Anzahl der Fehler dividiert durch die
Anzahl m�oglicher Fehler de�niert worden ist.

Fazit: Die Tabellen zeigen, da� die Lern- und Testergebnise handlungsori-
entierter Wahrnehmungs-Merkmale mit Sensor-Merkmalen, die beim dem
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durch t�ur-parallel
geg. abgedeckt neg.
10 (7) 40% (57%) 6%

durch t�ur-diagonal
geg. abgedeckt neg.
11 (10) 73% (80%) 0%

Tabelle 5.8: durch t�ur/4 mit Kantenmerkmalen

Z�ahlen von Teilsequenzen gelernt werden, verbessert werden k�onnen.
In den Vergleich spielen viele Aspekte der Vorgehensweise auf den mitt-

leren Hierarchieebenen hinein. Eine �ahnliche Vorgehensweise wie hier bei der
Ableitung der Sensorgruppen-Merkmale k�onnte die Ergebnisse der Kanten-
merkale auf der Sensorgruppen-Ebene wahrscheinlich verbessern. Allerdings
mu� gesagt werden, da� das, was hier aufgrund der �Ubersichtlichkeit we-
niger Sensorgruppen empirisch ermittelt werden konnte, in dem dortigen
Lernschritt dann nicht herausgekommen ist.

Auch ist es nicht gelungen Regeln zu lernen, die verschiedene Kanten-
merkmale zu handlungsorientierten Wahrnehmungs-Merkmalen zusammen-
setzen (zum Beispiel s jump-s line-s jump in Folge ergeben ein durch t�ur).
Die Regeln, die gelernt werden konnten, leiten aus sg jump oder sg concave
das Merkmal durch t�ur ab. Es ist gar nicht klar, wie im Gegensatz dazu
Regeln f�ur zum Beispiel das Merkmal entlang schrank gelernt werden soll.
Dieses Problem ergibt sich bei den hier vorgeschlagenen Sensor-Merkmalen
nicht.



Kapitel 6

Zusammenfassung und

Ausblick

6.1 Zusammenfassung

Oberstes Ziel dieser Arbeit war das Lernen intervallbezogener Sensor-
Merkmale. Insbesondere sollte ein un�uberwachter Ansatz gew�ahlt werden,
unter Anwendung von Verfahren des Conceptual-Clustering.

Zur L�osung wurde ein Vorgehen gew�ahlt, bei dem die einzelnen Sensor-
Merkmale nach Oberbegri�en getrennt gelernt werden. Dazu wurde nach
Clustern in den Basis-Merkmals-Wahrnehmungen gesucht, die im Rah-
men jeweils eines der Oberbegri�e stattgefunden haben. Die Cluster wur-
den auf der Basis verschiedener �Ahnlichkeiten in den Basis-Merkmals-
Wahrnehmungen gebildet. Die untersuchten Formen von �Ahnlichkeiten sind:

1. Das �Ahnlichkeitsma� des Verfahrens KBG, da� sich auf 2 verschie-
dene Repr�asentationen der Basis-Merkmals-Wahrnehmungen in KBG
unterschiedlich auswirkt.

2. Die Gleichheit von Teilsequenzen innerhalb der (Sequenzen von) Basis-
Merkmals-Wahrnehmungen (modi�zierter Pr�a�xbaum).

Die Bildung der Cluster erforderte Aggregations- und Charakterisierungs-
schritte. Die bei der Charakterisierung erhaltenen Beschreibungen wur-
den in einem weiteren Schritt zu Regeln, die Sensor-Merkmale aus Basis-
Merkmalen ableiten, umformuliert. Aggregations- und Charakterisierungs-

87
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methoden wurden im Zusammenhang mit den eingesetzten �Ahnlichkeitsma-
�en gew�ahlt:

zu 1. Die Cluster- (Aggregation) und Generalisierungsmethode (Charakte-
risierung) des Verfahrens KBG.

zu 2. Mehrfach auftretende, gleiche Teile von Basis-Merkmal-Sequenzen ein-
zelner Sensoren werden zu Clustern aggregiert. Die Basis-Merkmal-
Sequenzen der Cluster bilden gleichzeitig ihre Charakterisierug. Ein
Generalisierungsschritt ist nicht notwendig.

Die Cluster wurden anhand ihrer Charakterisierungen bewertet, um eine
Auswahl vorzunehmen. Kriterien hierzu wurden bei den beiden Verfahren
angegeben. In beiden F�allen wird zur Bewertung der Charakterisierungen
der Parameter Mindestl�ange hinzugezogen, der sich empirisch aus der An-
wendungsdom�ane ergibt.

Zu den beiden Verfahren wurden in Kapitel 3 und 4 Experimente mit
einem Sensor-Merkmal, das die Wahrnehmung einer Fahrt durch eine T�ur
beschreibt, mit jeweils denselben Lern- und Testsets durchgef�uhrt und un-
tereinander verglichen.

Mit dem Verfahren, das auf dem modi�zierten Pr�a�xbaum aufbaut, wur-
den in Kapitel 5.1 Experimente zu weiteren Sensor-Merkmalen mit verschie-
denen Parameters�atzen und Lernvarianten durchgef�uhrt, die gezeigt haben,
da� auf diese Weise exibel intervallbezogene Wahrnehmungs-Merkmale ge-
lernt werden k�onnen.

Schlie�lich sind in Kapitel 5.2 die mit dem Verfahren des modi�zier-
ten Pr�a�xbaum gelernten Sensor-Merkmale verglichen worden, mit Sensor-
Merkmalen aus �uberwachtem Lernen, zu denen sie eine Alternative darstel-
len sollten. Die Ergebnisse haben gezeigt, da� die un�uberwacht gelernten
Sensor-Merkmale eine Verbesserung auf der Ebene der handlungsorientier-
ten Wahrnehmungs-Merkmale erm�oglichen.

6.2 Ausblick

Aufbauend auf den aus den Ergebnissen gewonnenen Erkenntnissen sind
verschiedene Verbesserungen denkbar. Ideen zur Verbesserung beim Einsatz
der Verfahren KBG und modi�zierter Pr�a�xbaum setzen bei dem Bewer-
tungskriterium zur Auswahl relevanter Cluster an. F�ur den Parameter Min-
destl�ange w�are eine exible Handhabung wie ansatzweise bereits mit dem
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"
extra Parameter\ der Lernvariante Nr. 6 in Kapitel 5 versucht erw�unscht.
Beispielsweise k�onnten k�urzere Sequenzen einzeln daraufhin untersucht wer-
den, ob sie nicht aufgrund selten auftretender Basis-Merkmale eine diskri-
minierende Beschreibung eines Sensor-Merkmales erm�oglichen.

Ein weiterer Ausblick richtet sich auf die Anwendung des Ansatzes dieser
Arbeit auf reale Daten von Fahrten des mobilen Roboters. Erste nicht re-
pr�asentative Versuche mit realen Daten haben gezeigt, da� die dort wahrge-
nommenen Basis-Merkmal-Sequenzen l�anger, und untereinander wesentlich
verschiedener sind, so da� gleiche Teilsequenzen von Basis-Merkmalen zur
Beschreibung von Sensor-Merkmalen nicht lernbar sind. Demnach k�onnten
zum Beispiel die in Kapitel 3.4 mit der 2. Repr�asentation lernbaren Sensor-
Merkmale der Form

"
nach einem Sequenzteil X folgt irgendwann ein Se-

quenzteil Y \ interessant werden. Da allerdings KBG mit dem �Ahnlichkeits-
ma� bei der entsprechenden Repr�asentation zu keinen guten Ergebnissen
f�uhrt1, bietet es sich an, andere Verfahren zu entwickeln, die auf die Ent-
deckung von Mustern in sequenziellen Daten ausgerichtet sind [Laird, 1993;
Mannila et. al., 1995].

Ein anderer Schritt in die Richtung, nicht nur exakt gleiche Teilsequen-
zen zur Beschreibung eines Sensor-Merkmales zuzulassen, w�are der Versuch,
das in [Rieger, 1996a] vorgestellte Post-Processing auf die un�uberwacht ge-
lernten Sensor-Merkmale anzuwenden. Dort wird Hintergrundwissen �uber
irrelevante Basis-Merkmale dazu benutzt, rekursive Regeln zu bilden. An
den Stellen, an denen in den gelernten Basis-Merkmal-Sequenzen irrelevante
Basis-Merkmale stehen, d�urfen diese bei der Ableitung der Sensor-Merkmale
dann fehlen oder beliebig oft vorkommen.

Beispielgenerierung Im Zusammenhang mit realen Daten sei noch
auf den Vorteil hingewiesen, den die Vorgabe der handlungsorientierten
Wahrnehmungs-Merkmale im Vergleich zur Beispielgenerierung bei den
Kantenmerkmalen mit sich bringt: Zur Erzeugung der Beispiele f�ur die Kan-
tenmerkmale wird die Information ben�otigt, welche Kanten jeweils das Echo
f�ur die Messungen geliefert haben. Dieses Wissen ist aber nur bei von einem
Simulator erzeugten Sensordaten erh�altlich. Bei realen Daten m�u�te eine
neue Vorgehensweise erdacht werden. Bei dem in dieser Arbeit verwendeten
Ansatz ist die in Kapitel 1.2.1 dargestelle Vorgehensweise auch auf reale
Daten anwendbar.

1siehe Kapitel 3.4, beziehungsweise die Erkl�arung in 4.2



Anhang A

KBG-Ergebnisse

A.1 Ergebnisgraph

GR-1 = [keine_messung,abfallend,stabil,aufsteigend,keine_messung].

GR-2 = [keine_messung,stabil,etwas_passiert,keine_messung].

GR-3 = [keine_messung,stabil,aufsteigend,keine_messung].

GR-4 = [keine_messung,etwas_passiert,aufsteigend,stabil].

GR-5 = [keine_messung,stabil,aufsteigend_sprung,stabil].

GR-6 = [keine_messung,stabil,keine_messung].

GR-7 = [etwas_passiert,aufsteigend_sprung,stabil], keine_messung.

GR-8 = [keine_messung,abfallend,stabil], keine_messung.

GR-10 = [keine_messung,stabil].

GR-12 = [keine_messung,stabil], keine_messung.

Abbildung A.1: Ergebniscluster

Abbildung A.2! zeigt das KBG-Ergebnis zu einer Eingabe von 42 Se-
quenzen, von jeweils 6 Seitensensoren aus 7 simulierten Roboterfahrten. Pro
Zeile ist jeweils ein Knoten des Graphen (GR-X), beziehungsweise ein Clu-
ster angegeben. Die Cluster sind entsprechend der Reihenfolge ihrer Ent-
stehung im Clusterproze� numeriert. Hinter den Doppelpunkten sind die
Beobachtungen der Cluster angegeben. Das sind entweder Cluster, die eher
entstanden sind oder an den Blattknoten die Case-Sequenzen.
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* GR-18 comes from : (GR-17 T80S18)

* GR-17 comes from : (GR-15 GR-16)

* GR-16 comes from : (GR-14 GR-8)

* GR-15 comes from : (GR-10 GR-13)

* GR-14 comes from : (T81S7 GR-11)

* GR-13 comes from : (GR-6 GR-12)

* GR-12 comes from : (GR-2 GR-3)

* GR-11 comes from : (GR-9 GR-5)

* GR-10 comes from : (T60S5 T60S7 T71S5 T71S6 T71S7)

* GR-9 comes from : (GR-7 T51S19)

* GR-8 comes from : (GR-1 T71S18)

* GR-7 comes from : (GR-4 T80S7)

* GR-6 comes from : (T80S17 T80S19 T81S18 T81S19)

* GR-5 comes from : (T50S17 T50S18 T50S19 T50S5 T50S6

T50S7 T51S17 T51S18 T51S6 T60S17 ...)

* GR-4 comes from : (T51S5 T51S7 T60S18 T60S6 T70S5 T70S6

T70S7 T80S6 T81S5 T81S6)

* GR-3 comes from : (T70S17 T71S17)

* GR-2 comes from : (T70S19 T81S17)

* GR-1 comes from : (T70S18 T71S19)

Abbildung A.2: s durch t�ur(parallel,kleine seite)

F�ur einige Cluster ist in Abbildung A.1! ihre Beschreibung angegeben.
Basis-Merkmale in eckigen Klammern bilden jeweils eine zusammenh�angen-
de Sequenz, ansonsten ist keine zeitliche Reihenfolge gegeben. Um die
Struktur des Graphen zeigen zu k�onnen, ist in Abbildung A.3 eine andere
Darstellung gew�ahlt.

A.2 Sensorgruppen

Hinweise f�ur die Bildung der Sensorgruppen wurden mit dem im Verlauf der
Arbeit eingesetzten Conceptual-Clustering Verfahren KBG erarbeitet.

Mit Hilfe des Verfahrens k�onnen die Wahrnehmungen verschiedener Sen-
soren in Cluster mit �ahnlichen Wahrnehmungen gruppiert werden. Die Be-
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                GR-13      GR-9

GR-15                GR-11

GR-8        GR-12           GR-7

GR-14

GR-16

GR-17

GR-18.

GR-1    GR-2    GR-3    GR-4    GR-5       GR-6      GR-10

Abbildung A.3: s durch t�ur(parallel,kleine seite)

obachtung, welche Sensoren (�uber die wahrgenommenen Basis-Merkmal-
Sequenzen) Cluster bilden, soll dazu dienen Hinweise zu liefern, welche Sen-
sorgruppen beim Lernen der Sensor-Merkmale verwandt werden k�onnen.

Alle Basis-Merkmal-Sequenzen einer einzelnen Roboterfahrt bilden die
Eingabe des Verfahrens,1 so da� die an den verschiedenen Stellen des Ro-
boters angeordneten Sensoren anhand von unter denselben Bedingungen
entstandenen Wahrnehmungen verglichen werden. Welche Sensoren sich im
allgemeinen �ahnlich verhalten, l�a�t sich nur aus den Ergebnissen mehrerer
Fahrten zusammen ablesen.

Aufgrund der Anordnung der 24 Sensoren des Roboters gibt es
grunds�atzlich Seitensensoren, Ecksensoren sowie vordere und hintere Sen-
soren. Es wurde versucht, in den Clustern von 10 verschiedenen Fahrten des
Roboters durch eine T�ur Gemeinsamkeiten zu entdecken. Einer der Graphen
ist in Abbildung A.4 abgebildet.

Folgende Beobachtungen wurden gemacht:

� Es lassen sich Gruppen gem�a� der Anordnung der Sensoren wieder�n-
den, speziell die Seitensensoren bilden h�au�g Cluster.

� Eine feinere Einteilung als die Grobeinteilung gem�a� der Anordnung

1Unter Verwendung der einfacheren der beiden in Kapitel 3 ausprobierten Re-
pr�asentationen.
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 GR-13         GR-12                       GR-10            GR-11

 GR-14

GR-15
GR-16

GR-17

GR-18

                s4

s5,s6,s7

s17,s18,
s19

s14
s9,          s10,
s15

s2,

s22

s11,s12

s13

s0,s1,

s23

s3,

s21

s8,           s20,

s16

GR-11: s21,s22,s2,s3 sind vordere Ecksensoren

GR-10 : s9,s10,s14,s15 sind hintere Ecksensoren

GR-12: s5,s6,s7,s8,s16,s17,s18,s19 sind Seitensensoren und benachbarte Ecksensoren

GR-13: s23,s0,s1,s11,s12,s13 sind vordere und hintere Sensoren

GR-14: s9 bis s15 sind hintere- und Ecksensoren

    GR-1    GR-2    GR-3       GR-4     GR-5         GR-6     GR-7     GR-8     GR-9  

Abbildung A.4: Gruppierungen von Sensoren

der Sensoren l�a�t sich nicht �nden. Die Sensoren bilden mal kleinere,
mal gr�o�ere Cluster in wechselnder Konstellation.

� Die Ecksensoren bilden keine eigenst�andige Sensorklasse. Es kommen
zwar Cluster vor, die nur Ecksensoren enthalten, aber auch Cluster,
die Ecksensoren mit Seitensensoren, sowie Ecksensoren mit vorderen
und hinteren Sensoren mischen.

Zur Bildung der Sensorgruppen werden daraus folgende Schl�usse gezogen:
Die vorderen und hinteren Ecksensoren bilden einerseits jeweils eine Grup-
pe mit den vorderen und hinteren Sensoren, andererseits sind sie auch Be-
standteil der Seitensensoren, indem zu der Gruppe der Seitensensoren die di-
rekt benachbarten Ecksensoren hinzugenommen werden. Das Ergebnis sind
gro�e, �uberlappende Klassen. Die Sensorgruppen

"
seite\,

"
vorne gro�\ und

"
hinten gro�\, die beim Lernen der Sensor-Merkmale verwendet werden sol-
len, sind in Abbildung A.5 am Roboter gezeigt. Die beiden Rechtecke bilden
zusammen die Gruppe

"
seite\, in der zwischen

"
links\ und

"
rechts\ nicht
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Abbildung A.5: Die verwendeten Sensorgruppen

unterschieden wird.
Die Abbildung der Sensorgruppen auf die darin enthaltenen Sensoren

ist abh�angig von der Fahrtrichtung. Entsprechende sclass/5 Fakten wer-
den aufgrund der vorgenommenen Einteilung der Sensoren und den Basis-
Handlungs-Merkmalen, die angeben, welche Seite des Roboters sich in
Fahrtrichtung be�ndet, gebildet.

A.3 2. Repr�asentation: Regelergebnisse

Im Folgenden sind die aus der Repr�asentation mit dem folgt/2 Pr�adikat
von KBG gelernten Regeln f�ur die Seitensensoren des Sensor-Merkmales
s durch t�ur,parallel gezeigt.

Die Regeln sind in Form von Metafakten in der Syntax von MO-
BAL/RDT gegeben. Die entsprechenden Metapr�adikate verlangen, da� die
Basis-Merkmale �uber ihre Zeitpunkte und durch Fahrt- und Sensornummer
miteinander verbunden sind und leiten daraus das Sensor-Merkmal mit der
relativen Bewegung und der Sensorgruppe als Konstanten ab.2 Die Klein-
buchstaben im Pr�adikatssymbol der Metafakten bedeuten, da� a: nach dem
ersten Basis-Merkmal (b,c: nach dem zweiten, dritten ...) der Anfangszeit-
punkt des folgenden Basis-Merkmales gleich, oder gr�o�er sein darf, als der
jeweilige Endzeitpunkt des vorhergehenden Basis-Merkmales. Das Druckfor-
mat der Metafakten ist so gew�ahlt, da� die Basis-Merkmal-Sequenzen jeweils
in die L�ucken eingesetzt zu lesen sind:

bf_sf_4( parallel,s_through_door,side).

2Die englischen Begri�e entsprechen jeweils dem deutschen �Aquivalent.
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decr_peak,decreasing,something_h,incr_peak,

decr_peak,something_h,incr_peak,stable,

no_measurement,something_h,incr_peak,stable,

no_measurement,stable,incr_peak,stable,

no_measurement,stable,something_h,no_measurement,

no_measurement,stable,increasing,no_measurement,

something_h,something_h,incr_peak,stable,

bf_sf_4a( parallel,s_through_door,side).

decr_peak,something_h,incr_peak,stable,

no_measurement,something_h,incr_peak,stable,

bf_sf_4b( parallel,s_through_door,side).

no_measurement,something_h,incr_peak,something_h,

bf_sf_5( parallel,s_through_door,side).

no_measurement,something_h,incr_peak,something_h,stable,

decr_peak,something_h,something_h,incr_peak,stable,

no_measurement,stable,increasing,incr_peak,stable,

bf_sf_5b( parallel,s_through_door,side).

no_measurement,something_h,incr_peak,something_h,stable,

bf_sf_5c( parallel,s_through_door,side).

decr_peak,decreasing,something_h,something_h,no_measurement,



Anhang B

Z�ahlen von Teilsequenzen

B.1 Abgeleitete Sensor-Merkmale

LERNSET 2.

***** durch_tuer,parallel *****

$ Fahrten mit korrekt abgeleiteten Merkmalen

t50 seite_links 3 seite_rechts 4 vorne 3 hinten 4

t51 seite_links 4 seite_rechts 4 vorne 3 hinten 2

t60 seite_links 4 seite_rechts 2 vorne 4 hinten 1

t61 seite_links 5 seite_rechts 2 vorne 3 hinten 2

t70 seite_links 0 seite_rechts 5 vorne 3 hinten 2

t71 seite_links 0 seite_rechts 1 vorne 3 hinten 1

t80 seite_links 1 seite_rechts 3 vorne 2 hinten 1

t81 seite_links 2 seite_rechts 4 vorne 3 hinten 4

t90 seite_links 4 seite_rechts 5 vorne 1 hinten 1

t91 seite_links 4 seite_rechts 3 vorne 4 hinten 0

$ Unkorrekt abgeleitete Merkmale

t30 seite_links 0 seite_rechts 0 vorne 0 hinten 1

t62 seite_links 0 seite_rechts 0 vorne 1 hinten 1

t83 seite_links 0 seite_rechts 0 vorne 0 hinten 2

t92 seite_links 0 seite_rechts 0 vorne 0 hinten 1

t93 seite_links 0 seite_rechts 0 vorne 2 hinten 1

$ Fehlende Fahrten

***** durch_tuer,diagonal *****

$ Fahrten mit korrekt abgeleiteten Merkmalen

96
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t30 seite_links 4 seite_rechts 5 vorne 4 hinten 3

t52 seite_links 4 seite_rechts 5 vorne 2 hinten 4

t53 seite_links 4 seite_rechts 5 vorne 5 hinten 3

t62 seite_links 5 seite_rechts 5 vorne 2 hinten 3

t63 seite_links 1 seite_rechts 5 vorne 5 hinten 3

t72 seite_links 1 seite_rechts 1 vorne 4 hinten 0

t73 seite_links 3 seite_rechts 5 vorne 3 hinten 1

t82 seite_links 3 seite_rechts 2 vorne 0 hinten 4

t83 seite_links 1 seite_rechts 4 vorne 0 hinten 2

t92 seite_links 5 seite_rechts 2 vorne 5 hinten 3

t93 seite_links 4 seite_rechts 5 vorne 5 hinten 4

$ Unkorrekt abgeleitete Merkmale

t51 seite_links 1 seite_rechts 0 vorne 0 hinten 1

t90 seite_links 0 seite_rechts 1 vorne 0 hinten 0

t91 seite_links 1 seite_rechts 0 vorne 0 hinten 0

t96 seite_links 0 seite_rechts 3 vorne 0 hinten 0

$ Fehlende Fahrten

***** entlang_tuer,parallel *****

$ Fahrten mit korrekt abgeleiteten Merkmalen

t64 seite_links 0 seite_rechts 0 vorne 1 hinten 0

t74 seite_links 0 seite_rechts 0 vorne 1 hinten 0

t84 seite_links 0 seite_rechts 0 vorne 1 hinten 0

t94 seite_links 0 seite_rechts 0 vorne 1 hinten 0

$ Unkorrekt abgeleitete Merkmale

t80 seite_links 0 seite_rechts 0 vorne 1 hinten 0

t90 seite_links 0 seite_rechts 0 vorne 1 hinten 0

$ Fehlende Fahrten

t54 t55 t65 t75 t85 t95

***** entlang_tuer,diagonal *****

$ Fahrten mit korrekt abgeleiteten Merkmalen

t31 seite_links 0 seite_rechts 1 vorne 1 hinten 1

t56 seite_links 0 seite_rechts 4 vorne 2 hinten 2

t66 seite_links 0 seite_rechts 3 vorne 3 hinten 3

t76 seite_links 0 seite_rechts 1 vorne 3 hinten 0

t96 seite_links 0 seite_rechts 1 vorne 1 hinten 0

$ Unkorrekt abgeleitete Merkmale

t53 seite_links 0 seite_rechts 0 vorne 1 hinten 0
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$ Fehlende Fahrten

t86

***** entlang_schrank,parallel *****

$ Fahrten mit korrekt abgeleiteten Merkmalen

t105 seite_links 3 seite_rechts 0 vorne 3 hinten 3

t123 seite_links 3 seite_rechts 0 vorne 0 hinten 3

t131 seite_links 4 seite_rechts 0 vorne 3 hinten 5

t132 seite_links 4 seite_rechts 0 vorne 3 hinten 3

t142 seite_links 4 seite_rechts 0 vorne 0 hinten 2

t152 seite_links 3 seite_rechts 0 vorne 0 hinten 0

$ Unkorrekt abgeleitete Merkmale

t95 seite_links 0 seite_rechts 3 vorne 0 hinten 0

$ Fehlende Fahrten

B.2 Einige Sequenzen

Die hier gezeigten Metafakten enthalten die gelernten Sequenzen. Sie sind
der Lernvariante Nr. 2 entnommen. Die entsprechenden Metapr�adikate ver-
langen, da� die Basis-Merkmale �uber ihre Zeitpunkte und durch Fahrt- und
Sensornummer miteinander verbunden sind und leiten daraus das Sensor-
Merkmal mit der relativen Bewegung und der Sensorgruppe als Konstanten
ab. Das Druckformat der Metafakten ist so gew�ahlt, da� die Basis-Merkmal-
Sequenzen jeweils in die L�ucken eingesetzt zu lesen sind:

*** s_durch_tuer-parallel ***

bf_sf_4( ,parallel,s_through_door,side).

decr_peak,decreasing,something_h,something_h

decr_peak,something_h,incr_peak,stable

incr_peak,stable,incr_peak,stable

no_measurement,something_h,incr_peak,stable

no_measurement,something_h,increasing,incr_peak

no_measurement,stable,incr_peak,stable

something_h,something_h,incr_peak,stable

bf_sf_4( ,parallel,s_through_door,frontlarge).

decr_peak,decreasing,something_h,something_h

decr_peak,something_h,incr_peak,stable

something_h,something_h,incr_peak,stable
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straight_to,something_h,incr_peak,stable

straight_to,something_h,no_measurement,straight_to

bf_sf_4( ,parallel,s_through_door,backlarge).

no_measurement,something_h,increasing,incr_peak

no_measurement,something_h,increasing,straight_away

no_measurement,something_h,something_h,straight_away

no_measurement,something_h,straight_away,stable

*** s_entlang_schrank-parallel *** (nur Seitenklasse)

bf_sf_4( ,parallel,s_desk,side).

decr_peak,stable,incr_peak,stable

incr_peak,stable,decr_peak,stable

stable,decr_peak,stable,incr_peak

stable,incr_peak,stable,decr_peak

*** s_entlang_tuer-diagonal ***

bf_sf_5( ,diagonal,s_along_door,side).

decreasing,stable,increasing,something_h,something_h

no_measurement,decreasing,stable,increasing,something_h

bf_sf_6( ,diagonal,s_along_door,side).

no_measurement,decreasing,stable,increasing,

something_h,something_h

bf_sf_5( ,diagonal,s_along_door,frontlarge).

decreasing,decreasing,increasing,something_h,straight_to

decreasing,something_h,increasing,something_h,straight_to

increasing,something_h,straight_to,something_h,something_h

something_h,increasing,something_h,straight_to,something_h

bf_sf_6( ,diagonal,s_along_door,frontlarge).

something_h,increasing,something_h,

straight_to,something_h,something_h

bf_sf_5( ,diagonal,s_along_door,backlarge).

increasing,decr_peak,increasing,something_h,something_h

increasing,increasing,decr_peak,increasing,something_h

bf_sf_6( ,diagonal,s_along_door,backlarge).

increasing,increasing,decr_peak,increasing,

something_h,something_h



100 ANHANG B. Z�AHLEN VON TEILSEQUENZEN

*** s_durch_tuer-diagonal *** (nur Seitenklasse)

bf_sf_4( ,diagonal,s_through_door,side).

decreasing,something_h,something_h,incr_peak

decreasing,something_h,something_h,something_h

decreasing,something_h,something_h,straight_away

incr_peak,increasing,no_measurement,straight_to

increasing,incr_peak,increasing,no_measurement

no_measurement,decreasing,incr_peak,decreasing

...

bf_sf_5( ,diagonal,s_through_door,side).

decreasing,something_h,something_h,straight_away,decreasing

increasing,incr_peak,increasing,no_measurement,straight_to

no_measurement,decreasing,something_h,something_h,str_away

something_h,decreasing,something_h,something_h,incr_peak

...

bf_sf_6( ,diagonal,s_through_door,side).

something_h,increasing,incr_peak,

increasing,no_measurement,straight_to

something_h,something_h,increasing,

incr_peak,increasing,no_measurement

something_h,something_h,something_h,

incr_peak,increasing,no_measurement

something_h,something_h,something_h,

something_h,incr_peak,increasing

straight_to,something_h,something_h,

increasing,incr_peak,increasing

bf_sf_7( ,diagonal,s_through_door,side).

something_h,something_h,increasing,incr_peak,

increasing,no_measurement,straight_to

straight_to,something_h,something_h,increasing,

incr_peak,increasing,no_measurement

bf_sf_8( ,diagonal,s_through_door,side).

straight_to,something_h,something_h,increasing,

incr_peak,increasing,no_measurement,straight_to
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