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Kurzzusammenfassung

Bei der kontinuierlichen Nutzung von Smartphones werden kontinuierlich Informationen
iiber den gegenwirtigen Systemzustand sowie den Status der Hardware und Sensorik ge-
liefert. Die erzeugten Daten konnen auf natiirliche Weise als Datenstrom interpretiert wer-
den. Beispielsweise kann die Leistungsaufnahme von Smartphones durch die Aggregation
des Datenverkehrs einzelner Apps verringert werden. Um zu entscheiden ob Ressourcen
eingespart werden koénnen, miissen zuvor Systemkomponenten mit einem hohen Ressour-
cenverbrauch identifiziert werden. In dieser Arbeit werden Android-basierte Smartphones
betrachtet. Es wird untersucht, inwiefern mit Data Mining Methoden ressourceninten-
sive Situationen in Smartphone-Datenstrémen gefunden werden kénnen. Dabei wird die
Data-Mining Methode Subgruppenentdeckung verwendet. Da die erzeugten Daten als Da-
tenstrom betrachtet werden kénnen und keine Ansétze fiir die Subgruppenentdeckung auf
dem Datenstrom gibt, wird im Rahmen dieser Bachelorarbeit einen Algorithmus entwickelt,
der die Subgruppenentdeckung auf dem Datenstrome erméglicht. Der Algorithmus wird

vorgestellt und implementiert.
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Kapitel 1
Einleitung

Ubiquitédre Systeme wie Smartphones oder Bordcomputer in Kraftfahrzeugen sind iiber-
all und zu jeder Zeit verfiigbar. Sie unterliegen starken Ressourcenbeschrinkungen sowie
sich dndernden Nutzungsbedingungen. Daher ist es notwendig, dass sich solche Systeme an
die entsprechende Nutzung anpassen und so wenig Ressourcen wie mdoglich verbrauchen.
Die Nutzung solcher Systeme erzeugt eine Fiille von Daten, zum einen iiber gegenwér-
tig ausgefithrte Applikationen (Apps), zum anderen iiber den gegenwértigen Systemzu-
stand. Dieser beinhaltet die aktuelle Auslastung des Hauptprozessors, des Speichers und
der Netzwerkverbindungen, wie z.B. Wireless Local Area Network (WLAN) oder Universal
Mobile Telecommunications System (UMTS). Dariiber hinaus wird der Status diverser Zu-
satzhardware und -sensorik wie Beschleunigungssensoren oder Global Positioning System
(GPS) erfasst. Durch die kontinuierliche Nutzung des Smartphones kénnen die erzeugten
Daten auf natiirliche Weise als Datenstrom interpretiert werden. Beispielsweise kann die
Leistungsaufnahme von Smartphones durch die Aggregation des Datenverkehrs einzelner
Apps verringert werden oder durch einen automatischen Wechsel der Ubertragungstechnik
von UMTS auf WLAN. Um zu entscheiden ob Ressourcen eingespart werden kénnen, miis-
sen zuvor Apps mit einem hohen Ressourcenverbrauch identifiziert werden. In dieser Arbeit
werden Android-basierte Smartphones betrachtet. Es wird untersucht, inwiefern mit Data
Mining Methoden ressourcenintensive Apps und Situationen in Smartphone-Datenstrémen
gefunden werden kénnen.

Die bekannteste Data-Mining Methode zur Erkennung von Mustern mit vorgegebenen Ei-
genschaften (z.B. ein hoher Energieverbrauch) ist die Subgruppenentdeckung [11), 12| [14].
Die Subgruppenentdeckung dient dazu, dass Regeln in den Daten gesucht werden. Die
Regeln werden den Wert eines vorher spezifizierten Zielattributs (z.B. Energieverbrauch)
mit den Werten anderer Attribute der Daten erkldren. Durch eine Qualitdtsfunktion wird
die Giite der entdeckten Regeln bewertet. Nur die besten Regeln werden ausgegeben. Da
das Erzeugen aller moglichen Regeln einen sehr hohen Speicher- und Rechenzeitbedarf

hat, konnen zum einen algorithmische Techniken eingesetzt werden um den Suchraum zu
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2 KAPITEL 1. EINLEITUNG

beschranken, zum anderen kann die maximale Linge der Regeln durch eine Konstante be-

schrankt werden.

Fiir das Auffinden von Subgruppen in Datenstromen sind zur Zeit keine Ansétze be-
kannt. Die Subgruppenentdeckung auf statischen Datenséitzen arbeitet in zwei Phasen,
namlich 1) dem Auffinden der Regeln sowie 2) dem bewerten der Regeln. Da das Auffin-
den der Regeln in einem Datenstrom im Prinzip eine unendliche Laufzeit benttigt, konnen
diese Phasen auf Datenstrémen nicht definiert werden. Fiir das verwandte Problem des
Auffindens haufiger Mengen auf Datenstromen existieren aktuelle Ansétze [4]. Dort wer-
den mehrere Elemente des Datenstroms blockweise eingelesen und verarbeitet. Allerdings
ist der Algorithmus nicht in der Lage, Mengen zu finden, die beziiglich eines vorgegebenen
Zielattributes, wie z.B. dem Energieverbrauch, interessant sind. Daher soll imm Rahmen die-
ser Bachelorarbeit ein Datenstromalgorithmus fiir die Subgruppenentdeckung entwickelt,

implementiert und evaluiert werden.

Die Idee des in dieser Arbeit zu entwickelnden Algorithmus fiir die Subgruppenent-
deckung auf Datenstrémen StreamsSD basiert auf der Idee der statischen Subgruppenent-
deckung sowie dem verlustbehafteten Zahlalgorithmus Lossy Counting [5]. Beide der oben
genanten Phasen der klassischen Subgruppenentdeckung werden simultan ausgefiihrt. Da-
zu wird Lossy Counting verwendet um die Haufigkeit der Kandidaten fiir neue Regeln
zu zdhlen. Durch Lossy Counting werden seltene Kandidaten automatisch verworfen. Die
Komplexitit der Kandidaten ist durch die Anzahl der betrachteten Attribute bedingt. Dies
induziert eine Hierarchie, bei der die Kandidaten entsprechend ihrer Komplexitit in Level
eingestuft werden. Die Kandidaten aller Levels werden nicht auf einmal erzeugt. Anfangs
werden Regeln der Komplexitit 1 erzeugt und nachdem eine vom Benutzer spezifizierte,
oder im Algorithmus bestimmte Anzahl von Paketen verarbeitet wurde, werden Kandida-
ten mit einer héheren Komplexitét bottom-up aus den besten Regeln der darunterliegenden
Ebenen erzeugt. Alle Kandidaten, die in der Ausgabemenge von Lossy Counting sind, wer-
den Regeln. Aber nur aus den k besten Regeln werden Kandidaten hoherer Levels erzeugt,
wobei die Giite mit der Qualitdtsfunktion bestimmt wird. Somit kann die aktuelle Regel-

menge jederzeit vom Benutzer angefragt werden.

Um Datenstromalgorithmen so modular zu implementieren, dass sie sowohl eigenstan-
dig in einer App als auch als Teil einer groferen Datenanalyse einsetzbar sind, kann
ein Datenstrom-Framework verwendet werden. Solche Frameworks erlauben eine einfa-
che Anbindung von Algorithmen an eine Vielzahl stromender Datenquellen. Bekannte
Datenstrom-Frameworks wie Twitters Storm sind auf die Ausfiihrung in grofen Rechen-
zentren bzw. der Cloud ausgelegt und sind nicht ohne Weiteres auf aktuellen Smartphones

ausfithrbar. Das Datenstrom-Framework Streams [I] erlaubt es, die Ausfithrungseinheit
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auszutauschen. Damit ist es auf einer Vielzahl von Plattformen lauffahig. Es ist Open-
Source und ermoglicht sowohl eine modulare Implementierung als auch die direkte Ver-
arbeitung von Datenstromen und statischen Daten auf Rechenzentren, Workstations und
Smartphones. Mit Streams lassen sich Datenstromverarbeitungsprozesse flexibel in einem
XML-Format definieren, wodurch es sich fiir eine Vielzahl von Anwendungsfillen verwen-

den lésst. Zur Zeit ist keine Subgruppenentdeckung fiir das Streams-Framework verfiigbhar.

1.1 Ziele der Arbeit

In dieser Bachelorarbeit wird ein Datenstromalgorithmus fiir die Subgruppenentdeckung
entwickelt. Da der Algorithmus auf Smartphones ausgefiithrt werden soll, werden Speicher-
verbrauch und Laufzeit auf Android-basierten Smartphones evaluiert. Das Problem wird
formal definiert und bestehende Ansétze fiir die Subgruppenentdeckung auf statischen
Daten werden erldutert. Der entwickelte Algorithmus wird innerhalb des Datenstrom-
Frameworks Streams implementiert. Das Resultat sowie der Ressourcenverbrauch einer
bestehenden, statischen Implementierung werden mit denen des neu entwickelten Algo-
rithmus verglichen. Zur Evaluation werden sowohl Benchmarkdatensétze fiir die Subgrup-

penentdeckung als auch echte Smartphone Daten verwendet.

1.2 Aufbau der Arbeit

In Kapitel 2 werden die Grundlagen vorgestellt. Dort werden die in dieser Arbeit verwende-
ten Algorithmen erklirt. Aukerdem wird das streams-Framework und die Android-Platform
kurz eingefiihrt. In Kapitel 3 wird der im Rahmen dieser Arbeit entwickelte Algorithmus
prisentiert. in Kapitel 4 wird der Algorithmus evaluiert und die Ergebnisse der Experi-

mente interpretiert und diskutiert.
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Kapitel 2
Grundlagen

In diesem Kapitel werden die klassische Subgruppenentdeckung und der Lossy Counting
Algorithmus vorgestellt. Dariiber hinaus gibt es eine Beschreibung der Eigenschaften des
Streams-Framework sowie fiir das meist verbreitete mobile Betriebssystem Android.

Die Abschnitte in diesem Kapitel basieren auf der zitierten Literatur.

2.1 Maschinellen Lernen und Data-Mining

Maschinelles Lernen ist das Endecken von Wissen aus vorhandenen Daten. Dabei werden
Modelle gesucht. Das nennt man Wissensentdeckung. Die Anwendung von Data-Mining
Methoden ist ein Teil von dem maschinellen Lernprozess.

Maschinen lernen aus Beispielen, die durch Erfahrungen gesammelt wurden. Fiir das Dnt-
decken des Wissens verwendet man Data-Mining Algorithmen, die in der Lage sind, Daten
zu analysieren und Zusammenhinge zu ermitteln. Man kann das Maschinelle Lernen in
zwei Bereiche unterteilen namlich {iberwachtes und nicht iiberwachtes Lernen.

Bei dem tiberwachten Lernen werden Hypothesen gesucht, die mdéglichst gute Aussagen
treffen sollen. Dafiir werden schon vorhandene Ergebnisse von Experimenten oder gesam-
melten Datenséiitzen verwendet. Unter Hypothese versteht man eine Abbildung, die fiir jede
Eingabe einen Ausgabewert schiitzen sollen. Der Fehler der Funktion soll dabei minimiert
werden. In diesem Bereich des Maschinellen Lernen kann man die Klassifikation [17] zu-
ordnen. Aus einer Trainingsmenge (Menge von gesammelten Beispiele), die alle ndtigen
Informationen fiir eine Klassifikation beinhaltet, z.B die verfiigharen Klassen, werden In-
formationen gesammelt. Anhand dieser Informationen werden Abbildungen gebildet, die
in der Lage sind Elemente zu klassifizieren d.h einer Klasse zu zuordnen. Das geschieht in
dem iiber ein Element eine Vorhersage getroffen wird. Die Trainingsmenge oder einen Teil
davon konnte als Testmenge verwendet werden. Dadurch wird die gefundene Abbildung
getestet. Bekannte Klassifikationverfahren sind z.B Naive Bayes oder Entscheidungsbiu-

me.
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Bei dem nicht iiberwachten Lernen ist das Ziel nicht Hypothesen zu finden, die vorhersagen
sollen, sondern werden hier unbekannte Muster in den Daten gesucht. Clustering gehort
zu dem Bereich des nicht iiberwachten lernen. Bei Clustering wird ein Modell aufgefunden,
bei dem Elemente aus den Daten in Cluster unterteilt werden. Dabei wird eine Abbildung
gesucht, die Elemente anhand ihrer Merkmale in Gruppen (Cluster) zusammenstellt. Die
Elemente in einem Cluster haben dhnliche Merkmale. Hier werden die Beziehungen von
allen Elementen der Daten zueinander in Betracht genommen. Es gibt verschieden Cluste-
ring Verfahren darunter ist z.B k-means.

Eine ausfiihrliche Einfiihrung in das Maschinelle Lernen, findet man in [9].

In dieser Arbeit wird eine Data-Mining Methode bendtigt, die Muster in den Daten sucht

beziiglich eines bestimmten Attribute. Deshalb wird die Subgruppenentdeckung verwendet.

2.2  Subgruppen Entdeckung

Die bekannteste Methode zur Erkennung von Mustern mit vorgegebenen Eigenschaften ist
die Subgruppenentdeckung. Zum ersten Mal wurde sie von Kloesgen und Wrobel [I1], 12] ein-
gefiihrt. Die Subgruppenentdeckung [14] liegt zwischen den zwei Bereichen des maschinellen
Lernen, da bei der Subgruppenentdeckung vorhergesagt werden soll um eine Beschreibung
der Daten zu liefern. Andere Data-Mining Methoden zur Erkennung von Mustern sind in
[3] zu finden.

Definition der Subgruppenentdeckung

Sei D ein Datensatz, der aus Datenitems d; besteht. Ein Datenitem d; = (@,t) ist ein
Paar aus Attribute {a1,ag, ..., am,t}, die mit @ bezeichnet wird, und einem Zielattribut.
In dieser Arbeit werden die Begriffe Datenitem und Transaktion die gleiche Bedeutung
haben. Das Zielattribut definiert die eingegeben Eingenschaft, fiir die die Daten erklirt
werden sollen. Das Zielattribut muss binér sein. Jedoch hat jedes Attribut a,, einen Wert
aus einem dom(A). Die Werte der Attribute kénnen binér, nominal oder numerisch sein.
Daher sind die Doméine dom(Ay,) = {0,1} , |dom(Ap)| € Ny oder dom(Ap,) = R. d; wird
das i'® Datenitem genannt. Die Menge dom(.A) enthilt die Doméine der einzelnen Attribute.
Aukerdem bezeichnen ai und ¢ der it¢ Vektor der Attribute und das i*¢ Zielattribut. Die
Grofe der Datenmenge wird mit N = |D| bezeichnet.

Betrachtet wird der in gegebene Beispieldatensatz. Ein Datenitem d; ist eine Zeile
aus diesem Datensatz z.B d3 bezeichnet die dritte Zeile in der Tabelle. Die Menge der
Attribute in diesem Beispieldatensatz ist { Alter,Geschlecht,Auto,Haus}. Das Zielattribut
ist Einkommen. Es definiert die Eigenschaft ob man hohen Einkommen (Einkommen=1)
oder niedrigen Einkommen (Einkommen=0). Ein Domain fiir die Werte des Attributes z,B

Geschlecht wire dom(Aauto) = {ménnlich, weiblich }.
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Item Nr. | Alter | Geschlecht | Auto | Haus | Einkommen

1 25 ménnlich | nein | nein

2 28 weiblich nein | nein

3 32 weiblich ja nein 1
4 34 weiblich ja nein 1
) 40 ménnlich ja nein 1
6 44 weiblich nein ja 1
7 47 mannlich | nein ja 0
8 20 weiblich ja ja 0
9 25 ménnlich ja ja 1
10 60 weiblich nein | nein 1

Tabelle 2.1: Beispieldatensatz

Nun bendtigt man die Definition einer Regel um eine Subgruppe definieren zu kénnen.
Eine Regel ist eine Funktion p : P(A) x dom(A)) — {0,1}, wobei P(A) die Potenzmenge
der Attribute darstellt. Mit P bezeichnet man die Menge aller Regeln. Man sagt eine Regel
p iiberdeckt einen Datenitem di genau dann, wenn p(a_%) = 1 ist. Die Attribute werden mit
einander konkateniert um @ zu konstruieren. Eine Regel hat die Form:

Bedingung — Wert der Regel.
Die Bedingung einer Regel ist die Konkatenation von Paaren (Attribut,Wert). Der Wert
der Regel wird das Zielattribut darstellen.

Definition (Subgruppe) Eine Subgruppe G, ist die Menge aller Datenitems, die von
der Regel p {iberdeckt werden.
Gy = {d; € Dlp(a’) = 1}

Das Komplement einer Subgruppe G ist G und enthilt alle d; ¢ G d.h alle Datenitems

die von p nicht iiberdeckt werden. Mit n und 7 wird die Anzahl der Elemente in G und G
gekennzeichnet, wobei n = N — n.

Wenn man eine Subgruppenentdeckung iiber den Datensatz 2.1} wire fiir die gegebene Ei-
genschaft Einkommen interessant zu wissen, z.B ob die Mé&nner oder die Frauen ein héheres
Einkommen haben oder ob Frauen, die ein hohes Einkommen haben, ein Haus besitzen
oder nicht.

Die Subgruppenentdeckung arbeitet in zwei Phasen, ndmlich dem Auffinden der Kandi-
daten der Regeln sowie dem Bewerten der Regeln. s werden zuerst Regeln mit einer
kleineren Komplexitdt (allgemeine Regeln) aufgefunden z.B R1:Geschlecht = Frau —
FEinkommen = 1, von denen im Laufe des Subgruppenentdeckung Prozesses immer kom-

plexere (konkretere) Regeln generiert werden z.B R2:Geschlecht = Frau AN Haus = Ja —
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Einkommen = 1. Die Komplexitat der Regeln ist durch die Anzahl der betrachteten At-
tribute bedingt. Die Regel R1 hat die Komplexitit 1 und R2 hat die Komplexitét 2.
Zuerst werden Kandidaten mit der Komplexitit 1 aufgefunden. Danach werden Kandida-
ten mit hoher Komplexitdt bottom-up generiert. Mit Hilfe einer Qualitdtsfunktion werden
die Regeln bewertet.

Die Uberdeckung der beiden Regeln R1 und R2 wird in Tabelle veranschaulicht. Die in
griin markierten Datenitems beschreiben die Subgruppe, die von R1 iiberdeckt sind, und

die in blau markierten Datenitems beschreiben die Subgruppe, die von R2 iiberdeckt sind.

Item Nr. | Alter | Geschlecht | Auto | Haus | Einkommen

mannlich

Item Nr. | Alter | Geschlecht | Auto | Haus | Einkommen
1 25 ménnlich | nein | nein 0
2 28 weiblich nein | nein 0
3 32 weiblich ja nein 1
4 34 weiblich ja nein 1
5 40 ménnlich ja nein 1

mannlich

10 ‘ 60 ‘ weiblich ‘ nein ‘ nein ‘ 1

Tabelle 2.2: Subgruppen fiir R1 und R2
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Qualitatsfunktion

Die Qualitatsfunktion [10) [13] spielt eine wichtige Rolle bei der Subgruppenentdeckung. Sie

bestimmt die Giite der Regeln. Damit kann man die besten Regeln ausgeben.

Definition (Qualitidtsfunktion) Eine Qualitatsfunktion ist ist eine Funktion ¢: P — R,
die jeder Regel einen Wert (die Giite) zuweist.

Man kann die Auswahl der besten Regeln nach verschiedenen Kriterien treffen. Entwe-
der werden die Regeln nach ihrer Giite sortiert und dann die besten k Regeln ausgegeben
oder wird die Ausgabe durch einen minimalen Wert der Qualitatsfunktion beschrinkt. Au-
Berdem kann man eine minimale Menge von Regeln mit eine maximale Qualitdt suchen.
Diese Verfahren fiir die Auswahl der besten Regeln wird in diese Arbeit nicht betrachtet.
Es gibt viele Qualitdtsfunktionen und es ist immer schwer zu sagen welche wichtig sind.
Die Wahl der Qualitdtsfunktionen wird von den Datenanalytikern getroffen. Entscheiden
ist die aktuelle Aufgabe. In diesem Abschnitt wird eine Auswahl von Qualitdtsfunktionen

prasentiert,.

e Coverage: liefert den Prozentanteil der Elemente der Datenmenge, die von einer Re-
gel iiberdeckt sind.
_ TP+FP
COU(R) =N
mit TP bezeichnet man, wie oft war eine Regel wahr war und sie richtig vorhergesagt
wurde. Dagegen gibt FP eine Aussage tiber, wie oft war eine Regel wahr war aber

sie falsch vorhergesagt wurde.

e Precision: liefert der Anteil der tatséchlichen richtig vorhergesagten Regeln, wenn die
Regel wahr war.

Pr(R) = spirp

e Recall: liefert der Anteil alle wahren Regeln, die richtig vorhergesagt wurden, von
allen wahr vorhergesagten Regeln.
TP
Re(R) = 7p1 7y
wobei FN die Anzahl der falschen Regeln ist, die falsch vorhergesagt wurden.

e Accuracy: liefert der Anteil der richtigen vorhergesagten Regeln von allen Regeln
Acc(R) = TLHN

o Weigthed Relative Accuracy(WRAcc) [20]: Diese Guitefunktion gibt eine Aussage
iiber die Ausgewogenheit zwischen der Uberdeckung und der Genauigkeit einer Re-
gel. WRacc ist die am meisten verwendete Qualitdtsfunktion bei der Subgruppenent-

deckung.
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W RAce(R) = Cov(R) (TPEFN - TPETN)

mit TN ist die Anzahl der falschen Regeln, die richtig vorhergesagt wurden. Er wird

verwendet, da die einzelne Betrachtung von Accuracy zu falschen Schliissen fiihren

konnte.

e I'1-Score [18]: das harmonische Mittel von Precision und Recall.

2xPr(R)*Re(R
Fsr(R) = pigt ey

Suchstrategien

Die Anzahl der aufgefundenen Kandidaten bei der Subgruppenentdeckung kann exponen-
tiell wachsen. Das kann beim Generieren der Regeln mit hoher Komplexitét einen sehr
hohen Speicher- und Rechenbedarf ben&tigen. Deshalb kénnen algorithmische Techniken
eingesetzt werden, die den Suchraum verkleinern. Hierbei kann eine heuristische Suche
durchgefiihrt werden z.B Beam-search [23]. Dariiber hinaus kann man zwei Parameter ein-
stellen um den Suchraum zu beschrinken. Die maximale Komplexitdt einer Regel kann
beschrankt werden. Weiterhin kann man nur bestimmte Kandidaten betrachten z.B die

von einer Qualitdtsfunktion besten bewerteten Regeln.

Ahnliche algorithmische Probleme

Es gibt verschiedene Data-Mining Methoden zum Auffinden von Mustern. Jedoch haben
diese Methoden verschiedene Zielergebnisse. So soll z.B eine Methode Muster mit der be-
sten Qualitédt, die die Daten beschreiben, entdecken wohingegen andere versuchen, eine
Menge von Mustern zu finden, die die Daten am besten komprimieren.

Ahnlich zu der Subgruppenentdeckung ist das KRIMP Problem. Der KRIMP-Algorithmus
ist ein guter Einsatz fiir die Beschrinkung der Anzahl der aufgefundenen Mustern. Der
KRIMP-Algorithmus [22] dient dazu, dass eine minimale Anzahl von Mustern aufgefun-
den werden, die die Daten am besten komprimieren. Er basiert auf dem MDL (Minimum
Description Length) [7] Prinzip. Als Datenstruktur verwendet KRIMP eine Codetabelle.
Codetabellen bestehen aus zwei Spalten. In der ersten Spalte stehen Attributen oder Men-
gen von Attribute und in der zweiten Spalte die dazugehorige Codierung. Am Anfang sind
in der Tabelle nur Einzelattribute. Danach kommen Kandidaten aus den Daten, die mehr
Attribute enthalten. Wenn ein Kandidat hinzugefiigt wird, wird immer tiberpriift, ob die
Codetabelle eine bessere Codierung liefert. Wenn dies nicht der Fall ist, wird der Kandidat
nicht in die Codetabelle eingefiigt.

Fiir diesen Algorithmus wurde ein Datenstromalgorithmus entwickelt. Er ist der STRE-
AMKRIMP |21]. Er entdeckt die Anderung der Verteilungen in einem Datenstrom. STRE-
AMKRIMP basiert auch auf dem MDL Prinzip und verwendet auch Codetabellen. Im
Gegensatz zu der Codetabelle von Krimp enthilt hier jede Zeile den Zeitpunkt, zu der sie

hinzugefiigt wurde. Der Datenstrom wird in kleinere endliche Sequenzen unterteilt. Auf
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jeder Menge wird KRIMP eingesetzt um eine Codetabelle fiir diese Sequenz des Daten-
stromes zu erstellen. Am Anfang wird die Codetabelle der ersten Sequenz erstellt und
wird als die aktuelle Codetabelle verwendet. Danach werden Codetabellen fiir die anderen
Sequenzen ermittelt. Wenn eine neue Codetabelle berechnet wird, wird iiberpriift, sie den
Datenstrom besser kodiert. Wenn dies der Fall ist, dann ist eine Anderung in der Verteilung

entdeckt worden und die neue Codetabelle wird als aktuelle Codetabelle verwendet.

2.3 Der Lossy Counting Algorithmus

Bei der Subgruppenentdeckung spielt das Zahlen der Haufigkeit eine wichtige Rolle. In
dieser Arbeit wird einen verlustbehafteten Zihlalgorithmus verwendet, der nur die haufig-
sten Elemente aufzihlt und zuriickgibt. Der Lossy Counting (LC) 16st approximativ das

Problem der hiufigsten Mengen auf einem Datenstrom [5].

Grundidee der Lossy Counting Algorithmus

Ein Datenstrom ist eine Sequenz von Elementen (eq, es,es..). N ist die Lange des Daten-
stromes. Zusétzlich zu einem Datenstrom bekommt der Algorithmus zwei Parameter als
Eingabe, némlich ein Support Parameter s € [0,1] und ein Fehlerparameter e. LC findet
alle Elemente in einem Datenstrom, deren H&ufigkeit grofer als sV ist. Mit dem Fehler-
parameter e garantiert der Algorithmus, dass alle ausgegebenen Elemente mindesten die
Hiufigkeit (s — €) NV haben. Angenommen, es wire von Interesse alle Elemente deren Héu-
figkeit grofer als 0.1% der Lange des Datenstroms auszugeben. Dann ist s=0,01 und die
zuldssige Fehlertoleranz wird durch die Eingabe des Fehlerparameters e eingestellt. Der
Fehlerparameter € kann z.B ein Zehntel kleiner als s sein. Wenn € = 0,001 ist, dann stehen
in der Ausgabemenge des Algorithmus garantiert alle Elemente deren H&ufigkeit minde-
stens 0, 009N ist.

Der eingehende Datenstrom wird in Puffern der festen Lange w = [1/€| unterteilt. Die
Puffer werden mit einem Index ¢ markiert. Immer, wenn ein Puffer voll ist, wird der Index
erh6ht. beyprent | N/w] bezeichnet den aktuellen Index. Mit f, wird die konkrete Haufigkeit
eines Elements e bezeichnet.

Die Lossy Counting Datenstruktur ist eine Menge D von Zahlern der Form (e, f, A). Mit
f bezeichnet man die von LC berechnete approximative Haufigkeit. Ferner ist A die ma-

ximale Fehlergrenze bei der Ermittlung von f.

Beschreibung des Lossy Counting Algorithmus

Am Anfang ist D leer. Sobald ein Element e aus dem Datenstrom kommt, wird es {iber-

priift ob es in D existiert. Wenn e schon in D ist, wird f erhdht. Sonst wird ein Zahler
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(e, 1bjcurrent0 — 1) erzeugt und hinzugefiigt. Wenn ein Puffer voll ist d.h 0 = N mod w
wird D bereinigt. Alle Elemente, die die Bedingung f + A < beyprent nicht erfiillen, wer-
den geloscht. Ausgegeben werden alle Elemente, deren approximative -H&ufigkeit f kleiner
gleich (s — €)N ist. Der Pseudocode des Algorithmus ist in zu finden.

Der Fehler A sagt wie oft ein Element e in den ersten beyrrent — 1 Puffer maximal vorge-

Algorithmus 2.3.1 Lossy Counting

Input: Datensrom von Elementen e
Output: Elemente mit f > (s — )N

1: D=

2: N=0

3: beurrent = 1

4: while Datenstromnichtbeendet do
5: e = nichste Element vom Datenstrom
6: N+ +

7. if e € D then

8: f++1

9: else

10: insert(e, 1, beyrrent — 1)intoD |
11:  end if

12:  if Nmodw == w then

13: for all elementinD do

14: if f+ A <beyrrent then

15: delete (e, f, A from D

16: end if

17: end for

18:  end if

19: end while

kommen sein kénnte. Wir haben N ist die Lénge des Datenstromes und w = [1/e€] ist der
Grofke eines Puffers. Deshalb ist A = beyrrent — 1.

Fiir die Berechnung der am haufigsten vorkommenden Elementen braucht LC héchstens
1log(eN) Zihler.

Beweis: Sei B = beyrrent der aktuelle Pufferindex. Fiir alle i € [1, B], d; ist die Anzahl
der Zahler in D fiir die b — ¢ + 1 Puffer. Ein Element im Puffer B — ¢ + 1 muss mindestens
¢ — mal vorgekommen sein. Sonst wurde es von LC geloscht. Das kann man mit Hilfe der

Grofse w eines Puffers in der folgenden Formel ausdrucken:

id; < juvj=1,2,..,B (2.1)

J
=1

(2
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Daraus Folgt:
j
w., .
> di < sz‘y =1,2,...,B (2.2)

Mit Induktion wird 2.2 gezeigt. Fiir j = 1 gilt aus Angenommen wird, dass 2.2/ fiir alle
j=1,2,3....;p — 1 gilt. Zu zeigen ist, dass [2.2] fiir j = p auch gilt.

Aus der Induktionsvoraussetzung gilt 2.2 fuir alle j = 1,2,3...,p — 1. Fiir p — 1 Termen der
wird einmal fiir j = p 2.1] addiert. Das ergibt [2.3]

p 1 - = ! w 2 w p—lw
;zdz+;dl+;dl+...+;dz<pw+;Z,+;i+...+;i (2.3)
Das kann man in 2.4l zusammenfassen.
pzp:d'<pw+p§(p_1)w (2.4)
=1 . i=1 i )

Wenn man beide Terme der Ungleichung durch p teilt, bekommt man die Gleichung in
fiir j=p. Insofern ist fiir j = p giiltig
Da |D| = Zil d; ist, folgt aus dass, |D| < Zf;l 2 < Llog(B) = Llog(eN) ist. Somit

wichst die Anzahl der gebrauchten Z#ghlern logarithmisch.

2.4 Das Datenstrom-Framework Streams

Um eine Datenanalyse auf Datenstromen durchfiihren zu kénnen, benotigt man ein Datenstrom-
Framewok. In dieser Arbeit wird das Streams-Framework [1] vorgestellt. streams ist aus
einer Projekt-Gruppe am LS8 der Fakultit fiir Informatik der TU Dortmund entstanden.
Das Ziel des Frameworks ist das Erleichtern der Modellierung der Datenstromverarbei-
tung. streams erlaubt es, Ausfithrungseinheit auszutauschen. Damit ist es auf Vielzahl von
Plattformen lauffahig. Dariiber hinaus ist es moglich andere Bibliotheken, wie z.B das Ra-
pidMiner Tool, in das Framework einzubinden. Weiterhin ist das streams-Framework in
der Lage, verschiedene Prozesse auf Datenstromen unterschiedlichen Quellen auszufiihren.
streams stellt auch ein API bereit, das die Erweiterung der strams-Bibliothek erméglicht.
Mit Hilfe der schon vorhandenen und dazu entwickelten Prozessoren kann man kontinuier-
liche Prozesse modellieren. Das geschieht einfach durch die Definition eines Flow-Graphes

in einer XML-Datei. Dafiir stellt strems vier wichtige Elemente bereit.

Datenstrom

Der Datenstrom spielt eine wichtige Rolle bei der Datenstromverarbeitung. Er ist die Da-
tenquelle.
Ein Datenstrom ist eine Sequenz von Datenitems. Ein Datenitem ist eine Menge von Paa-

ren der Form (k,v). Der Schliissel & ist von Typ String und bezeichnet des Attribute. v ist
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der Wert des Attributes und hat einen Typ, der das Java-Interface Serializable imple-
mentierte.

streams stellt schon verschiedene Datenstréme Implementierungen z.B aus einem CSV-
Datei oder SQL-Datenbanken bereit. Aber auch eine eigene Implementierung ist durch das
implementieren der abstrakten Klasse AbstractStream mdglich. stream beschreibt einen

Datenstrom im streams-Framework.

Prozesse und Prozessoren

Bei einer Datenstromanalyse miissen die Daten verarbeitet werden. Dafiir sind die Prozes-
se zustindig. In streams ist ein Prozess das aktive Element bei der Datenverarbeitung. Er
wird nicht nur wie ein Datenstrom gelesen, sondern fithrt er auch eine Menge von Prozes-
soren auf dem Datenstrom aus.

Ein Prozessor ist das kleinste Element in dem streams-Framework. Jedoch spielt er die
wichtige Rolle bei der Datenstromverarbeitung. Namlich beinhaltet er Funktionen, die auf
dem Datenstrom durchgefiihrt werden sollen, um den zu extrahieren oder manipulieren.
Ein Prozess kann aus verschiedenen Prozessoren bestehen.

In streams sind schon einige Prozessoren implementiert, wie z.B fiir die Ausgabe des Da-
tenstroms auf dem Bildschirm. Aufserdem man ist in der Lage seine die streams-Bibliothek
mit eigenen Prozessoren zu erweitern, die die gewilinschten Verarbeitung durchzufiihren.
Das erméglicht die Implementierung von Datenstromalgorithmen. Dafiir ist es notwendig

das Interfaces streams.prozessor zu implementieren.

Services

Um leichte die durch die Prozessoren entstehenden Funktionalitéten iiberall und jede Zeit
zu verwenden, kann man Services benutzen. Sie kénnen z.B eine Klassifikationverfahren
darstellen, das auf einer Datenbank durchgefiihrt wird.

In streams sind Services durch Java Interfaces definiert. Durch Implementierung des Interfa-
ces stream.service.service wird ein Service hergestellt. Um innerhalb einem Container
Services benutzbar zu machen, soll die Klasse, die dieses Service implementiert, mit einer

1d versehen werden.

Container

Der Container ist das Hauptelement fiir die Modellierung von Datenstromverarbeitung
Prozesse. Der Container beinhaltet alle fiir eine Datenstromverarbeitung benétigten Ele-
mente. Die Quelle des Datenstroms wird deklariert sowie die zu verwendeten Prozesse.
Auferdem werden die Services definiert, die man benutzen will. In 2.1]ist eine XML-Datei,
die die Struktur eines Containers veranschaulicht.

Hier wird einen CSV-Datenstrom aus der Datei data.csv erzeugt. Dieser Datenstrom hat
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<container>
<stream id="in" cl "strea q ream”  url="file:

<process input="in"»

<PrintData />

Abbildung 2.1: Container als XML-Datei

den Id=in und wird als fiir den Prozessor iibergeben. PrintData ist ein vom streams zu
Verfiigung gestellter Prozessor, der die Daten aus dem Datenstrom auf dem Bildschirm
zuriickgibt.

Bei der Ausfithrung des Containers werden alle in dem Container definierten Elemente auf-
gebaut. Datenstrome, Services und Prozesse werden erzeugt und die Prozessoren werden

auf die Datenstrome ausgefiihrt.

2.5 Android-Plattform

Android ist ein Betriebssystem fiir Mobile Geréte. Da der in dieser Arbeit zu entwickelnde
Algorithmus auf Android Gerdten lauffihig sein soll, wird die Plattform kurz vorgestellt.
Android [6] ist eine Open-source Plattform geeignet fiir mobile Geréte. Sie stellt alle bens-
tigten Werkzeugen fiir die Entwicklung einer App zur Verfiigung. Android wurde im Jahr
2005 von Google gekauft. Bis zu diesem Jahr wurden verschiedene Versionen veroffentlicht.
Die aktuellste Version ist Android 4.4.

Android Aufbau und Entwicklung

Das fiir mobile Gerite entwickelte Betriebssystem ist in vier Schichten aufgebaut. ver-
anschaulicht die Architektur von Android.

Die Android-Plattform basiert auf einem Linux-Kernel. Auf diesem Grund ist Android auf
verschiedenen Gerdten mit unterschiedlichen Architekturen lauffihig. Aufierdem profitiert
Android von dem Eigenschaften der Linux Systeme z.B der Sicherheit.

Die néchste Schicht Bibliothek enthélt alle Komponenten die fiir das Ausfithren und Kom-
pilieren einer Applikation notwendig sind. Ein Teil davon ist DALVIK. Sie ist die virtuelle
Maschine die fiir Android entwickelt wurde.

Die Applikation-Framework-Schicht stellt alle Bibliotheken und Services, die bei der Ent-

wicklung einer App hilfreich sind, bereit. Das ist die am bestens dokumentierte Schicht,
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Benutzer

o,
| *’-.‘ﬁ' L
Interaktion&?

Applikationen

Abbildung 2.2: Schichten von der Android-Platform

da sie der Baustein fiir die Entwicklung einer gut aufgebauten und effizienten App ist.

Die Applikation-Schicht ist fiir die Interaktion zwischen den Benutzern und dem Gerit
zusténdig ist. Sie ist dafiir, dass die die App auf dem Gerét installiert und lauffihig sind.
Sie beinhaltet alle Komponenten, die fiir den Benutzer fiir die Bedienung des Gerétes not-

wendig sind.

Fiir die Entwicklung von Android-App benotigt man den Android SDK. Die Hauptpro-
grammiersprache ist Java. Deshalb kann man das streams-Framework in einer Android-App
einbinden.

Eine Hauptrolle bei der Programmierung spielt die Klasse Activity. Sie ist dafiir da, den ge-
samten Programmablauf zu organisieren und steuern. In der XML-Datei Manifest werden
alle Informationen iiber die App vorgestellt z.B welche Activity benutzt werden darf, wel-
che Android Version verwendet wird oder welche Zugriffsrechte diese App hat. Ein ganz
wichtige Punkt ist, dass Android bei der App Entwicklung fiir eine Trennung zwischen
den Ressourcen und dem Quellcode sorgt. Aufierdem kann man das Muster Modell-View-
Controller(MVC) bei der Implementierung einer App gut erkennen, da Android sorgt fiir
eine Trennung zwischen den Daten, die Implementierung der Funktionalitdten und das
graphische Benutzer Schnitstelle sorgt.

Mit Hilfe der Entwicklungsumgebung Eclipse kann man zu einem Android Projekt Maven-
Abhéngigkeiten einbinden. Daher kann man auch das streams-Framework auch unter An-

droid verwenden.
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Android und Maschinelles Lernen

Fiir eine Verbesserung eines Systems sollte man das System analysieren und schlussfolgern.
Das Anwenden von maschinellen Lernverfahren auf einem Android-System kann hilfreich
sein fiir das Untersuchen von bestimmten Eigenschaften z.B Energieverbrauch.

Zu Zeit ist es nicht bekannt, ob auf Android eine APP, die ein maschinelles Lernverfahren
implementiert um Wissen zu sammeln iiber bestimmten Fingenschaften des Systems. Un-
ter Android sind zwei App némlich Power Tutor und Battery die den Akkuverbrauch von
einzelnen Apps untersuchen. Sie basieren auf linearen Modellen, bei denen viele Annah-
men bei der Wahl der Parameter getroffen sind. Jedoch hat Apple dabei schon eine App
entwickelt fiir die Untersuchung des Akkuverbrauches anderer App, die auf maschinellen

Lernverfahren basiert.
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Kapitel 3

Subgruppenentdeckung auf

Datenstromen

Im Rahmen dieser Arbeit wird eine Datenstromalgorithmus fiir die Subgruppenentdeckung
entwickelt und implementiert. In diesem Kapitel wird der entwickelte Algorithmus erléu-

tert. Auferdem wird eine Implementierung des Algorithmus vorgestellt.

3.1 Problemstellung

Fiir das Auffinden von Subgruppen in Datenstromen sind zur Zeit keine Ansdtze be-
kannt. Fiir das verwandte Problem des Auffindens h#ufiger Mengen auf Datenstromen
existieren aktuelle Ansétze [4]. Dort werden mehrere Elemente des Datenstroms blockwei-
se eingelesen und verarbeitet. Allerdings ist der Algorithmus nicht in der Lage, Mengen
zu finden, die beziiglich einer vorgegebenen Eigenschaft interessant sind. Daher wurde im
Rahmen dieser Bachelorarbeit ein Datenstromalgorithmus fiir die Subgruppenentdeckung
entwickelt(streamSD).

Gegeben sei einen Datenstrom. Es sollen Subgruppen aufgefunden so dass, die Qualitét al-
ler Subgruppen maximiert wird. Dabei wird die Qualitdtsfunktion verwendet um die Giite
der Subgruppe zu ermitteln.

Die Subgruppen werden nach ihrer Giite sortiert und die beste k Subgruppen werden aus-
gegeben. Aufierdem man kann ein anderes Kriterium anwenden fiir die Ermittlung der
besten Subgruppen. Dazu werden alle Subgruppen ausgegeben ausgegeben deren Qualitit

grofer als ein bestimmter vorgegebener Funktionswert ist.

3.2 Grundidee des Algorithmus

Der streamSD Algorithmus basiert auf der Idee der statischen Subgruppen Entdeckung.
Er verwendet auch den Zahlalgorithmus Lossy Counting fiir die Ermittlung der Hiufigkeit

19
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der Elemente.

Die grundsétzliche Aufgabe des streamSD ist die Ausfithrung einer Subgruppenentdeckung
auf einem Datenstrom. Dabei miissen, wie beim statischen Einsatz, Regeln aufgefunden
und evaluiert werden. Es ist nicht moglich die zwei Phasen zu trennen, da man nicht bis
zum Ende eines Datenstroms warten soll um Regeln zu generieren und evaluieren. Das
wére auf einem unendlichen Datenstrom nicht mdoglich. Auferdem kann das Speichern al-
ler Elemente eines Datenstromes um am Ende Regeln aufzufinden sehr aufwendig sein.
Insofern werden vom streamSD entlang der Datenstromverarbeitung Kandidaten fiir die
Regeln erzeugt und Regeln generiert.

Ein Datenstrom ist eine Sequenz von Datenitems. Jeder Datenitem ist eine Menge von
Attributen und ihrer Werte.Die Kandidaten sind nicht evaluierte Regeln. Die Anzahl der
betrachteten Attribute bestimmt die Komplexitit eines Kandidaten. Diese induziert eine
Hierarchie, bei der die Kandidaten entsprechend ihrer Komplexitét in Level eingestuft wer-
den. Nicht alle Kandidaten fiir alle Levels werden gleichzeitig erzeugt, sondern das geschieht
schrittweise. Die Kandidaten fiir das Level 1 werden direkt aus dem Datenstrom erzeugt.
Nachdem eine bestimmte Anzahl von Datenitems verarbeitet wurde, werden Kandidaten
fiir die hoheren Levels bottom-up generiert.

Die Haufigkeit der generierten Kandidaten muss ermittelt werden. Dafiir wird der LC' Algo-
rithmus verwendet. Der verlustbehaftete Zihlalgorithmus LC wurde in Kapitel 2 erklirt.
Er ermittelt die hdufigsten Elemente in einem Datenstrom und gibt die am Haufigsten
vorkommenden Elemente zuriick. Dabei wird eine erwiinschte untere Schranke der H&u-
figkeit der ausgegebenen Elementen durch einen vom Benutzer eingegebenen Parametern
beriicksichtigt. Dariiber hinaus kann man den Berechnungsfehler von L(C steuern. Aus sel-
ten vorkommenden Kandidaten kénnen keine gute Regeln erzeugt werden. Deshalb wird
in diesem Algorithmus der LC verwendet um die Haufigkeit der Kandidaten zu ermitteln.
Regeln, die seltene Elemente beschreiben, kénnen keine richtige Aussage {iber die gesam-
te Datenmenge liefern. In einem Level wird fiir die Auswahl der Kandidaten, die Regeln
werden sollen, im streamSD keine Suchstrategie bendtigt. Alle Elemente, die in der Aus-
gabemenge des LC sind, werden evaluiert.

Fiir die Evaluation der Regeln werden die Qualitdtsfunktionen bendtigt. Sie ermitteln die
Giite der Regeln. Einige wichtige Qualitdtsfunktionen sind schon in Kapitel 2 beschrie-
ben worden. Mit einer vom Benutzer vorgegebenen Qualitétsfunktion (auch Giitefunktion
genannt) werden die Regeln evaluiert. Die Regeln werden nicht nach jedem Datenitem eva-
luiert sondern nur bei der Erzeugung von Kandidaten héherer Levels, also immer nachdem
eine bestimmte Anzahl von Datenitems verarbeitet wurde.

Die Kandidaten fiir die Regeln fiir das Level n + 1 werden aus den k besten Regeln des
Levels n und aus den k besten Regeln des Levels 1 erzeugt. Nur aus den wichtigen Regeln
kénnen wichtigere Regeln erstellt werden. Die maximale Komplexitédt der Kandidaten kann

mit einem vom Benutzer eingegebenen Parameter beschriankt werden.
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Der Algorithmus ist in der Lage, zu jedem Zeitpunkt die besten Regeln, nach den oben

schon vorgestellten Kriterien, auszugeben.

3.3 Beschreibung des Algorithmus

In diesem Abschnitt wird der entwickelte Datenstromalgorithmus fiir die Subgruppenent-
deckung (streamSD) genauer beschrieben. Der Algorithmus braucht eine Datenstromquelle
als Eingabe. Weiterhin soll der Benutzer die Zeitpunkte, in den Kandidaten héherer Levels
erzeugt werden, mit einem Zeitparameter ¢ definieren. Auferdem werden die LC Parameter
Fehler- und Supportparameter eingestellt. Dariiber hinaus wird noch ein Parameter k fiir
die Anzahl zu verfeinerten Regeln (Regeln aus denen komplexerer Regeln erzeugt werden
soll) iibergeben.

Man kann die Arbeitweise des Algorithmus in drei grofen Phasen unterteilen nédmlich 1)
die Initialisierungsphase 2) die Generierung und Bewertung der Regeln 3) das Update der
Kandidaten. In der Initialisierungsphase werden sowohl alle Parametern gesetzt als auch
die ersten Kandidaten fiir Level 1 aus dem Datenstrom generiert. In der zweiten Phase
werden die Regeln generiert und evaluiert. Auferdem konnten nach dieser Phase die be-
sten Regeln ausgegeben werden. Bei der Update Phase werden sowohl neue Kandidaten fiir
alle Levels generiert als auch die Hiufigkeit der existierenden Kandidaten hochgezihlt. Da
fiir das Zahlen der Kandidaten LC verwendet wird, werden die nicht héufigen Kandidaten

geldscht.

Initialisierung

Bei der Initialisierung werden sdmtliche eingegebene Parameter gesetzt. Der Benutzer de-
finiert das Zielattribut, anhand dessen werden die Subgruppen in den Daten gesucht. Au-
ferdem wird sowohl das maximale Level als auch die Anzahl der besten Regeln, aus denen
Kandidaten fiir die nichsten Levels generiert werden, eingegeben. Da der streamSD auch
Lossy Counting fiir das zéhlen der Haufigkeit verwendet, miissen auch Support- und Feh-
lerparameter gesetzt werden. Der Zeitpunkt, zu dem héhere Levels generiert werden sollen,
muss auch eingegeben werden. Dieser Zeitpunkt ist die Anzahl der verarbeiteten Dateni-
tems. Er wird durch den Zeitparameter ¢ festgesetzt.

Die Initialisierungsphase endet, nachdem dieser Zeitpunkt zum ersten Mal erreicht wurde.
Bis dahin werden die ersten Kandidaten aus dem Datenstrom generiert und ihre Haufigkeit

gezahlt.
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Update der Kandidaten

Das Update der Kandidaten kann man in zwei Kategorien einteilen. Die eine Kategorie ist
das Update der Haufigkeit der vorhandenen Kandidaten. Die andere ist das Update der
vorhandenen Levels. Unter dem Update vorhandener Levels versteht man die Uberpriifung
ob neue Kandidaten vorhanden sind, und das Generieren der Kandidaten fiir das aktuell
erh6htes Level. In dieser Kategorie werden neue Kandidaten generiert.

Die Initialisierungsphase dient dazu, dass die ersten Kandidaten fiir Level 1 erzeugt werden.
Nicht nach der Initialisierungsphase werden alle Kandidaten fiir die verschiedenen Levels
erzeugt, sondern das geschieht schrittweise, weil es einen grofen Rechenzeit und einen un-
notigen Speicherbedarf braucht. Nachdem eine bestimmte Anzahl ¢ von Datenitems verar-
beitet wurde, werden Kandidaten fiir hoherer Levels bottom-up erzeugt. Auferdem ist die
Zahl zu generierender Levels mit einem vom Benutzer iibergebenen Parameter beschriankt.
Wenn t erreicht wird, wird auch iiberpriift ob neue Kandidaten fiir die vorhandenen Levels
erzeugt werden konnen. Wenn das maximale Level nicht erreicht wurde, werden Kandida-
ten aus den top-k Regeln des aktuellen Levels in Kombination mit den Top-k Regeln des
Levels 1 fiir das aktuell erhéhte Level generiert. Die Kandidaten fiir Level 1 werden so-
fort aus dem Datenstrom erzeugt. Nur aus den besten Regeln werden Kandidaten héherer
Levels erzeugt. Das veranschaulicht das Aprori Prinzip [2]. Bei dem Apriori- Algorithmus
werden Obermengen nur aus den Haufigsten Mengen erzeugt.

Die Haufigkeit der Kandidaten wird mit Hilfe des verlustbehafteten Zahlalgorithmus LC
gezdhlt. Er unterteilt die aus dem Datenstrom ankommenden Elementen in Puffer. Wenn
ein Puffer voll ist, faingt LC mit einer Speicherbereinigung an. Er 16scht alle seltenen Kan-
didaten aus dem Speicher. Nach jeder Verarbeitung eines Datenitems wird die Haufigkeit

der vorhandenen Kandidaten erhohrt.

Generieren und Evaluieren von Regeln

Bei der Subgruppenentdeckung beschreiben die Regeln Datenmengen beziiglich einem Zie-
lattributes. Man will die besten Regeln sehen. Deshalb werden die generierten Regeln
bewertet. Auf diesemn Grund werden aus den Kandidaten Regeln generiert und bewertet.
Zum Zeitpunkt ¢ wird nicht nur ein Update der Kandidaten durchgefiihrt, sondern es wer-
den auch Regeln erzeugt und evaluiert. Alle Kandidaten, die in der Ausgabemenge des LC
sind, werden Regeln, d.h alle Kandidaten, deren Hiufigkeit gréfer als sN ist, wobei s der
Support Parameter von LC ist und NV ist die Linge des Datenstromes. Die fiir alle Levels
generierten Regeln werden mit Hilfe einer Qualititsfunktion (siehe Kapitel 2) evaluiert.
Die Regeln werden nach ihrer Giite sortiert. Auferdem kann der Benutzer zu jeder Zeit

die aktuellen besten Regeln aller Levels abfragen.
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Algorithmus 3.3.1 Subgruppen Entdeckung auf den Datenstréomen streamSD

Input: Datenstrom D, Trigger t, LCParameter, Giitefunktion ¢, MacLEvel m
Output: Jeder Zeit die besten Subgruppen
1: ¢dd=0
2: initialisiereLC(LCParameter
3: for all Dataitem x € D do
4 for all Level i do
5 for all Candidate c in Level i do
6: if ¢ € z then
7 count [i] [c]++
8 end if
9 end for
10: end for
11: if id MOD t == 0 then

12: for all Level i do

13: for all Candidate ¢ in Level i do
14: evaluate(c, )

15: end for

16: if i+1 < maxLevel then

17: for all Top-k rule r in Level i do
18: Level|i+1]= Level[i+1] U ¢ x Level[1]
19: end for

20: end if

21: updateAllLevel()

22: end for

23:  end if

24:  id4++

25:  print(top-k rule)
26: end for

Ablauf des Algorithmus

Die drei Phasen werden nicht simultan ausgefiihrt. Die Initialisierungsphase ist nach der
Verarbeitung von ¢ Datenitems beendet. Wahrend des Update der Haufigkeit der Kandida-
ten entlang der Verarbeitung des Datenstroms durchgefiihrt wird, werden die Generierung
und Evaluierung der Regeln und das Update der Kandidaten nur immer , wenn ¢ Date-
nitems verarbeitet wurden, durchgefiihrt. Diese drei Phasen wiederholen sich in Zyklisch
entlang der Datenstromverarbeitung. Der Ablauf des Algorithmus wird in Abbildung
veranschaulicht. Eine Beschreibung des Ablaufes des streamSD-Algorithmus ist in als
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Pseudocode gegeben.

Die Initialisierung von Parametern sowie der Lossy Couting Datenstruktur fiir alle Le-
vels ist nach der dritten Zeile beendet. Von Zeile 4 bis Zeile 9 wird die Haufigkeit der
Kandidaten aller vorhandenen Levels gezdhlt. Die Initialisierungsphase endet, nachdem
Zeile 11 zum ersten Mal erreicht wird. Von Zeile 1 bis Zeile 23 wird die Phase der Ge-
nerierung und Evaluierung von Regeln simuliert. Immer wenn ¢ Datenitems verarbeitet
wurden, wird Zeile 11 erreicht. Von der Zeile 12 bis 15 werden die Regeln generiert und
evaluiert. Wenn das maximale Level nicht erreicht ist, werden Kandidaten hoherer Level
erzeugt(Zeile 16 bis 20). Mit updateAllLevel () in Zeile 21 wird iiberpriift, ob neue Kan-
didaten fiir die vorhandenen Levels erzeugt werden kénnen.

Der Datenstrom wird nicht in Subsequenzen zerlegt und gespeichert. Die Zeitpunktpara-

Generiere Regeln
Evaluiere Regeln
Update der Kandidaten

0 t1‘/ tg \is
1 1
Datenstrom r | :
| Initialisierung | Update der Haufigkeit der Kandidaten :

[

| -

Abbildung 3.1: Arbeitsweise des Algorithmus

met t ist dafiir da, dass bestimmte Operationen des Algorithmus zu bestimmten Zeitpunk-

ten durchgefiihrt werden sollen.

3.4 Implementierung

Damit der Algorithmus sowohl eigensténdig in einer APP als auch als Teil einer Daten-
analyse einsetzbar ist , wird das streams-Framework verwendet. Dabei wird von den Ein-
genschaften von streams, die in Kapitel 2 beschrieben wurden, profitiert. Die benutzte
Programmiersprache ist Java. Dariiber hinaus wird eine Android-APP entwickelt. Damit
wird streamSD auf mobilen Gerdten lauffihig sein.

In diesem Abschnitt wird die Implementierung des StreamSD vorgestellt.

Der Datenstrom

Im strems sind verschiedene Datenstrom-Implementierungen vorhanden. Man kann zum
Beispiel einen Datenstrom aus einer CSV-Datei erzeugen. Der von streams gelieferte Da-

tenstrom ist eine Sequenz von Datenitems. Ein Datenitem ist vom Typ Map. Die Schliissel
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der Map sind vom Typ String und die Werte sind vom Typ Serializeable. Die Strings stel-
len die Attributen dar. Die Werte der Attribute sind die serialisierten Typen, d.h Typen,

die das Java-Interface Serializeable implementieren, z.B String oder Integer.

Kodierung der Daten und Datenstruktur

Fiir eine moglichst schnelle Verarbeitung der aus dem Datenstrom entnommene Daten wer-
den die Daten kodiert. Das {ibernimmt die Klasse Crypt. Sie ist dafiir da, um die Daten
zu kodieren sowie zu dekodieren.

Ein aus dem Datenstrom entnommenes Element besteht aus einem Attribute und einem
Wert. Die Attribute und die Werte der aus dem Datenstrom entnommenen Elemente wer-
den jeweils in einem Vektor gespeichert. Sowohl ein Attribute als auch ein Wert wird nur
einmal gespeichert und bekommen eine Id. Die Id ist der Index des Attributes bzw. des
Wertes in dem Vektor und ist vom Typ Integer. Wenn ein Element aus dem Datenstrom
kommt wird {iberpriift, ob sein Attribute und dessen Wert in dem Vektor gespeichert sind.
Wenn der Fall ist, dann bekommt das Attribute und der Wert jeweils deren Id. Wenn nicht
der Fall ist, dann werden sie in dem Vektor gespeichert und dann bekommen sie einer Id.
Die Attribut- und Wert-Id werden in einem Objekt gekapselt, die von der Klasse Element
modelliert wird. Alle erzeugten Element-Objekte werden auch in einem anderen Vektor
gespeichert. Der Index jedes Elements in dem Vektor bestimmt die Id. Wenn spéter bei
der Datenstromverarbeitung das gleiche Element vorkommt, bekommt sofort seine Id. Da-
mit arbeitet Der Algorithmus nur mit 32 Bit Integer weiter. Daher wird z.B fiir tausend
Kandidaten des Levels 5 knapp 25K B Speicher gebraucht.

Es wurde auf diese Datenstruktur entschieden, weil man nicht auf die Reihenfolge der aus

dem Datenstrom entnommene Elemente achten muss.

Lossy Counting Implementierung

Bei einer Subgruppen Entdeckung ist es wichtig, dass die Haufigkeit der Kandidaten ge-
zahlt wird. Im streamSD-Algorithmus wird der verlustbehaftete Zahlalgorithmus LC ver-
wendet. Er 16scht in regelméfsigen Absténden alle seltenen Kandidaten. Damit benotigt
der streamSD-Algorithmus keine Suchstrategie , um zu wissen welche Kandidaten fiir die
Erzeugung der Regeln betrachtet werden sollen.

Die Lossy Counting Datenstruktur ist ein Suchbaum von Kandidaten, die jeder ein Zahler
zugewiesen wird. Das ist in der Klasse LossyCounting modelliert. Ein Zahler ist von Typ
Counter. Er speichert die Hiufigkeit eines Kandidaten und die Fehlergrenze. LossyCounting
verwendet die von Java bereitgestellte generische Klasse TreeMap. Die Schliissel sind die
Kandidaten und der dazugehdrige Zédhler als Wert gespeichert. In der LossyCounting-
Klasse wird der LC-Algorithmus implementiert.

Der LC unterteilt den Datenstrom in Puffer gleiche Gréfe. Die Elemente werden nach-



26 KAPITEL 3. SUBGRUPPENENTDECKUNG AUF DATENSTROMEN

einander in den Puffern geschrieben. Mit einem Element wird in dieser Implementierung
einen Datenitem bezeichnet, da ein Kandidat nur einmal in einem Datenitem vorkommen
kann. Wenn ein Puffer voll ist wird der Loschvorgang gestartet und ein neuer Puffer wird
geoffnet. Die Grofe w des Puffers ist durch e bedingt (w = [1/€]).

In der aktuellen Implementierung werden nicht alle Datenitems gespeichert sondern wird
es die Anzahl der verarbeiteten Datenitems gezdhlt. Wenn sie gleich oder ein Vielfaches
der Puffergréfse ist, werden die Léschvorginge gestartet. Zum Beispiel, wenn ¢ = 0,05
ware, wire w = 20 d.h immer nachdem 20 Datenitems verarbeitet wurden, wird der Spei-
cher durch das Ldschen seltener Kandidaten aufgerdumt. Das Z&hlen der Haufigkeit aller

Kandidaten wird bei der Verarbeitung jedes Datenitems durchgefiihrt.

Modellierung der Kandidaten und Regeln

Die Kandidaten der Regeln werden mit den kodierten Daten erzeugt. Das iibernimmt die
Klasse CandidatesController. Sie ist dafiir zustdndig, dass die Kandidaten erzeugt wer-
den und die Regeln generiert werden.

Ein Kandidat wird in der Klasse Candidate modelliert. Er besteht aus einem als Integer
codierten Zielattribut und einer Menge von Integer, die die Bedingung in einer kodier-
ten Form darstellt. Die verschiedenen Levels fiir die Kandidaten werden von der Klasse
CandidatesTables modelliert. Jedes Level besitzt sein eigenes LossyCounting-Objekt.
Der Grund dafiir ist die Ermittlung der Anzahl der verarbeiteten Datenitems fiir jedes
Level, da nicht alle Levels gleichzeitig erzeugt werden.

Eine Regel ist in der Klasse Rule modelliert (siehe[3.2)). Sie hat zusétzlich zum Kandidaten

public class Rule implements Comparable<Rule>{

private Candidate candidate;
private Integer tp;

private Integer fp;

private Integer tn;

private Integer fn;

private Double q

private Rule inve

Abbildung 3.2: die Klasse Rule

andere Attributen ndmlich die ermittelten FP,FN TP, TN Werte sowie die Giite der Regel.
Die Regeln haben auch verschieden Levels. Sie werden nur tempordr in einem Suchbaum

gespeichert.
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Generieren und Update der Kandidaten

Die zwei Phasen Generieren von Regeln und das Update der Kandidaten sind nicht vonein-

ander trennbar. Der Ablauf der zwei Phasen wird in veranschaulicht. Das Diagramm

—» Generiere Regeln

Datenstrom —>» Generiere Kandidate
Kandidaten
Level 1 Level 2 Level3 | m m = Level n
/ P I

/ /Y /

7 7 7 7

Top-k Top-k Top-k Top-k
E EE

Level 1 Level 2 Level n-1 Level n

Abbildung 3.3: Ablauf der Generierung und Updaten Phasen

zeigt den Zusammenhang zwischen dem Generieren der Kandidaten und der Regeln. Die
Klasse CandidatesController ist dafiir zustindig, dass Kandidaten generiert werden so-
wie das Update alle Kandidaten Levels durchgefiihrt wird. Die Kandidaten fiir Level 1
werden sofort aus dem Datenstrom generiert. Jedoch nur aus den besten Regeln aus Level
1 und Level n — 1 werden Kandidaten fiir Level n generiert. Man soll nur aus den guten
Regeln Kandidaten fiir hohere Levels erzeugen. Die neu erzeugten Kandidaten fiir Level n
werden zuerst die Haufigkeit 0 bekommen. Ab der Verarbeitung des aktuellen Datenitems
wird iiberpriift, ob der Kandidat in dem Datenstrom vorkommt und dabei wird deren Hau-
figkeit mit LC ermittelt.

Regeln werden alle Kandidaten, die in der Ausgabemenge von Lossy Counting stehen wiir-
den. Also alle Kandidaten deren H&ufigkeit grofser als sn, wobei s der Supportparameter
von Lossy Counting und N die aktuelle Lange des Datenstromes ist. Die anderen Kandida-

ten werden nicht extra geldscht. Sie werden nur nicht betrachtet bei der Generierung von
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Regeln. Wenn die verbliebenen Kandidaten seltener werden, werden sie bei den Lschvor-

gange von Lossy Conting spiter geldscht.

Regeln evaluieren und Ausgabe

Aus den besten Regeln jedes Levels werden Kandidaten fiir das néichste Level generiert.
Deshalb miissen die Regeln evaluiert werden.

Fir die Bewertung der Regeln wird, wie in Kapitel 2 beschrieben wurde, eine Qualitits-
funktion verwendet. Verschiedene Qualitdtsfunktionen sind in der Klasse QualityMeasure
implementiert. Auf diesem Grund miissen die Werte von FPFN TP, TN ermittelt wer-
den. Das iibernimmt die Methode setContengencyTable. Danach berechnet die Methode
evaluate die Giite jeder Regel. Weil die Berechnung von Qualitdtsfunktionen die An-
zahl der negativen und positiven Datenitems(auch Beispiele genannt) benétigt, werden sie
durch der Klasse LossyCounting ermittelt. nItem bezeichnet die Anzahl der negativen Da-
tenitems und pItem bezeichnet die Anzahl der positiven Datenitems. In einem positiven
Datenitems hat das Zielattribut den Wert 1 und in einem negativen hat es den Wert "(0".
Nach der Bewertung der Regeln, werden die besten positiven Regeln gespeichert gespei-
chert und fiir die GUI bereitgestellt. Positiven Regeln sind die Regeln die das Zielattribute

entsprechen.

Der Subgruppenentdeckung Prozessor

Fiir die Subgruppenentdeckung wurde ein Prozessor implementiert. SubgroupDiscoveryProc
erweitert die Klasse AbstractProcessor von dem streams-Framwork. Der Prozessor im-
plementiert den in Rahmen dieser Arbeit entwickelten streamSD-Algorithmus. Mit Hilfe
dieses Prozessors kann jetzt im streams einen Subgruppenentdeckung auf Datenstromen

durchfiihren.

Die Android-App

Die in diese Arbeit entwickelte Android-APP ermdglicht die Ausfiihrung des streamSD
Algorithmus auf einem Smartphone. Jedoch ist die APP noch nicht in der Lage, die aus dem
Smartphone kontinuierlichen produzierten Daten zu verarbeiten um die als Datenstrom zu
betrachten. Dafiir benétigt man eine andere APP, die als Hintergrundprozess immer 1duft
und fiir die andere APP einen Datenstrom bereitstellt.

Fiir das testen des Algorithmus auf dem Smartphone bekommt die APP einen Datenstrom

aus einem schon vorher gesammelten Daten.
Die APP ist als Test-APP auf dem CD-ROM im Anhang B zu finden.
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3.5 Vor- Und Nachteile der Implementierung

Die Modellierung des Algorithmus und die Auswahl der Datenstrukturen hat Vor- und
Nachteile.

Erzeugung der Kandidaten

Die Kandidaten fiir das Level 1 werden aus dem Datenitem generiert. Dagegen werden Kan-
didaten hoherer Levels aus den besten Regeln der darunter liegenden Levels erzeugt. Das
hat den Vorteil, dass nicht bei der Verarbeitung jedes Datenitems verschiedene Teilmengen
von Attributen, die Kandidaten seien konnten, fiir alle Levels erzeugt werden. Damit kann
man Rechenzeit sparen. Auferdem sollten die nicht vorkommenden und seltene Kandida-
ten nicht betrachtet werden. Deshalb werden Kandidaten fiir die héheren Levels nur aus

den wichtigen Regeln erzeugt.

Anderung der Anzahl der Attribute

Der StreamSD-Algorithmus ist so implementiert, dass er eine Anderung in der Anzahl
der Attribute beriicksichtigt. Die Anzahl der betrachteten Attribute soll nicht, wahrend
der Datenstromverbreitung konstant sein. Es kénnten Attribute entfernt oder hinzugefiigt
werden.

Das ist sinnvoll, wenn man z.b Datenstrome Android-Systeme betrachten soll und man als
Attribute die Apps-Namen hat. Der Benutzer kann bestimmte Apps 16schen oder neue Apps

installieren. Das soll kein Problem sein wenn man eine Subgruppenentdeckung durchfiihrt.
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Kapitel 4

Evaluation

In diesem Kapitel werden die auf dem streamSD-Algorithmus durchgefiihrten Experimente
prasentiert und beschrieben. Die Experimente werden auf einen Windows-Rechner sowie
fiir die entwickelte Android-App auf einem Android-Smartphone durchgefiihrt. Auferdem
werden die Ergebnisse mit den Ergebnissen des Cortana-tools [15] verglichen.

Die zu durchfiihrende Experimente sollen nicht zeigen, dass mit diesem Algorithmus die

besten Subgruppen entdeckt werden sondern, dass:
e die Durchfiihrung eine Subgruppenentdeckung aus den Datenstromen moglich ist.

e cine Ubersicht iiber den Speicherverbrauch und die Laufzeit des Algorithmus ver-

schaffen.
e das ausfithren des Algorithmus auf einen Android-Smartphone méglich ist.

Erste Versuche, die wiahrend der Implementierung durchgefithrt worden sind, haben
gezeigt, dass der Algorithmus einen akzeptablen Speicherbedarf und Laufzeit auf einem
Windows Rechner hat.

In den folgenden Abschnitten wird sowohl die verwendete Hardware als auch die die ver-
wendeten Testdaten vorgestellt. Dariiber hinaus werden die Vorgehensweise fiir die Durch-
fiihrung der Experimente erklirt und die Ergebnisse der Versuche analysiert und diskutiert

werden.

4.1 Hardware

Die Experimente werden auf einem Laptop mit 64-bit Windows Betriebssystem durch-
gefiihrt. Der Laptop hat 8GB Arbeitsspeicher und besitzt einen Intel Prozessor Intel(R)
Core(TM) i7-3630QM 2,4GHz. Das Android Smartphone auf dem die App zum Testen
laufen soll, hat 3GB Arbeitsspeicher und einen 2,3 GHz-Quad-Core-Prozessor der Marke
Qualcomm MSM8974AB. Die verwendete Android-Version ist Android 4.4 (kitkat).

31
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4.2 Datensatze

In diesem Abschnitt werden die Testdateien vorgestellt. Jede Datei wird eine Datenstrom-
quelle darstellen. Auf jedem Datenstrom wird der Algorithmus mit verschiedenen Para-
metereinstellungen durchgefiihrt. Es werden drei Datensétze unterschiedlicher Grofe ver-
wendet. Die Datensétze enthalten reale, aus Android-Smartphone gesammelte, Daten. Die
Datensitze sind auf der CD-ROM in Anhang B zu finden.

Vorbereitung der Datensétze

Die drei fiir die Experimente ausgesuchten Datensétze enthalten reale Android-Smartphone
Daten. Die Daten wurden von Smartphone-Nutzern wihrend einer normalen Verwendung
des Handys gesammelt [19]. Die originalen gesammelten Daten wurden verarbeitet und
daraus sind die in dieser Arbeit zu verwendeten Datensitze entstanden.

Die Datensiitze sind CSV-Dateien. Als Attribute haben sie die Apps-Namen sowie Bezeich-
nungen von Zusatzhardware und -sensorik z.B WLAN. Die Werte der Attribute liefern In-
formationen {iber den Status der einzelnen Systemkomponenten. Fiir die Apps bezeichnet
"1", dass die App gerade in Ausfithrung ist und die "0"bedeutet, dass die App momentan
nicht verwendet wird. Fiir die Systemeingenschaften wird es das gleiche bedeuten. Zum
Beispiel, wenn der WLAN eingeschaltet ist, wird das Attribute WLAN den Wert "1"ha-
ben. Aufierdem gibt das Attribut batlevel Informationen iiber den Batteriezustand. Seine
Werte sind ganze Zahlen.

In dieser Arbeit wird der Energieverbrauch des Android-Smartphones mit Hilfe des stream.SD-
Algorithmus untersucht. Das Zielattribut ist batlevel. Mit dem streamSD-Algorithmus
werden Regeln aufgefunden, die das Zielattribut batlevel mit den Werten anderer At-
tribute erkldren. Da das Zielattribute bindr sein muss, werden die originale Werte des
Attributs batlevel diskretisiert. Das Skript dafiir ist im Workspace des Projektes auf
dem CD-ROM in Anhang B zu finden.

Die Datensitze haben die gleiche Form. Jedoch haben sie nicht alle die gleichen Attri-
bute und die gleiche Linge. Damit liefern sie unterschiedliches Wissen iiber verschiedene
Benutzer. In den folgenden Unterabschnitten werden die einzelnen Datensétze konkret be-

schrieben.

Beschreibung der Datenséitze

Die originale verwendeten Daten sind APPS BAT A 1800s, APPS BAT G _1800s
und APPS BAT J 1800s. Sie sind im Anhang B auf dem CD-ROM zu finden. Sie
enthalten auch Informationen iiber den Zeitpunkt, in dem die Daten gesammelt worden
sind.

Fiir die Experimente werden die diskretisierten Dateien datal, dataB und dataC verwendet.
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dataA dataG datalJ
Diskretisiert aus APPS_ BAT | A 1800s | G_1800s | J_1800s
Anzahl der Attribute 108 66 111
Anzahl der Datenitems 991 2235 3984

Tabelle 4.1: Datenséitze Informationen

Man kann sie auch auf dem CD-ROM im Anhang B finden.
Informationen {iber die Datensétze sind in Tabelle eingetragen.

Dariiber hinaus um zu iiberpriifen dass, der Algorithmus nicht nur bindre Attributen
Werte akzeptiert, wird der Datensatz mushroom.csv benutzt, Der Datensatz besteht aus
verschiedenen Attributen, die die Eigenschaften von Pilzen darstellen. Das Zielattribute in
diesem Datensatz ist target". Er hat die Werte &iind piind liefert die Information ob ein
Pilz essbar(é") oder nicht(p"). Informationen iiber diesen Datensatz ist in zu finden.
Da das Zielattribute bei der Subgruppenentdeckung binér sein muss, wurden die Werte
von targetinvertiert(e—1, p—0). Die Datei mit den konvertierte ist dataMushroom.csv.
Beide Dateien sind auch auf dem CD-ROM im Anhang B zu finden.

‘ Anzahl der Attribute ‘ Anzahl der Datenitems ‘
dataMushroom. csv ‘ 22 ‘ 5643 ‘

Tabelle 4.2: Informationen fiir dataMushroom.csv

4.3 Experimente

In diesem Abschnitt werden die durchzufiihrenden Experimente sowie ihre Ergebnisse be-
schrieben. Wie schon am Anfang des Abschnitts erwdhnt wurde, wird der SSD-Algorithmus
auf verschiedenen Datensiitzen durchgefiihrt. Fiir die Experimente werden verschiedene
Datensitze verwendet. Aus einem Datensatz wird mit dem streams-Framework ein CSV-
Datenstrom hergestellt. Auf jedem Datenstrom soll der Algorithmus mit verschiedenen
Parametern gestartet werden.

Zum Evaluieren werden fiir die Bewertung der Subgruppen die zwei Qualitatsfunktionen
F1-Score und WRAcc benutzt. Deren Berechnungen basieren auf den einfachen Giitefunk-
tionen wie z.B Precison, Accuracy oder Recall und liefern bessere und priziserere Bewer-
tungen als die anderen. Der Algorithmus wird auch mit verschiedenen Parameterkombina-
tionen gestartet. Dabei wird der Speicherverbrauch im Fokus stehen. Auferdem werden die
Ergebnisse des in dieser Arbeit entwickelten Datenstromalgorithmus mit den Ergebnissen
der Subgruppenentdeckung auf statischen Daten verglichen. Dabei wird der gleiche Da-

tensatz verwendet aus dem der Datenstrom fiir den streamSD-Algorithmus erzeugt wurde.
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Wenn bei den Experimenten keine Anderung eines Parameters erwihnt wurde, dann hat
er die Standardeinstellung. Die Standardeinstellung ist e = 0,002, max Level = 5, t = 100,
s = 0,01 und k& = 50.

4.3.1 Laufzeituntersuchung

In diesem Unterabschnitt wird die Laufzeit des Algorithmus untersucht. Dabei wird un-
tersucht welche der drei Parameter ¢, € und k den grofiten Einfluss auf der Laufzeit hat.
Fiir diese Versuche werden die zwei grofsten Datenséitze, die in DataG.csv und DataH.csv
sind, verwendet.

Da das Ziel des folgenden Versuches ist, festzustellen, welcher der drei Parameter ¢, ¢ und
k den groften Einfluss auf der Laufzeit des Algorithmus hat. In dem Versuch werden bei
jeder Durchfiihrung zwei Parameter festgesetzt und der andere wird variiert. Wahrend die-
ser Versuche werden die Werte des Supportparameters auf s = 0,01 und des maximalen
Levels auf maxLevel = 5 festgelegt. Die gemessene Laufzeit wird in Sekunden gegeben.
Die Ergebnisse sind in den Tabellen und [.4] eingetragen.

t=100 € = 0,002 | Laufzeit t=100 k=50 | Laufzeit k=50 ¢ = 0,002 | Laufzeit
k=10 5,907 € =0,005 160,653 t=100 155,461
k=25 30,245 e =0,001 161,921 t=200 71,871
k=50 155,461 e =0,0005 161,510 =300 20,003

Tabelle 4.3: Laufzeit bei Anwendung auf DataG

t=100 € = 0,002 | Laufzeit t=100 k=50 | Laufzeit k=50 ¢ = 0,002 | Laufzeit
k=10 8,871 € =0,005 118,604 t=100 142,859
k=25 40,155 e =0,001 115.369 =200 108,190
k=50 142,859 e =0,0005 153,767 =300 146,738

Tabelle 4.4: Laufzeit bei Anwendung auf DataJ

Wenn man den Fehlerparameter e verkleinert, ist nur eine leichte Steigerung der Lauf-
zeit zu sehen, z.B. von 118,604 auf 115.369, wenn man den Fehler € bei dataG von 0,001 auf
0,0005 verkleinert. Wenn man jedoch ¢ veriindert, kann man eine Anderung in der Laufzeit
betrachten. Auferdem ist eine héherere Steigerung der Laufzeit in den beiden Tabellen zu
sehen, wenn man den Parametern k einen grofieren Wert zuweist. In als der Wert von
k von 25 auf 50 verdoppelt wurde, hat sich die Laufzeit fast vervierfacht von 40,155 auf
142,859 Sekunden. Damit hat der Parameter k den gréften Einfluss auf die Laufzeit des
Algorithmus.
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Fir die Laufzeitanalyse wére auch interessant zu wissen, wie sich die Laufzeit entlang
des Datenstroms verhélt. Dafiir wird die Zeit fiir verschiedene k£ nach der Verarbeitung
jedes Datenitems gemessen. Fiir dieses Experiment wird der Datenstrom aus der Datei
dataG.csv verwendet und fiir ¢ = 0,002 und € = 0,001 durchgefiihrt. Die Werte von € sind
so gewdhlt, das die Grofke des Lossy Counting Puffers sich verdoppelt. Die Ergebnisse sind
in 4.1] zu sehen.

160000 200000
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140000
120000
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80000 k=50
—k=25 60000 —k=25
40000 40000

k=50 k=10
20000
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. Anzahl der Datenitems
Anzahl der Datenitems

(a) Laufzeit fiir e = 0,002 (b) Laufzeit fiir ¢ = 0,001

Abbildung 4.1: Laufzeit des Algorithmus

In kann man beobachten, dass die Laufzeit linear ist. Je grofer k ist desto hoher ist
die Steigung. Dariiber hinaus kann man sehen, dass die Anderung des Fehlerparameters e

keinen starken Einfluss auf die Laufzeit hat.

4.3.2 Speicherverbrauchanalyse

In diesem Unterabschnitt wird der Speicherverbrauch des Algorithmus untersucht. Dabei
wird die Anzahl der gespeicherten Kandidaten wiahrend der Laufzeit gemessen.

Das Hauptziel fiir die Verwendung des Lossy Counting Algorithmus in dieser Arbeit war
die Minimierung des Speicherverbrauchs. Lossy Counting entfernt in regelmékigen Abstin-
den, nachdem jeder Puffer voll ist, seltene Elemente. Im néichsten Experiment wird der
streamSD-Algorithmus einmal mit und einmal ohne Lossy Counting gestartet. Dieses Ex-
periment wird auf den Datenstromen aus DataG.csv und DataJ.csv durchgefithrt. Der
Versuch wird auf den zwei Datenstromen mit verschiedenen Fehlerparametern e und und
Zeitparameter ¢t durchgefiihrt, weil die zwei Datenstrome unterschiedliche Langen haben.
In beiden Fillen ist k£ = 50. Die Ergebnisse sind in zu sehen.

In den beiden Diagrammen in [4.2]ist klar zu beobachten, dass die Anzahl der gespei-

cherten Kandidaten bei der Verwendung von Lossy Counting weniger wéichst ist als ohne
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(a) Ausfiihrung auf DataG.csv € = 0,002 und ¢ = (b) Ausfiihrung auf DataJ.csv ¢ = 0,001 und ¢ =
200 100

Abbildung 4.2: Vergleich der Anzahl der gespeicherten Kandidaten

mit und ohne Lossy Counting

Lossy Counting. Daraus folgt, dass der streamSD-Algorithmus bei der Anwendung von Los-
sy Counting weniger Speicher verbraucht. Jedoch werden die gleichen Top-10 Subgruppen
ausgegeben.

Jetzt wird untersucht, ob die Auswahl der Qualitéatsfunktion eine Wirkung auf den Speicher-
bedarf hat.

Die Kandidaten fiir Level n werden aus den besten Regeln von Level n — 1 und Level
1 erzeugt. Die Regeln werden nach ihrer Giite sortiert. Fiir die Ermittlung der Giite ei-
ner Regel wird eine Qualitdtsfunktion verwendet. In diesem Experiment werden die zwei
Qualitédtsfunktionen WRAcc und F1-Score verwendet. Deren Beschreibung ist in Kapitel
1 zu finden. Die Datenstromquelle ist DataG.csv. Fiir die zwei Experimente ist k& = 50.
Gemessen wird dabei die Anzahl der Kandidaten in jedem Level. Die Ergebnisse dieses
Experiments sind in zu sehen.

In ist zu sehen, dass bei Anderung der Qualititsfunktion sich die Anzahl der gesamten
sowie auf den einzelnen Levels gespeicherten Kandidaten dndert.

Der Parameter k ist ein entscheidender Faktor in dem SSD-Algorithmus. Er bestimmt die
Anzahl der Regeln aus denen Kandidaten hoheren Levels erzeugt werden. Bei der Lauf-
zeitanalyse wurde festgestellt, dass die Anderung von k einen starken Einfluss auf die
Laufzeit des Algorithmus hat. Bei dem néchsten Experiment wird untersucht, wie sich der
Speicherverbrauch bei der Anderung von k verhilt. Dabei werden alle anderen Parameter
festgesetzt und nur k£ gedindert. Fiir dieses Experiment werden Datenstréome aus Datal. csv,
DataG.csv und DataJ.csv verwendet. Die Ergebnisse sind in [.4] .5 und [4.6] zu sehen.

In , und kann man beobachten, dass es bei der Anderung von k eine Ande-
rung in der Anzahl der Kandidaten gibt. Wenn der Wert von k verdoppelt wurde, ist die
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Abbildung 4.3: Vergleich der Anzahl der gespeicherten Kandidaten fiir verschiedene Qualitéts-

funktionen(dataG.csv)
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Abbildung 4.4: Vergleich der Anzahl der gespeicherten Kandidaten

fiir verschiedene k (dataA.csv)

Anzahl der Kandidaten in allen Levels gestiegen, aufler in Level 1. Zum Beispiel hat sich
die Anzahl der Kandidaten von Level 2 in fast verzehnfacht. Damit steigt auch der
Speicherbedarf des Algorithmus.
Zudem wird noch die Wirkung des Fehlerparameters € auf den Speicherbedarf untersucht.
Der Fehlerparameter € regelt indirekt die Loschvorginge von Lossy Counting. Er bestimmt
die Grofe der Puffer (w = [1/e]). Fiir das Experiment werden Datenstrome aus dataG. csv
und datalJ.csv verwendet. In diesem Experiment wird k = 25 verwendet. Gemessen wird
die gesamte Anzahl der Kandidaten wéhrend der Laufzeit. Die Ergebnisse sind in .7}
Die Durchfithrung des Experiments auf DataG.csv zeigt keine Anderung in der Anzahl
von Kandidaten bei der Anderung von von e. Ein Grund dafiir wire, dass keine seltenen

Elemente in diesem Datenstrom vorkommen. Jedoch zeigt das rechte Diagramm in[.7] dass
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Abbildung 4.5: Vergleich der Anzahl der gespeicherten Kandidaten

fiir verschiedene k (dataG.csv)
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Abbildung 4.6: Vergleich der Anzahl der gespeicherten Kandidaten

fiir verschiedene k (dataJ.csv)

das Vergréfern von e den Speicherbedarf reduziert. Auferdem kann man die Uberlappung
der Loschvorginge und das Update bzw. das Generieren eines hoheren Levels (der Fall, in
dem t = € ist) durch die Reduzierung und die sofortige Steigerung der Anzahl der Kandi-
daten erkennen (z.B. in Datenitem zwischen 445 und 667). Also wenn die Loschoperation
und das Erhohen des aktuellen Level wihrend der Verarbeitung der gleichen Datenitems

durchgefiihrt werden.

Laufzeit auf dem Smartphone

Der streamSD wurde auf dem Rechner und auf dem Smartphone startet. Die dafiir ent-
wickelte APP ist auf der CD-ROM im Anhang B zu finden. Gemessen wurde die Laufzeit.

Die Datenstromquelle war die mushroom.csv Datei. Die eingestellten Parameter waren:
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Abbildung 4.7: Vergleich der Anzahl der gespeicherten Kandidaten

fiir verschiedene ¢

€ = 0,001, maxLevel = 3,t = 500, s = 0,01 und k£ = 25. Die Ergebnisse des FExperimentes
sind in zu finden.

Laufzeit in (s)
streamSD auf dem Rechner 22,40
streamSD auf dem Smartphone 1540,35

Tabelle 4.5: Vergleich der Laufzeit

Das Austiiren des streamSD Algorithmus auf dem Smartphone hat fast 10 mal ldn-
ger gedauert als auf dem Rechner. Jedoch zeigt die App bei der Bearbeitung von 5642

Datenitems eine akzeptable Laufzeit.

Jeder Zeit Ausgabe

Der streamSD-Algorithmus ist in der Lage, jederzeit die gefundenen Subgruppen anzuzei-
gen. Man kann auch die besten Regeln in einer .txt-Datei abspeichern. Da das Datum der
Anfrage bei einer Datenstromverarbeitung wichtig ist, wird es mit angezeigt bzw. gespei-
chert. Die aufgefundenen Subgruppen aus dem Datenstrom aus APPS BAT G 1800s
sind im Anhang A in zu sehen.

Vergleich mit einem Frequent Itemset Algorithmus

Fiir dieses Experiment wird Rapidminer [16] (Version 6.0) verwendet. Der FP-Growth Al-
gorithmus [8] wird verwendet fiir das Auffinden von den haufigsten Mengen.

In diesem Experiment wird die extensionale Redundanz der einzelnen und der gesamten
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U ext(R1) | ext(R2) ext(R1) | ext(R2) | ext(R3)
ext(M1) | 3984 3984 1959 1960 1960
ext(M2) 3984 3984 1959 1960 1960
ext(M3) 3984 3984 1959 1960 1960

Tabelle 4.6: Anzahl der Elemente der Schnitt und Vereinigungsmenge (dataj)

aufgefundenen Regeln bzw. hdufigsten Mengen untersucht. Dabei werden die Extensionen

der drei besten Regeln von streamSD und Mengen von FP-Growth betrachtet. Eine Ex-

tension besteht aus den Instanzen (Datenitems), die von der Regel iiberdeckt sind. Die

gefundenen Top-3 Regeln bei der Anwendung von FP-Growth und streamSD (e = 0,001,
mazLevel = 3) auf dataJ.csv sind im Anhang A (A.4)JA.1) zu sehen.

Bei der Durchfithrung der Experimente wurde festgestellt, dass die Extensionen von den

drei besten hiufigen Mengen, die von FP-Growth gefunden wurden, aus allen Instanzen
bestehen. Jedoch iiberdecken R2 und R3 jeweils 1960 Instanzen und R1 1959 Instanzen.
Die Gréfe der Vereinigungs- und Schnittmengen der Extensionen sind in dargestellt.

Redundanz
lext(R1)Next(M1)| / |ext(R1)Uext(M1)] 0,491
lext(R1)Next(M2)| / |ext(R1)Uext(M2)] 0,491
lext(R1)Next(M3)| / |ext(R1)Uext(M3)] 0,491
lext(R2)Next(M1)| / |ext(R2)Uext(M1)] 0,492
lext(R2)Next(M2)| / |ext(R2)Uext(M2)| 0,492
lext(R2)Next(M3)| / |ext(R2)Uext(M3)| 0,492
lext(R3)Next(M1)| / |ext(R3)Uext(M1)] 0,492
lext(R3)Next(M2)| / |ext(R3)Uext(M2)] 0,492
lext(R3)Next(M3)| / |ext(R3)Uext(M3)| 0,492

Tabelle 4.7: Extensionale Redundanz der einzelnen Regeln/Mengen (dataJ.csv)

Redundanz
lext(R1)Next(R2)Next(R3)| / |ext(R1)Uext(R2)Uext(R3)] 0,99
lext(M1)Next(M2)Next(M3)| / ext(M1)Uext(M2)Uext(M3)] 1

Tabelle 4.8: Extensionale Redundanz der gesamten Regeln/Mengen (dataJ.csv)

Die Ergebnisse der Untersuchung der Redundanz werden in [£.7] und [4.§] eingetragen.
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Da die Extensionen der drei hiufigsten Mengen M1, M2, M3 jeweils den gesamten

Datensatz und die Extensionen der besten drei Regel R1, R2, R3 nur fast die Hélfte der
Instanzen iiberdecken, kénnen die Werte der Redundanz in die Eins nicht anndhern.
Daher sind die Extensionen der einzelnen Regeln nicht gleich der Extensionen der einzelnen
hiufigsten Mengen, sondern sind sie eine echte Teilmenge der Extensionen der einzelnen
h&ufigsten Mengen.
Die Regeln R2 und R3 haben die selben Extensionen. Die Extension von R1 hat eine In-
stanz mehr als die anderen. Deshalb ist die totale Redundanz gleich 0,99 (siehe [1.8). Die
haufigsten Mengen M1, M2, M3 haben die gleiche Extension. Auf diesem Grund ist deren
gesamte Redundanz 1 (siehe [4.8)).

Das gleiche Experiment wird auf dem Datensatz dataMushroom.csv nochmals durch-
gefiihrt. Jedoch soll das Experiment hier nicht nur die Redundanz untersuchen, sondern es
soll auch zeigen, dass streamSD nicht nur bindre Attribute verarbeiten kann.

Die gefundenen Top-3 Regeln bei der Anwendung von FP-Growth und streamSD (e =
0,001, mazLevel = 3) auf mushroom.csv sind im Anhang A zu sehen. Die

Anzahl der Elemente der einzelnen Extensionen sowie die Grofe derer Schnitt- und Verei-
nigungsmengen sind in 4.9 und zu finden.

‘ ext(Rpl) ‘ ext(Rp2) ‘ ext(Rp3) ‘ ext(Mpl) ‘ ext(Mp2) ‘ ext(Mp3)

Anzahl der Elemente ‘ 4940

\ 4940

\ 4922

| 5644

5636

Tabelle 4.9: Anzahl der Elemente in der Extensionen(mushromm.csv)

U ext(Rpl) | ext(Rp2) | ext(Rp3)
ext(Mpl) | 5644 5644 5644
ext(Mp2) 5636 5636 5636
ext(Mp3) | 5644 5644 5626

N ext(R1) | ext(R2) | ext(R3)
ext(Mpl) | 4940 | 4940 | 4922
ext(Mp2) 4940 4940 4922
ext(Mp3) 4922 4922 4922

Tabelle 4.10: Anzahl der Elemente der Schnitt und Vereinigungsmenge(mushromm.csv)

5626

Die Ergebnisse der Untersuchung der Redundanz werden in und eingetragen.

Anhand von und kann man feststellen, dass die Schnittmenge der Regeln Ex-

tensionen und der einzelnen Extensionen der hiufigsten Mengen nicht leer ist. Teilweise ist
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Redundanz
lext(Rpl)next(Mpl)| / |ext(Rpl)Uext(Mpl)] 0,88
lext(Rpl)next(Mp2)| / |ext(Rpl)Uext(Mp2)] 0,88
lext(Rpl)next(Mp3)| / |ext(Rpl)Uext(Mp3)| 0,87
lext(Rp2)Next(Mpl)| / |ext(Rp2)Uext(Mpl)] 0,88
lext(Rp2)next(Mp2)| / |ext(Rp2)Uext(Mp2)| 0,88
lext(Rp2)Next(Mp3)| / |ext(Rp2)Uext(Mp3)| 0,87
lext(Rp3)next(Mpl)| / |ext(Rp3)Uext(Mpl)] 0,87
lext(Rp3)Next(Mp2)| / |ext(Rp3)Uext(Mp2)| 0,87
lext(Rp3)Next(Mp3)| / |ext(Rp3)Uext(Mp3)| 0,88

Tabelle 4.11: Extensionale Redundanz der einzelnen Regeln/Mengen(mushroom.csv.csv)

Redundanz
lext(Rpl)Next(Rp2)Next(Rp3)| / |ext(Rpl)Uext(Rp2)Uext(Rp3)| 0,99
lext(Mpl)Next(Mp2)Next(Mp3)| / |ext(Mpl)Uext(Mp2)Uext(Mp3)] 0,99

Tabelle 4.12: Extensionale Redundanz der gesamten Regeln/Mengen(mushroom.csv)

die Extension einer Regel eine echte Teilmenge der Extension der einzelnen aufgefundenen
h&aufigsten Mengen. So kann man z.B. beobachten, dass die Extension von R2 eine echte
Teilmenge der Extension von Mp2 ist. Aus diesem Grund sind die Redundanz-Werte in
hoch. Daher sind die Extensionen von den einzelnen Regeln bzw. Mengen ungeféhr
gleich.

Die Tabelle zeigt, dass die gesamte Redundanz gleich ist. Daraus folgt, dass die Er-
gebnisse von streamSD und FP-Growth insgesamt genauso gut sind.

Man kann von den gesamten Beobachtungen bei der Durchfiihrung dieses Experiment auf
dem Mushroom-Datensatz feststellen, dass die Extension der Top-3 von streamSD gefun-
denen Regeln und die Extensionen der gefundenen haufigsten Mengen von FP-Growth eine

Schnittmenge haben.

Vergleich mit der statischen Subgruppenentdeckung

Jetzt wird ein Vergleich zwischen der statischen Subgruppenentdeckung und der Subgrup-
penentdeckung auf dem Datenstrom durchgefiihrt. Die verwendete Qualitdtsfunktion ist
WRAcc.

Fiir die statische Subgruppenentdeckung wird Cortana (Version 2.0) verwendet. Dabei wird
maximale Linge der Bedingung einer Regel auf drei gesetzt. Die verwendete Suchstrategie
ist Beam-Search (beam width = 100). Die anderen Parameter haben die Standardeinstel-

lung von Cortana.



4.4. DISKUSSION 43

Fiir die Subgruppenentdeckung auf dem Datenstrom wird der im Rahmen dieser Arbeit
entwickelten Algorithmus mit der Standardeinstellungen (aufer e = 0,001, max Level = 3)
verwendet.

Fir die beiden Einsitze wird dataJ.csv verwendet. Hier wird, wie beim Vergleich mit
dem FP-Growth-Algorithmus, die Redundanz untersucht. Die gefundenen besten Regeln
von Cortana sind in im Anhang A zu finden.

Die Anzahl der Elemente der einzelnen Extensionen sowie deren Schnitt- und Vereinigungs-

menge sind in und dargestellt.

| ext(R1) | ext(R2) | ext(R3) | ext(Rel) | ext(Re2) | ext(Re3)
Anzahl der Elemente | 1959 | 1960 | 1960 | 662 | 662 | 730

Tabelle 4.13: Anzahl der Elemente in der Extensionen(mushromm.csv)
Die Ergebnisse der Untersuchung der Redundanz werden in und eingetragen.

Bei der Betrachtung von und wird festgestellt, dass die Extensionen der
besten drei Regeln von Cortana und der besten drei Regeln von streamSD nicht die glei-
chen Extensionen haben. Jedoch ist deren Schnittmenge nicht leer. Dies bestitigen die
Redundanz-Werte in deren Werte die Null annéhern.

Die Ergebnisse der Untersuchung der gesamten Redundanz von Cortana und streamSD in
bedeuten, dass die besten Cortana Regeln mehr verschiedene Instanzen als streamSD

iberdecken.

4.4 Diskussion

In diesem Abschnitt werden die Ergebnisse der Experimente interpretiert und diskutiert.

Laufzeit

Die Experimente haben gezeigt, dass der Algorithmus eine akzeptable Laufzeit hat. Die

zwel Parameter, die die Laufzeit stark beeinflussten sind ¢ und k.

U ext(R1) | ext(R2) | ext(R3) N ext(R1) | ext(R2) | ext(R3)
ext(Recl) 2150 2150 2149 ext(Rcl) 472 472 472
ext(Rc2) 2149 2150 2150 ext(Rc2) 472 472 472
ext(Rc3) 2171 2172 2172 ext(Rc3) 018 018 018

Tabelle 4.14: Anzahl der Elemente der Schnitt und Vereinigungsmenge(dataj)
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Redundanz
lext(R1)Next(Rcl)| / |ext(R1)Uext(Rel)| 0,21
lext(R1)Next(Rc2)| / |ext(R1)Uext(Rec2)| 0,21
lext(R1)Next(Re3)| / |ext(R1)Uext(Re3)| 0,23
lext(R2)Next(Rcl)| / |ext(R2)Uext(Rcl)| 0,21
lext(R2)Next(Rc2)| / |ext(R2)Uext(Rc2)| 0,21
lext(R2)Next(Rc3)| / |ext(R2)Uext(Re3)| 0,23
lext(R3)Next(Rcl)| / |ext(R3)Uext(Rel)| 0,21
lext(R3)Next(Rc2)| / |ext(R3)Uext(Rc2)| 0,21
lext(R3)Next(Rc3)| / |ext(R3)Uext(Rc3)| 0,23

Tabelle 4.15: Extensionale Redundanz der einzelnen Regeln(dataJ.csv)

Redundanz
lext(R1)Next(R2)Next(R3)| / |ext(R1)Uext(R2)Uext(R3)] 0,99
lext(Rcl)Next(Rc2)Next(Re3)| / |ext(Rel)Uext(Re2)Uext(Re3)| 0.3

Tabelle 4.16: Extensionale Redundanz der gesamten Regeln(dataJ.csv)

Da die Zeitintervalle definiert werden, nachdem neue Regeln erzeugt werden und ein Upda-
te der alten Regeln durchgefiihrt wird, sollte der Algorithmus auf dem gleichen Datenstrom
bei grofseren Zeitintervallen diese Operationen nicht so oft durchfithren. Auf einem Daten-
strom, der z.B. aus 3000 Datenitems besteht, werden diese Operationen 30 Mal durchge-
fiihrt, wenn ¢ = 300 ist. Dagegen werden sie auf dem gleichen Datenstrom nur 10 Mal
durchgefiihrt, wenn ¢ = 300 ist. Auferdem bezeichnet k die Anzahl der besten Regeln, aus
den Kandidaten fiir hthere Levels erzeugt werden. Je grofer k ist, desto mehr Kandidaten
werden fiir héhere Levels erzeugt. Auf diesem Grund wird auch mehr Zeit benotigt. Je-
doch haben die Experimente nicht gezeigt, dass der Fehlerparameter € von Lossy Counting
keinen starken Einfluss auf die Laufzeit hat, obwohl e die Grofe der Puffer w von Lossy
Counting bestimmt(w = [1/€]). Wenn ein Puffer voll ist, werden die seltenen Elemente von
Lossy Counting entfernt. Auf einem Datenstrom, der z.B. aus 3000 Datenitems besteht,
wird nur dann ein Loschvorgang gestartet, wenn € = 0,0005 ist. Deshalb kann der Grund
sein, warum e die Laufzeit nicht stark beeintrichtigt, dass in dem Datenstrom wenig seltene

Elemente vorgekommen sind.

Speicherverbrauch

Der andere Aspekt, der in den Experimenten betrachtet wurde, ist der Speicherverbrauch.
In dem streamSD-Algorithmus wurde Lossy Counting verwendet. Dieser 16scht seltene in

dem Datenstrom vorkommende Elemente. Bei mancher Wertauswahl fiir den Fehlerpa-
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rameter € konnen die Loschoperationen auf einem endlichen Datenstrom nicht gestartet
werden, da e die Grofe des Puffers bestimmt und die Loschoperationen nur nach einem
vollen Puffer verlaufen. Auf einem Datenstrom der Lange 500 werden die Loschoperationen
bei € = 0,001 nicht gestartet, da die Grofe des Puffers w = 1000 ist.

Die Experimente haben auch gezeigt, dass auch die Auswahl der Qualitdtsfunktion eine
Auswirkung auf den Speicherbedarf hat. Durch die unterschiedliche Bewertung der ver-
schiedenen Qualitdtsfunktionen kann die Anzahl der gefundenen Regeln, deren Zielattri-
bute den vom Benutzer angegebenen Zielattribut entsprechen, kleiner als k sein. Daher
werden weniger Kandidaten fiir das néchste Level erzeugt. Aufserdem koénnte sein, dass
manchmal Qualitdtsfunktionen seltene Regeln gut bewerten und sie spéter von Lossy Coun-
ting entfernt werden. Diesen Effekt kann man in betrachten. Auf dem Diagramm, in
dem der F1-Score verwendet wurde, sind Kandidaten kurz nach ihrer Erzeugung von Lossy
Counting geldscht worden.

Bei der Untersuchung von k wurde festgestellt, dass die Anzahl der Kandidaten auf Level
1 sich nicht geéndert hat als k verdoppelt wurde. Das hat den Grund, dass die Generie-
rung von den Kandidaten in Level 1 nicht von k abhéingig ist. Sie werden sofort aus dem
Datenstrom erzeugt und nicht aus den darunterliegenden Levels.

Bei allen Versuchen fiir die Untersuchung des Speicherverhaltens wéahrend der Laufzeit ist
zu beobachten, dass die Anzahl der Kandidaten sich nach einer bestimmten Zeit stabilisiert.
Das bedeutet, dass wihrend der weiteren Verarbeitung des Algorithmus ein konstanter
Speicherbedarf besteht. Das hat einen Vorteil bei der Anwendung des SDD-Algorithmus
auf einen unendlichen Datenstrom. Nach der Verarbeitung einer bestimmten Anzahl von
Datenpaketen bleibt der Speicherverbrauch konstant.

Es hat verschiedene Griinde, warum die besten Regeln von Cortana nicht die gleichen
sind wie beim streamSD-Algorithmus. Einer davon ist, dass Cortana die gesamten Daten
betrachtet und fiir das Generieren der Regeln alle Levels betrachtet. Dagegen werden im
streamSD-Algorithmus Regeln hoherer Levels schrittweise erzeugt. Das hat zum Beispiel
zur Folge, dass die Daten fiir die Ermittlung der Hiufigkeit der Kandidaten aus Level 3

bei t = 200 erst nach Verarbeitung von 400 Datenitems betrachtet werden.
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Kapitel 5
Zusammenfassung

In dieser Arbeit wurde der Datenstroms-Algorithmus fiir die Subgruppenentdeckung Stre-
amSD eingefiihrt. Der Algorithmus wurde erklirt, implementiert und evaluiert. StreamSD
funktioniert dhnlich wie die statische Subgruppenentdeckung. Kandidaten werden aufge-
funden, Regeln werden erzeugt und bewertet. Die Kandidaten werden entsprechend ihrer
Komplexitit in Levels eingestuft. Nicht alle Kandidaten fiir alle Levels werden auf einmal
erzeugt. Kandidaten fiir Level 1 werden sofort aus dem Datenstrom erzeugt. Immer, wenn
eine bestimmte Anzahl von Datenitems verarbeitet wurde, werden Kandidaten hoherer
Levels bottom-up erzeugt. Die Héaufigkeit der Kandidaten wird entlang der Datenstrom-
verarbeitung mit Hilfe des Lossy Counting-Algorithmus ermittelt. Aus allen Kandidaten,
die in der Ausgabemenge von Lossy Counting sind, werden Regeln erzeugt. Die Erzeugten
Regeln werden mit eine Qualititsfunktion bewerte. Aus den besten Regeln von Level 1 und
Level n werden Kandidaten fiir Level n + 1 erzeugt. Der Benutzer ist in der Lage in jeder
Zeit dies besten Regeln anzeigen zu lassen.

Der StreamSD-Algorithmus wurde innerhalb des Datenstrom Frameworks streams imple-
mentiert. Damit kann der Algorithmus, sowohl als Teil einer Datenstromanalyse als auch

eigenstindig in einer App einsetzbar.

47
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Anhang A

Regeln Tabellen

Regel

M1 | com.googlecode.android _scripting=1

M2 | com.google.android.talk=1

M3 | com.google.android.syncadapters.contacts=1

Tabelle A.1: Die drei hdufigsten Mengen in(dataJ.csv)

49



50 ANHANG A. REGELN TABELLEN

Regel

Rpl | veil-type=p AND gill-size=b

Rp2 | veil-color=w AND gill-size=b

Rp3 | gill-attachment=f AND gill-size=b

Tabelle A.2: Top-3 Regeln von streamSD(dataMushroom.csv)

Regel

Mpl | veil-type = p

Mp2 | veil-color = w
Mp3 | gill-attachment = f

Tabelle A.3: Die drei hiufigsten Mengen in (dataMushroom.csv)
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Regel

Rcl

com.esys.satfinder = 0" AND com.ideashower.readitlater.pro = 0’ AND com.socialnmobile.dictapps.notepad.color.note

Rc2

com.ideashower.readitlater.pro = '0” AND com.esys.satfinder = 0’ AND com.socialnmobile.dictapps.notepad.color.note

Rec3

com.esys.satfinder = 0" AND com.ideashower.readitlater.pro = 0’ AND de.barcoo.android = "0’

Tabelle A.5: Top-3 Regeln von Cortana(dataJ.csv)
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Anhang B
Datentrager

Dieser Ausarbeitung ist eine CD-ROM beigelegt, auf der sich zusétzliches Material befindet.
Die CD-ROM beinhaltet:

e Diese Ausarbeitung im PDF-Format
e Das Workspace des Projektes

e Die verwendeten Datensatze

e Die entwickelte Android-APP
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